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Resumo
Objetivo: Comparar o desempenho de modelos de aprendizado de máquina com o Medication Fall Risk Score 
(MFRS) na previsão de risco de queda relacionado a medicamentos prescritos.   

Métodos: Trata-se de um estudo caso-controle retrospectivo de pacientes adultos e idosos de um hospital 
terciário de Porto Alegre, RS, Brasil. Medicamentos prescritos e classes de medicamentos foram investigados. 
Os dados foram exportados para o software RStudio para análise estatística. As variáveis foram analisadas por 
meio dos algoritmos de Regressão Logística, Naive Bayes, Random Forest e Gradient Boosting. A validação do 
algoritmo foi realizada usando validação cruzada de 10 vezes. O índice de Youden foi a métrica selecionada 
para avaliar os modelos. O projeto foi aprovado pelo Comitê de Ética em Pesquisa. 

Resultados: O modelo de aprendizado de máquina que apresentou melhor desempenho foi o desenvolvido 
pelo algoritmo Naive Bayes. O modelo construído a partir de um conjunto de dados de um hospital específico 
apresentou melhores resultados para a população estudada do que o MFRS, uma ferramenta generalizável. 

Conclusão: Ferramentas de previsão de risco que dependem de aplicação e registro adequados por parte 
dos profissionais demandam tempo e atenção que poderiam ser alocados ao cuidado do paciente. Modelos 
de previsão construídos por meio de algoritmos de aprendizado de máquina podem ajudar a identificar riscos 
para melhorar o atendimento ao paciente.

Abstract
Objective: To compare the performance of machine-learning models with the Medication Fall Risk Score 
(MFRS) in predicting fall risk related to prescription medications.  

Methods: This is a retrospective case-control study of adult and older adult patients in a tertiary hospital in 
Porto Alegre, RS, Brazil. Prescription drugs and drug classes were investigated. Data were exported to the 
RStudio software for statistical analysis. The variables were analyzed using Logistic Regression, Naive Bayes, 
Random Forest, and Gradient Boosting algorithms. Algorithm validation was performed using 10-fold cross 
validation. The Youden index was the metric selected to evaluate the models. The project was approved by the 
Research Ethics Committee.

Results: The machine-learning model showing the best performance was the one developed by the Naive 
Bayes algorithm. The model built from a data set of a specific hospital showed better results for the studied 
population than did MFRS, a generalizable tool.

Conclusion: Risk-prediction tools that depend on proper application and registration by professionals require 
time and attention that could be allocated to patient care. Prediction models built through machine-learning 
algorithms can help identify risks to improve patient care.
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Introdução

As quedas são a segunda principal causa de morte 
por lesão não intencional no mundo, e a cada ano 
ocorrem aproximadamente 684.000 quedas fatais. 
Indivíduos com 60 anos ou mais sofrem o maior 
número de quedas fatais.(1) Existem mais de 700 mi-
lhões de idosos (idade ≥ 65 anos) no mundo, e esse 
número deverá dobrar até 2050.(2)

As quedas são definidas como inadvertidamente 
parar no solo ou em outro nível inferior.(1) As quedas 
são multifatoriais, e os aspectos relacionados à ocor-
rência de quedas podem ser modificáveis e não mo-
dificáveis.(3) Os medicamentos são destacados como 
fatores de risco modificáveis.

As quedas podem ser uma das consequências 
do uso de medicamentos de risco e/ou interações 
medicamentosas, e a hospitalização aumenta consi-
deravelmente o risco entre os idosos. Medicamentos 
com efeitos no sistema nervoso central, como opioi-
des, hipnóticos, ansiolíticos, antidepressivos, antip-
sicóticos e sedativos de procedimentos, aumentam 
significativamente o risco de quedas.(4)

A única ferramenta encontrada na literatura que 
avalia o risco de queda relacionada a medicamentos 
foi o Medication Fall Risk Score (MFRS). Esse escore 
foi desenvolvido como parte de um programa far-
macêutico de prevenção de quedas e gera um escore 
baseado no grau de risco dos medicamentos em uso. 
A recomendação é considerar os pacientes que pon-
tuam seis ou mais em risco. Os autores do MFRS 
recomendam o uso dessa ferramenta em conjunto 
com outras ferramentas de avaliação de risco de 
queda, considerando outros fatores de risco relacio-

nados a quedas além da medicação.(5) Um estudo 
analisou a validade preditiva do uso de uma escala 
de risco de queda em conjunto com o MFRS. Os 
resultados mostraram melhora na especificidade, 
sem comprometer a sensibilidade em relação ao uso 
individual da escala de risco de queda.(6)

Os registros eletrônicos de saúde contêm uma 
gama de informações sobre as condições de saúde 
dos pacientes e permitem novas abordagens para 
identificar fatores de risco.(7) Algoritmos de aprendi-
zado de máquina supervisionados e não supervisio-
nados mostraram grande potencial na aquisição de 
conhecimento de grandes conjuntos de dados.(8) O 
aprendizado de máquina é um campo da inteligên-
cia artificial no qual os sistemas obtêm conhecimen-
to automaticamente, sem programação explícita.(9) 

O aprendizado supervisionado, a técnica aplicada 
neste estudo, reflete a capacidade de um algoritmo 
de generalizar o conhecimento a partir de dados dis-
poníveis sobre uma variável alvo para que possa ser 
usado para prever novos casos.(8)

A aplicação de escores ainda demanda tempo e 
interpretação dos profissionais, sendo mais um en-
tre os muitos processos que envolvem a atenção à 
saúde. O desenvolvimento de modelos de previsão 
por meio de aprendizado de máquina pode trazer 
informações importantes e um atendimento ainda 
mais qualificado, sem depender da aplicação corre-
ta de pontuações. Nenhum modelo de previsão de 
risco de queda baseado em medicamentos desenvol-
vido por meio de algoritmos de aprendizado de má-
quina foi identificado. Este estudo foi desenvolvido 
com a hipótese de que a previsão de risco de queda 
relacionada à medicação baseada em modelos de 

Resumen
Objetivo: Comparar el desempeño de modelos de aprendizaje de máquina con Medication Fall Risk Score (MFRS) para la previsión del riesgo de caída 
relacionado con medicamentos prescriptos.        

Métodos: Se trata de un estudio caso-control retrospectivo de pacientes adultos y adultos mayores de un hospital terciario de Porto Alegre, estado de Rio 
Grande do Sul, Brasil. Se investigaron los medicamentos prescriptos y las clases de medicamentos. Los datos fueron exportados al software RStudio para el 
análisis estadístico. Las variables se analizaron a través de los algoritmos de regresión logística Naive Bayes, Random Forest y Gradient Boosting. La validación 
del algoritmo se realizó usando validación cruzada de 10 veces. El índice de Youden fue la métrica seleccionada para evaluar los modelos. El proyecto fue 
aprobado por el Comité de Ética en Investigación.            

Resultados: El modelo de aprendizaje de máquina que presentó el mejor desempeño fue el desarrollado por el algoritmo Naive Bayes. El modelo construido a 
partir de un conjunto de datos de un hospital específico presentó mejores resultados en la población estudiada que el MFRS, una herramienta generalizada.               

Conclusión: Herramientas de previsión de riesgo que dependen de la aplicación y el registro adecuados por parte de los profesionales demandan tiempo y 
atención que podría ser destinado al cuidado del paciente. Modelos de previsión construidos mediante algoritmos de aprendizaje de máquina pueden ayudar 
a identificar riesgos para mejorar la atención al paciente.
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aprendizado de máquina tem melhor desempenho 
do que o MFRS. Para tanto, objetivou-se compa-
rar o desempenho de modelos de aprendizado de 
máquina com o do MFRS na previsão de risco de 
quedas relacionadas a medicamentos prescritos.

Métodos

Este estudo foi reportado de acordo com as recomen-
dações do Transparent Reporting of a multivariable 
prediction model for Individual Prognosis Or Diagnosis 
(TRIPOD), uma vez que recomendações específicas 
para modelos desenvolvidos a partir de aprendizado 
de máquina ainda estão em construção.(10,11)

Trata-se de um estudo caso-controle vinculado 
a um projeto guarda-chuva, realizado em um hospi-
tal terciário da região sul do Brasil. A população foi 
composta por 9.037 pacientes adultos (≥18 anos) e 
idosos (≥60 anos) internados em 2016. Foram in-
cluídos no grupo queda (caso) pacientes com noti-
ficação de queda e prescrição médica 48 horas antes 
da queda. Todos os pacientes sem notificação de 
queda compuseram o grupo sem queda (controle). 
Medicamentos prescritos e classes de medicamentos 
foram investigados. Não foi possível identificar os 
medicamentos administrados porque a instituição 
do estudo não possui controle eletrônico de medi-
camentos. Os medicamentos foram classificados de 
acordo com o American Hospital Formulary Service 
(AHFS) Pharmacologic-Therapeutic Classification 
System, uma classificação usada no MFRS.(12)

Todas as variáveis foram extraídas de um ban-
co de dados previamente estabelecido, originário 
do prontuário eletrônico dos pacientes. As quedas 
foram extraídas do sistema informatizado de noti-
ficação de incidentes de segurança da instituição. 
Os medicamentos foram extraídos de prescrições 
eletrônicas. Os medicamentos prescritos 48 horas 
antes da queda foram identificados para o grupo 
queda. Quanto ao grupo sem queda, foi calculada 
a média de dias desde a admissão hospitalar até o 
dia em que ocorreu a queda para os participantes 
do grupo de queda, e os medicamentos usados 48 
horas antes dessa média foram então extraídos. A 
média de dias desde a internação até o dia em que 

ocorreu a queda foi de 11. Os medicamentos pres-
critos 48 horas antes do 11º dia de internação foram 
extraídos para o grupo sem queda.

Os dados coletados foram organizados em pla-
nilhas do Microsoft Excel 2010 e importados para 
o software RStudio, edição 1.3.1093, para análise 
estatística.(13, 14) Foram calculados dados descritivos 
com frequências absolutas e relativas. O desenvolvi-
mento e validação do modelo foram realizados uti-
lizando o pacote caret, versão 6.0-86, para ajuste de 
hiperparâmetros, e os pacotes glmnet, versão 4.1-
1, Naive Bayes, versão 0.9.7, Random Forest, versão 
4.6-24 e gbm, versão 2.1.8, para ajuste de modelo. 
Para definir o melhor ponto de corte, foi utilizado o 
pacote cutpointr, versão 1.1.0.(15-20)

As características selecionadas para o modelo de 
predição foram medicamentos pertencentes às classes 
de medicamentos analgésicos, antipsicóticos, anti-
convulsivantes, benzodiazepínicos, anti-hipertensi-
vos, medicamentos cardíacos, antiarrítmicos, antide-
pressivos e diuréticos, as mesmas classes de medica-
mentos incluídas no MFRS. Na análise do MFRS, 
cada medicamento foi pontuado de acordo com o 
MFRS, e uma nova variável foi gerada com a pontua-
ção total de cada participante. Cada medicamento de 
alto risco recebe três pontos e inclui analgésicos, an-
tipsicóticos, anticonvulsivantes e benzodiazepínicos. 
Medicamentos de médio risco recebem dois pontos 
cada e englobam anti-hipertensivos, medicamentos 
cardíacos, antiarrítmicos e antidepressivos. Os diuré-
ticos são considerados de baixo risco e recebem um 
ponto cada.(5) O desfecho alvo foi risco de queda, e os 
valores possíveis foram zero (não) e um (sim).

Os dados foram divididos em dados de treina-
mento e teste, 80% e 20%, respectivamente, para 
evitar superestimar o desempenho dos modelos. Os 
dados de treinamento foram usados para a criação 
do modelo e os dados de teste foram usados para 
avaliação de desempenho. A divisão ocorreu de for-
ma aleatória, com base no desfecho queda. A amos-
tra de treinamento foi igual a 7.230 internações, e a 
amostra de teste foi igual a 1.807 internações.

As variáveis foram analisadas nos seguintes al-
goritmos: Regressão Logística, Naive Bayes, Random 
Forest e Gradient Boosting. O resultado dos modelos 
foi queda e sem queda.
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O algoritmo de regressão logística é um método 
estatístico baseado em verossimilhança usado para 
problemas de classificação. O objetivo é criar uma 
linha reta que melhor se ajuste aos dados.(21)

O algoritmo Naive Bayes é um algoritmo proba-
bilístico baseado no Teorema de Bayes. Esse algorit-
mo procura atribuir um conjunto de dados a uma 
classe específica.(7)

Os algoritmos Random Forest e Gradient Boosting 
são dois métodos ensemble. Os métodos ensemb-
le combinam vários algoritmos de aprendizado de 
máquina para tomada de decisão. A combinação de 
vários modelos permite que o erro de um único algo-
ritmo seja compensado pelos outros, resultando em 
melhor desempenho em relação a modelos únicos.(22)

O algoritmo Random Forest constrói modelos de ár-
vore de múltiplas decisões; cada modelo vota em uma 
decisão e a escolha de um resultado é um consenso en-
tre todas as árvores. As árvores de decisão classificam os 
objetos de acordo com o valor das variáveis. Cada nó 
em uma árvore de decisão representa uma variável e os 
ramos representam os valores que o nó pode assumir.(23)

O algoritmo Gradient Boosting também é o re-
sultado de árvores de múltiplas decisões; entretan-
to, a construção de cada árvore depende das árvores 
previamente construídas. Cada nova árvore apren-
derá com os erros da árvore anterior.(23)

Algoritmos como Naive Bayes e Regressão 
Logística são mais simples e requerem menos po-
der computacional.(23) Random Forest e Gradient 
Boosting melhoram o desempenho preditivo de um 
único modelo treinando vários modelos e combi-
nando suas previsões. No entanto, requer mais po-
der computacional.(22)

A validação do algoritmo foi realizada usando va-
lidação cruzada de 10 vezes. A validação cruzada é um 
método de reamostragem de dados para avaliar a capa-
cidade de generalização de modelos de previsão e evitar 
sobre-ajuste (quando o modelo se ajusta muito bem 
aos dados de treinamento, mas o desempenho diminui 
significativamente ao analisar novos dados).(24)

Na avaliação dos modelos e do MFRS, utilizou-
-se o método de maximização da função métrica sele-
cionada como resumo dos pontos de corte ótimos em 
cada reamostragem para determinar o melhor ponto 
de corte em cada modelo. A métrica selecionada foi o 

índice de Youden, pois foi utilizado no trabalho que 
avaliou o MFRS.(6) O MFRS também foi avaliado em 
uma pontuação de corte de 6, o ponto de corte espe-
cificado pelos desenvolvedores do MFRS.

O projeto foi aprovado pela Comissão Científica 
da Faculdade de Medicina da Pontifícia Universidade 
Católica do Rio Grande do Sul e está vinculado ao 
projeto de doutorado “Detecção automática de eventos 
adversos utilizando processamento de linguagem natu-
ral nos prontuários eletrônicos de um hospital terciário”, 
aprovado pelo Comitê de Ética em Pesquisa (CAEE: 
71571717.7.0000.5530). Os pesquisadores assina-
ram um termo de compromisso para uso dos da-
dos, comprometendo-se e responsabilizando-se pelo 
manuseio e armazenamento das informações com o 
único objetivo da análise proposta e absoluto sigilo 
quanto à identificação dos pacientes envolvidos.

Resultados

A população foi composta por 9.037 pacientes. 
Desses, 4,9% (n = 442) estavam no grupo queda e 
95,1% (n = 8.595) estavam no grupo sem queda. Em 
relação à análise de medicamentos, o medicamento 
menos prescrito apareceu em quatro prescrições e o 
mais prescrito, em 7.741 prescrições. De acordo com 
o MFRS, 24 pertenciam à categoria de alto risco, 19 
pertenciam à categoria de médio risco e três perten-
ciam à categoria de baixo risco. A mediana da MFRS 
foi de nove pontos (0-26). A maioria dos pacientes 
(83,9%) foi classificada como de alto risco para que-
das, de acordo com o MFRS. No grupo queda, a 
mediana da MFRS foi de 10 pontos (2-25). Os qua-
tro algoritmos foram treinados e, quando testados, 
o modelo que apresentou melhor desempenho foi o 
modelo Naive Bayes. Os modelos baseados em MFRS 
foram gerados com ponto de corte seis, conforme re-
comendado pelos autores, e 11, o melhor ponto de 
corte para maximizar o índice de Youden. Os resulta-
dos relacionados ao modelo são mostrados na tabela 
1 e figura 1. A tabela 1 mostra as métricas para análise 
de desempenho do modelo, de acordo com o índice 
de Youden, AUC, sensibilidade e especificidade, e a 
figura 1 mostra as curvas ROC dos modelos gerados 
a partir dos algoritmos e MFRS.
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Discussão

O MFRS, apesar de apresentar baixa capacidade dis-
criminatória, foi desenvolvido para complementar ou-
tras formas de avaliação do risco de queda.(6) Quando 
utilizada em conjunto com a Morse Fall Scale (escala 
de avaliação do risco de queda), apresentou melhor 
desempenho do que quando esta foi utilizada indi-
vidualmente. MFRS, no entanto, é limitado a algu-
mas classes de medicamentos. Relaxantes musculares, 
quimioterápicos, insulina e medicamentos oftálmicos, 
identificados como fatores de risco em outros estudos, 
não estão incluídos.(25-28)

Quando os mesmos medicamentos utilizados 
para calcular o MFRS foram analisados nos quatro 
algoritmos de aprendizado de máquina, o que apre-
sentou melhor desempenho foi o modelo desenvol-
vido por meio do algoritmo Naive Bayes. A área sob 
a curva ROC foi de 0,678 e o índice de Youden 
alcançado foi de 0,274, superando os respectivos es-
cores de 0,603 e 0,218. O resultado do algoritmo 
Naive Bayes apresentando melhor desempenho em 
relação aos dois métodos ensemble surpreendeu os 
autores. Os métodos ensemble geralmente mostram 
melhor desempenho preditivo.(22) 

O MFRS identificou maior número de valores 
verdadeiros positivos. No entanto, muitos pacientes 
foram classificados erroneamente em risco. Quando 
muitas pessoas são classificadas como em risco, 
pode haver a possibilidade de uma banalização do 
risco. Isso pode levar a uma diminuição das estraté-
gias de prevenção, o que pode levar a mais eventos 
de queda.

Diferentes instituições podem acolher populações 
com diferentes características. Ferramentas generalizá-
veis de previsão de riscos podem não funcionar ade-
quadamente porque não atendem às individualidades 
de cada instituição.(29) Este estudo provou que, na 
população estudada, um modelo construído a partir 
do conjunto de dados de um hospital específico tem 
melhor desempenho do que uma ferramenta generali-
zável. Dois estudos desenvolveram modelos de previ-
são de risco de readmissão hospitalar e realizaram uma 
análise comparativa com um método amplamente 
utilizado para calcular o risco de readmissão. Ambos 
identificaram que os modelos desenvolvidos tiveram 

Tabela 1. Area under the curve (AUC), índice de Youden, 
sensibilidade e especificidade dos modelos de aprendizado de 
máquina e MFRS com os dois pontos de corte aplicados
Modelos Youden AUC Sensitividade Especificidade

Regressão Logística 0,267 0,666 0,477 0,789

Naive Bayes 0,289 0,678 0,546 0,744

Random Forest 0,196 0,607 0,341 0,855

Gradient Boosting 0,260 0,656 0,534 0,726

Medication Fall Risk Score (ponto 
de corte = 11)

0,218 0,603 0,534 0,684

Medication Fall Risk Score (ponto 
de corte = 6)

0,045 0,603 0,886 0,159

Figura 1. Curvas ROC dos modelos gerados a partir dos 
algoritmos e MFRS

A figura 2 apresenta a matriz de confusão para 
aplicação do MFRS. A figura 3 apresenta a matriz 
de confusão para a aplicação do modelo Naive Bayes, 
que apresentou melhor desempenho.

Classe real

Queda Sem queda

Classe de predição
Queda 78 1.446

Sem queda 10 273

Figura 2. Matriz de confusão para aplicação do Medication Fall 
Risk Score

Classe real

Queda Sem queda

Classe de predição
Queda 48 441

Sem queda 40 1.278

Figura 3. Matriz de confusão para aplicação do modelo Naive 
Bayes
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melhor desempenho.(29,30) Uma revisão sistemática 
identificou 26 estudos que compararam modelos de 
aprendizado de máquina com pontuações de risco 
existentes. A maioria (24 estudos) relatou que os mo-
delos tiveram melhor desempenho.(31)

Ferramentas como o MFRS se restringem a 
algumas variáveis, tendo em vista que os próprios 
profissionais de saúde devem avaliar e calcular o es-
core.(32) O aumento do volume de dados presentes 
nos prontuários eletrônicos permite que os modelos 
considerem um número maior de variáveis predito-
ras. Além disso, o preenchimento dessas ferramen-
tas exige tempo e dedicação desses profissionais, que 
poderiam ser aplicados na prestação de cuidados.

Modelos de previsão de risco de queda foram de-
senvolvidos por meio de aprendizado de máquina e 
os dados foram extraídos dos registros eletrônicos de 
saúde.(7,33) No entanto, esses modelos dependem da 
qualidade dos registros eletrônicos. Estudo analisou a 
qualidade do registro de quedas no prontuário eletrô-
nico em relação às notificações e identificou lacuna no 
registro, bem como inconsistências entre os registros 
do sistema de notificação e o prontuário eletrônico.(34)

Este estudo desenvolveu e validou modelos de 
predição de risco de queda baseados em medica-
mentos prescritos, mas não necessariamente admi-
nistrados. Essa é a principal limitação do estudo. 
Os autores não incluíram todos os medicamentos 
prescritos, de modo que a comparação com o esco-
re existente foi justa. Além disso, outros fatores de 
risco de queda, interações medicamentosas, doses 
administradas, análise de uma série de prescrições, 
importância do recurso não foram incluídos neste 
estudo. Além disso, a análise do modelo construído 
em combinação com outras escalas de avaliação de 
risco de queda não foi realizada.

Modelos de previsão criados usando algoritmos 
de aprendizado de máquina podem ajudar a iden-
tificar riscos e melhorar o atendimento ao pacien-
te. O modelo desenvolvido neste estudo pode ser 
aplicado a dados de prescrição e gerar alertas. Essa 
abordagem pode ajudar os profissionais a identifi-
car e prevenir riscos. O trabalho dos profissionais 
de saúde não será substituído, e o tempo gasto na 
aplicação das escalas pode ser alocado em outros as-
pectos importantes da saúde. 

Conclusão

Este estudo comprovou a hipótese de pesquisa de 
que o modelo de predição desenvolvido especial-
mente para a população frequentadora da institui-
ção estudada apresentou melhor desempenho em 
relação ao MFRS. Os algoritmos usados são méto-
dos bem estabelecidos, no entanto sua utilização na 
previsão do risco de queda relacionado aos medi-
camentos prescritos é uma novidade. Identificou-se 
a necessidade de mais estudos considerando outras 
medicações além daquelas relacionadas ao risco de 
quedas por MFRS, bem como novos aspectos, como 
interações medicamentosas, doses administradas, 
análise de uma série de prescrições e importância 
do recurso. Características como sexo e idade são 
fáceis de obter e têm influência relevante no risco de 
queda. Esses recursos podem ser implementados em 
estudos futuros, bem como técnicas de seleção de 
recursos e desenvolvimento de modelos, por meio 
de algoritmos mais avançados. Além disso, sugere-se 
que os modelos construídos sejam aplicados e ana-
lisados como complementares às escalas de previsão 
de queda utilizadas nas instituições.
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