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Resumo

Prever é algo comum no dia-a-dia de qualquer pessoa. E um factor de grande importincia para a
tomada de decisdes e planeamento estratégico, ainda mais num ambiente de pandemia como foi
o caso da Covid-19. Dessa forma, existe interesse que sejam desenvolvidas metodologias cada
vez mais eficientes para gerar previsoes em diferentes areas da vida humana. Este trabalho teve
por objetivo principal elaborar um estudo comparativo sobre a capacidade de modelagdo e
preditiva entre modelos estatisticos usuais de series temporais ¢ algoritmos de inteligéncia
artificial para prever o numero de casos e de mortes por Covid-19 na Guiné-Bissau.

Para este estudo foram escolhidos os modelos do tipo ARIMA (AutoRegressive Integrated
Moving Average) € SARIMA (Seasonal AutoRegressive Integrated Moving Average), € 0
algoritmo de Redes Neurais Recorrentes-LSTM (Long Short Term Memory).

O resultado deste trabalho conside em aprofundar (bem como adquiridos novos) conhecimentos
sobre e a modelacao de dados através de modelos de séries temporais, nomeadamente através dos
modelos do tipo ARIMA e SARIMA e dos algoritmos de Redes Neuronais Recorrentes,
nomeadamente o LSTM. Espera-se ainda ndo sO fornecer os mecanismos existentes de
ajustamento e previsdo de dados sequenciais no tempo, como também abrir novas perspectivas
de analise de dados temporais através de novas abordagens na constru¢do dos melhores modelos
de previsdo, neste estudo aplicados aos dados de Covid-19 na Guiné-Bissau, que consiste na
comparacdo dos resultados dos modelos; com base nos resultados de previsdo dos dados em
analise, modelos ARIMA/SARIMA apresenta melhor previsdo de que o modelo de LSTM para
0s numeros de casos e mortes por Covid-19 na Guiné-Bissau; mas que, no futuro, poderdo ser

aplicados a outras realidades.

Palavras-chave: Covid-19; LSTM; Modelos ARIMA/SARIMA Previsio; Redes Neurais
Artificiais (RNA); Séries Temporais.



Analysis and prediction of the number of cases and deaths per COVID-19 in Guinea
Bissau: Comparative study between ARIMA models and neural network models

(LSTM).
Abstract

Predicting is something common in anyone's daily life. It is a factor of great importance for
decision-making and strategic planning, even more so in a pandemic environment such as the
case with Covid-19. Therefore, there is interest in developing increasingly efficient
methodologies to generate predictions in different areas of human life. The main objective of this
work was to develop a comparative study on the modeling and predictive capacity between usual
statistical time series models and artificial intelligence algorithms to predict the number of cases
and deaths from Covid-19 in Guinea-Bissau.

For this study, the ARIMA (4utoRegressive Integrated Moving Average) and SARIMA (Seasonal
AutoRegressive Integrated Moving Average) models and the LSTM (Long Short Term Memory)
Neural Network algorithm were chosen.

The result of this work is to deepen (as well as acquire new) knowledge about and modeling data
through time series models, namely through ARIMA and SARIMA models and Recurrent Neural
Network algorithms, namely LSTM. It is also expected not only to provide existing mechanisms
for adjusting and forecasting sequential data in time, but also to open new perspectives for
analyzing temporal data through new approaches in building the best forecasting models, in this
study applied to Covid-19 data in Guinea-Bissau, which consists of comparing the results of the
models; based on the forecast results of the data under analysis, ARIMA/SARIMA models present
better forecasts than the LSTM model for the numbers of cases and deaths from Covid-19 in

Guinea-Bissau; but which, in the future, could be applied to other realities.

Keywords: Covid-19; LSTM; ARIMA/SARIMA models; Forecast; Artificial Neural
Networks (ANN); Time Series.
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Contextualizacao do Estudo

1.1 Introducio

Apo6s mais de 100 anos da eclosdo da pandemia de gripe de 1918-1919, conhecida como Gripe
Espanhola, estivemos, em 2019, perante uma nova pandemia no mundo provocada pelo virus da
SARS-CoV-2, que ficou conhecida por Covid-19. De momento (abril de 2024) a pandemia j4 foi
declarada extinta, mas o virus continua presente por todo o mundo e a ter efeitos nefastos, como
ainda a provocar imensas mortes. Segundo dados mais recentes da Organizagdo Mundial de Satde
(OMS) em termos globais “[...] o nimero de novos casos diminuiu 58% durante o periodo de 28
dias de 8 de janeiro a 4 de fevereiro de 2024, em comparacido com o periodo anterior de 28 dias,

com mais de 503 000 novos casos notificados.

O namero de novas mortes diminuiu 31% em comparagdo com o periodo anterior de 28 dias,
tendo sido notificadas mais de 10 000 novas mortes. Até 4 de fevereiro de 2024, foram notificados
mais de 774 milhdes de casos confirmados e mais de sete milhdes de mortes em todo o mundo.”

(https://www.who.int/publications/m/item/covid-19-epidemiological-update-16-february-2024)

Devido a capacidade de transmissdo do virus e as suas mutagdes genéticas o mundo terd de
encontrar solugdes para que a populagdo possa conviver com este virus como convive com, por
exemplo, o virus da gripe. Dai, a utilidade em continuar a estudar-se o nimero de casos e de

mortes por Covid-19.

Em dezembro de 2019, na provincia de Wuhan, na regiao central da China, foi detectado o
primeiro caso oficial do virus que provoca a doenga designada por Covid-19. O mundo
surpreendeu-se, assim, com um novo virus da familia dos coronavirus que teve uma rapida
propagacao espacial pelo mundo e que provocou uma das mais impactantes pandemias do século

XXI[1].
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No dia 24 de janeiro de 2020, a Franga reportava o primeiro caso de Covid-19 na Europa, assim
comega a sua contagem progressiva de nimeros de infetados de uma forma espacial e exponencial

pelo continente europeu (https:/mews.un.org/pt/story/2022/01/1777352).

Os primeiros dados oficiais das infecgdes por Covid-19 na Africa Subsaariana foram registados
em Lagos, capital economica da Nigéria, a 27 de fevereiro de 2020 e em Dakar, capital do Senegal,

a 3 de margo de 2020.

Na Guiné-Bissau os primeiros casos oficiais foram registados no dia 25 de margo de 2020 na
cidade de Bissau e foram de dois cidadaos estrangeiros, ambos de funcionarios de ONU. Face a
situacdo de emergéncia o Presidente da Reptiblica Umaro Sissoco Embalo decretou, a 27 de margo
de 2020, o estado de emergéncia como forma de impedir a propagacdo de virus de uma forma

espacial para as outras regides do pais [1].

A 11 de marco de 2020, a OMS declara o Covid-19 como pandemia com a justificacdo de que
tinham sido atingidos os niveis alarmantes de propagacdo e inalacdo em todo o continente [1].
Nesse mesmo dia, Tedros Adhanom Ghebreyesus, Director-Geral da OMS, afirmou que “o mundo
ja tem mais de 118 mil infec¢des com 4291 mortes, a maioria na China, onde a doenga surgiu; a
Covid-19 esta presente agora em 114 paises; € a primeira vez que uma pandemia ¢ decretada

devido a um coronavirus”. (https://news.un.org/pt/story/2020/03/1706881).

A Guiné-Bissau, pais onde este estudo se ira centrar, registou entre 26 de margo de 2020 e 15 de
abril de 2023 um total de 8960 casos de Covid-19, que resultaram em 176 mortes.

(https://www.worldometers.info/coronavirus/country/euinea-bissau/)

Os dados que serdo utilizados neste trabalho sdo séries temporais semanais do niumero de casos ¢
de mortes por Covid-19 na Guiné-Bissau, entre 26/03/2020 e 15/04/2023, que corresponde a 159
semanas. Os dados sdo provenientes de banco de dados de OMS de Covid-19 no mundo e

disponiveis em https://covid19.who.int/region/afro/country/gw.

Estes sdo os dados disponiveis e, portanto, sdo com estes que iremos trabalhar. Estamos cientes
de que este tipo de dados é muito complexo porque cada pais tem diferentes estruturas de saude
e diferentes capacidades logisticas ¢ economicas de lidar com a pandemia. Tendo em conta que a
Guiné-Bissau ¢ um dos paises mais pobres do mundo, com uma elevada instabilidade politica,
um baixo nivel de condigGes sanitarias ¢ com uma economia e estuturas deficientes, as
interpretagoes dos modelos ajustados e das correspondentes previsdes terdo de ser feitas com o

cuidado necessario devido a possivel falta de confiabilidade dos dados.
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1.2 Motivacao e importancia do trabalho

Para controlar a periodicidade da Covid-19 de forma mais eficiente ¢ necessario monitorizar e
prever a prevaléncia da doenca e a sua distribui¢do espacial e temporal.

Os modelos tradicionais de séries temporais, nomeadamente os modelos ARIMA (Autoregressive
Integrated Moving Average) e SARIMA (Integrated auto-regressive and moving averages with
seasonality), t€m sido aplicados com sucesso para estimar a incidéncia e prevaléncia da
mortalidade por gripe, maldria, hepatite B, e outras doencas infeciosas ou em estudos temporais
epidemiologicos. Estes modelos matematicos mostraram a sua eficacia na modelacdo da estrutura
de dependéncia temporal de uma série, dadas as suas alteracoes de tendéncias, periddicas e as
distorcoes aleatorias, e na previsdo [2]. Mostram-se também apropriados na previsdo do impacto
do surto da Covid-19, e na tomada de decisdes necessarias para responder a crise epidemiologica
mundial na distribuicdo de recursos humanos e na gestao econdmica [2].

Através destes modelos de previsdo, podera também aferir-se se as medidas aplicadas nos
periodos referidos potenciaram o comportamento esperado no surgimento de novos casos e
mortes por Covid-19 [3].

Contudo, existem diferentes técnicas ¢ métodos possiveis de ajustamento e previsao para os dados
sequenciais discretos, através dos modelos tradicionais de séries temporais, alisamento
exponencial, ou através dos algoritmos de inteligéncia artificial como RNNs-LSTM (Recurrent
Neural Networks - Long Short-Term Memory).

Muitas perguntas inquietam os investigadores/estudantes quanto a aplicagdo de um determinado
método de previsdo, em relagdo a outro.

Assim, este trabalho tem como o principal objetivo avaliar e comparar diferentes metodologias
que melhor expliquem a variabilidade do nimero de infectados e de mortes por Covid-19 na
Guiné-Bissau, ao longo das semanas em analise. Para tal, ird usar-se os métodos de previsdo de
séries temporais como ARIMA/SARIMA e comparar estes com o algoritmo de Redes Neuronais,
RNNSs, em especial o LSTM.

O algoritmo LSTM ¢ baseado em aprendizagem profunda de inteligéncia da maquina, ou
artificial, e consegue identificar estruturas, ou padrdes, de dados ndo-lineares e lineares e, através
destas, proceder a previsao de valores futuros. Este algoritmo tem sido também usado na previsio

dos resultados de propagacao de virus e na previsdo de nimeros infetados e mortes por Covid-19

[4].

Em resumo, a motivacéo para este trabalho baseia-se nestas questoes:
e Como descrever e prever o nimero de casos ¢ de mortes por Covid-19 na Guiné-Bissau?
e Porque ¢ que se utiliza um modelo em relagéo a outro?

e Como funcionam os algoritmos de inteligéncia artificial?
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Qual o desempenho de cada uma das abordagens, tanto as tradicionais como a de RNNs-

LSTM, na previsao dos dados?

Estas sdo algumas das questdes que motivaram a realizagcdo desta pesquisa de conclusio de

mestrado, na procura de compreender a evolugao da Covid-19 entre 2020 e 2023 na Guiné-Bissau,

0 meu pais.

Com este trabalho pretende-me ndo s6 aprofundar os conhecimentos ¢ métodos sobre os modelos

de série temporal, como também adquirir novos conhecimentos sobre redes neuronais, na

esperanga de num futuro préximo serem aplicados na Guiné-Bissau na compreensao da evolugao

das demais doengas infeciosas, que assolam a Costa Ocidenteal da Africa e, assim, contribuir para

a melhoria das politicas de satide publica neste pais e na regido.

1.3 Estrutura do trabalho

O trabalho esta estruturado em 6 capitulos:

Capitulo 1: Contextualizacdo do tema, motivagdo e objetivos do estudo. Caracterizacdo
geografica da Guiné-Bissau, o sistema de saude, situacao social ¢ econémica. Panorama
da pandemia na Africa Subsaariana e na Guiné-Bissau.

Capitulo 2: Conceitos gerais de processos estocasticos e de séries temporais.

Capitulo 3: Modelos lineares para séries temporais, estacionarias € nao estacionarias,
metodologia Box-Jenkins na modelagdo de uma série temporal e previsio de valores
futuros.

Capitulo 4: Conceitos gerais sobre redes neuronais.

Capitulo 5: Apresentacdo dos principais resultados do estudo relativo ao ajustamento e
previsdo através dos modelos ARIMA/SARIMA e algoritmos RNNs, em especial através
do LSTM.

Capitulo 6: Considerag0es finais, as limitagdes do trabalho e as recomendagoes para

estudos futuros.
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1.4 Caracterizacido geografica da Guiné-Bissau

A Guiné-Bissau (GB) fica situada na parte Subsaariana do continente africano, ¢ banhada pelo
oceano Atlantico, com uma extensio territorial de 36.125km? é composta por uma parte
continental e outra insular com aproximadamente 88 ilhas e ilhéus, dos quais 17 sdo habitados. A
GB faz fronteira com o Senegal ao Norte ¢ a Republica da Guiné-Conacri ao Sul e Leste [5], e a

sua capital ¢ Bissau, a cidade mais populosa do pais.
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Figura 1.1. Mapa da Guiné-Bissau.
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Fonte: https.://news.un.org/pt/story/2015/02/1501211

De acordo com INE-Censos 2009 o pais possuia 1.520.830 habitantes, dos quais cerca de 80%
viviam nas zonas rurais e 20% no sector autonomo de Bissau. A taxa de crescimento populacional

anual é de 3%, com uma taxa de alfabetizacdo de 60% [6].

1.5 Situacio social e econémica da Guiné-Bissau

Um estudo realizado em 2020 pelo Banco Africano de Desenvolvimento, classificou a GB como
sendo um dos paises mais pobre do mundo, em que aproximadamente 67% da sua populagdo vive
em pobreza abaixo de limiar com 1,70€ por dia/familia, e 33% vivem em pobreza extrema. A taxa
de desemprego ¢ de 11,6% [7]. A pandemia tornou ainda mais perceptivel todas as fragilidades

do pais e agravou ainda mais os seus problemas econémicos e sociais.
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1.6 Sistema de saude da Guiné-Bissau

“O sistema nacional de satide da GB ¢ composto pelos sectores publico, privado, convencionado
(Igreja Catolica, Estado e organizagdes ndo governamentais) e pelo setor tradicional (medicina
tradicional)”, esta também conhecida como medicina tradicional ou Kurandeiros/Djambakus. O
servi¢o publico de saude esta organizado administrativamente em 11 regides de satde, que por
sua vez sdo subdivididas por 36 sectores de satde, pelo sector autdbnomo de Bissau e 114 distritos
sanitarios” [8].

“Mais de 40% da populagdo da GB vive uma distancia superior a 5 km das poucas institui¢cdes
publicas de satide existentes no pais” [8]. Os precos elevados no acesso a satide e a falta de todo
o tipo de profissionais de satde fazem com que uma das popula¢des mais pobre do mundo nao
tenha acesso a cuidados médicos adequados.

Em 2014 a quantidade de profissionais de satide existentes na GB era insignificante para a
populagao total do pais: 1.7 =2 médicos e 5.9 = 6 enfermeiros para cada 10 mil pessoas. Em 2017
os médicos especialistas existentes em todo o territorio nacional eram apenas: trés (3) pediatras,

quatro (4) obstetras, trinta e quatro (34) parteiras qualificadas e apenas um (1) anestesista [9].

1.7 Panorama geral da pandemia por coronavirus/Covid-19 na Costa Ocidental

Africa “Subsaariana”.

De acordo com Monié [1], os primeiros casos de coronavirus na Costa Ocidental da Africa foram
confirmados em Lagos, capital econdmica da Nigéria, no dia 27 de fevereiro de 2020; neste
contagio progressivo, a segunda confirmagdo do contaminante pelos virus novos de coronavirus
foram confirmados em Dakar-Senegal no dia 02 de margo de 2020, assim comega a contagem dos

casos de coronavirus na Costa Ocidenta da Africa.

Segundo Monié [1], os primeiros epicentros da pandemia de coronavirus no mundo foram nas
maiores redes produtivas, logisticas e comercias que compdem o espaco global de fluxos
econdmico e social: Wuhan, Beijing, Singapura, Mildo, Paris, Londres, Nova lorque, e Sdo Paulo.
Como sistema nacional e internacional de transporte constitui um dos vectores para a propagagao
de virus numa escala nacional e internacional para os paises desenvolvidos; o sistema mundial de
transporte aéreo, com uma média 44000 voos e 2,7 milhdes de passageiros por dia, constituiu o

principal vetor de difusdo do virus nas escalas intercontinentais.
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Estes sdo motivos pelos quais propagacao de virus na Africa Subsaariana foi mais tardio por ndo
fazer partes de redes econdomicos mundiais, nos casos especifico da Costa Ocidental da Africa por
ser uma das regides com os paises mais pobres de mundo que poucos voos internacionais de

intercimbios econdmicos.

1.8 Pandemia de Covid-19 e medidas implementado pelo Governo na prevencio e

combate do virus na Guiné-Bissau

Face a situag@o epidemiolédgica da pandemia de Covid-19 no mundo, o governo de GB aplicou
varios niveis de resposta, como o estado de emergéncia para determinacdo das medidas e
protocolos preventivos de propagacao da pandemia. O primeiro estado emergéncia decretado pelo
Presidente da Republica foi no dia 27 de marco de 2020, onde foram decretadas medidas
extraordinarias de contencdo para a mitigacdo e propagacao de virus, como a proibicao de
deslocagdes ndo essenciais, de todos os ajuntamentos publicos, as escolas, lojas, e outros locais
de vendas ndo essenciais foram encerradas, decretou-se o fechamento de mercados as 11 horas de
manha em todo o territorio nacional e os movimentos fronteirigos ¢ os voos foram fortemente

restringidos.

O estado de emergéncia foi renovado pela quinta (5) vez, tendo terminado a 24 de agosto de 2020,
tendo sido substituido a 27 de agosto pelo estado de calamidade em todo o territorio nacional com
algumas medidas diferentes, e menos restritivas dos estados de emergéncia.

O governo estabeleceu esta estratégia de levantamento das medidas de confinamento decretadas
nos estados de emergéncia com o objetivo de iniciar a fase de recuperagao e revitalizacdo da vida
em sociedade e da economia nacional de pais. O estado de calamidade foi prorrogado muitas
vezes e terminou a 9 de setembro de 2021, porque os niveis de pobreza estavam muito mais
elevados do que estavam antes da pandemia. A partir do dia 21 de outubro de 2021 foi declarado
o estado de alerta que vigorou até 5 de margo de 2022, que foi o periodo em que o pais recebeu o
maior lote de doses de vacinas para a Covid-19, e considerado como a fase de desconfinamento.

(https://dadosbissau.maps.arcgis.comy/apps/dashboards/85cd1b7a80b94¢4dbc32302006374a83)

Os periodos de pandemia foram marcados por dois momentos, o periodo ativo (estados de
emergéncia e calamidade) e o periodo pos-pandemia (estado de alerta). Durante todo este periodo,
de 26 de marco de 2020 a 15 de abril de 2023, o nimero de infetados por Covid-19 na GB, foi de
8960, dos quais 176 morreram. A 20 de maio de 2023 existiam 508 pessoas infectadas. O total de
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pessoas vacinadas, com as duas doses, at¢ 4 de junho de 2023 foi de 41933.

(https://www.worldometers.info/coronavirus/country/guinea-bissau/)
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Séries Temporais

2.1 Defini¢des gerais de séries temporais

Neste capitulo serfo apresentados alguns conceitos basicos de séries temporais, os seus

objectivos, e abordagens a séries temporais estacionarias e ndo estacionarias.

Uma série temporal é uma sucessdo de observagdes ordenadas no tempo, em geral igualmente
espacadas, onde a sua ordem desempenha um papel fundamental.
Mais concretamente, uma série temporal ¢ uma realizagao de um processo estocastico {X;,t € T},

que assume valores nos reais e onde o tempo T ¢ discreto.

Ao conjunto J" da-se o nome de espaco parametro. Se I’ = N ou T = Z diz-se que o processo ¢
de tempo discreto, € se T = R ou R* diz que o processo ¢ de tempo continuo. Aos valores que
as variaveis aleatorias tomam da-se o nome de espago de estados. As séries temporais podem ser
continuas ou discretas em funcao do espaco de estados. Podem ser também classificadas como
univariadas, quando s3o constituidas por uma so variavel, ou como multivariadas, quando se

observam mais do que uma variavel em cada instante de tempo.
Uma série temporal pode ser decomposta em quatro componentes de variacao ao longo de tempo.

e Tendéncia: a inclinagdo, positiva ou negativa, que certas séries apresentam ao longo do
tempo;

e Sazonalidade: 0o aumento ou decréscimo que ocorre regularmente em iguais periodos,
originando oscilagdes que se repetem ao longo de tempo;

e componente ciclica: um padrio de flutuacio que ndo apresenta uma periodicidade
definida, isto é, a sua duragdao nao é fixa e, portanto, o seu comprimento varia

frequentemente de ciclo-a-ciclo, nem apresenta uma causa atribuida a fatores sazonais;
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e componente residual: contém qualquer variacao n2o explicada pelas outras componentes,

e representa o ruido aleatorio [10].
Em geral, considera-se que as componentes ciclicas se encontram incorporada na tendéncia.

A andlise de séries temporais tem como objetivo descrever os dados em estudo, modela-los e fazer
previsdo de valores futuros. Para se proceder a modelacdo e a posterior previsdo € necessario
descobrir o modelo que melhor descreve o comportamento dos dados que sdo observados ao longo
de um tempo, isto ¢, estabelecer uma equacdo que explica a variabilidade (ou comportamento)
dos dados ao longo do tempo a custa das relagdes de dependéncia entre as observacdes do presente

e passado.

2.2 Estacionariedade e ruido branco

Seja {X;,t € Z} uma série temporal.

Existem duas formas de caracterizar uma série temporal. Através da identificagdo da distribuicao
de probabilidade conjunta das variaveis aleatérias (th,th, ...,th),tl, ty, o, tn€Z(n=1).
Ou, mais simples, através dos momentos de 2 ordem [11].

e Média: E[Xti] = U LiEL
e Varidncia: Var[X, | = 0, t; € Z
e (Covariancia y(ti, tj) =FE [(Xti - ,utl.) (th - ,utj)], ti,tjel
sendo Var[X tz] um caso particular da fun¢do de autocovariancia quando t; = ¢;.

Dado que uma série temporal ¢ apenas uma realizacdo de um processo estocastico (uma familia
de variaveis aleatdrias), € necessario que esta se mantenha estavel ao longo do tempo. Isto €
importante para que a média temporal seja uma boa aproxima¢ao da média do processo. Dai a

importancia da estacionariedade da série.

Os conceitos de série temporal fortemente estacionaria e fracamente estacionaria sao as defini¢des
apresentados por Gongalves e Lopes [11]. Iremos também usar a designacdo de fracamente

estacionaria quando nos estivermos a referir ao processo estocastico gerador dessa série temporal.
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Uma série temporal {X;,t € Z}, diz estritamente estaciondria (ou estacionaridade forte) se
todas as distribuig¢des finito-dimensionais permanecem as mesmas sob translagdes no tempo,
F(th'th; ---;th) = F(Xt1+ert2+kt ---'th+k)

para qualquer ty, t,, ..., t, € Z(n=>1)eVk > 0.

Uma vez que na pratica esta propriedade é de dificil demonstragdo introduzimos uma defini¢ao

mais fraca de estacionariedade.
Uma série temporal {X;,t € Z}, diz fracamente estacionaria (ou estacionaridade de 2.* ordem
ou fraca) se todos os momentos até a 2.* ordem de (X;,, X¢,, ..., X ) existem e sdo iguais aos
momentos correspondentes até a 2.* ordem de (X; 1k, Xt 41 ) X¢, +1), Para qualquer inteiro
positivo n e para quaisquer inteiros tq, to, ..., t,, ou seja, podemos afirmar que uma série temporal
¢ fracamente estaciondria se para todo o t, com E[X?] < 4o, Vk >0, t e Z

e amédia ndo depende do tempo, E[X,] = u;

e a variincia ndo depende do tempo, Var[X.] = 02;

e cacovarianciaentre X; ¢ X (autocovariancia) depende apenas do desafazamento |t — s|,

CO‘U(Xt,XS) = COU(Xt+k' Xs+k) = Yit-s| = Yk s,k € Z.

Estacionaridade forte implica a estacionaridade fraca, desde que a série possua segundos
momentos finitos. Mas a estacionariedade fraca ndo implica a forte a ndo ser que a série seja
Gaussiana.

Ao longo do trabalho, sempre que nos referirmos a estacionariedade estamos a designar

estacionariedade de 2% ordem.

Um caso particular de uma série estaciondria ¢ a chamada série de ruido branco.
Uma série temporal {&,t € Z}, diz-se que ¢ uma série de ruido branco quando possui média e
variancia constantes ao longo do tempo e possui correlagdo nula. Ou seja, se sO se satisfaz as

seguintes propriedades:

e E[e] = u (usualmente considera-se que u = 0)
o Var[e] = o2

o Cov(e,&4s) =Vs=0;,5=1,42,143,...
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2.3 Funcio de autocorrelacdo e autocorrelacio parcial

Seja {X;,t € Z} uma série temporal estacionaria. A funcio de autocorrelacio (também designada
por FAC) ¢ definida como

Cov(Xe, Xetr) _ Yic
Jvar[XVar[X,e] Yo

pr = Corr(Xe, Xeyn) =

As fungdes de autocovariancia (definida anteriormente) e de autocorrelagdo sdo muito
importantes na analise de uma série temporal porque medem a variabilidade da série temporal
(yo = Var[X;]) e medem como variam (co-variam) de forma linear duas observacdes desfazadas
de um tempo k (também designado por amplitude ou lag). Também se pode dizer que a FAC mede
se um valor observado no instante ¢ se encontra correlacionado com que valores observados no

passado. Ou seja, até onde no tempo se regista uma correlag@o entre as aobservagoes.

Como a medida que o tempo entre as observagdes aumenta, diminui a correlacdo entre as
observagdes (a memoria da série diminiu) a FAC de uma série estacionaria decresce a medida que
0 lag aumenta. Outra propriedade ¢ que a FAC ¢ uma fungdo par e toma valores, em méddulo

menores ou iguais a 1.

A funcéo de autocorrelacio parcial (FACP) de desfasagem (lag) k é dada por {¢yy, ke Ny }e
mede a correlagdo, linear, entre X; ¢ X;,,, conhecidos os valores intermédios X;1, Xti2,

wXtak—1- Ou seja,

_ Cov(Xe, Xeaw|Xewrs o) Xen—1)
\/V“T[Xt|Xt+1: o Xerk—1IVar[Xeo el Xerrs oo Xegre-1]

(l)kk

A FACP “exprime a variagdo em X, que acompanha, em média, uma variagdo unitaria em X,
quando X;y1, X¢y2, - X¢4k—1 permanecem constantes.” [13].
As fungdes de autocovariancia e de autocorrelagdo sdo fungdes pares. Ou seja Yy = Y_i € px =

p_k,Vk €Ze d)oo =1.
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2.4 Estimacio de medidas de uma série temporal

Na caracterizagao de séries temporais € extremamente importante a estimagao de medidas como
a média, a variancia e as fun¢des de autocorrelagao e autocorrelagdo parcial. Considerando uma
realizagdo {X;; t = 1,2,...,n} da série temporal estacionaria X = {X;;t pertencente a Z}, os

estimadores da média, das FAC e FACP sio:

~ 1 < _ B
o Vi ;Z?—f(Xt - X)(Xpsr - X), k=0,1,
A Tk _ SPGB Keak -8
¢ A= Yo TR (X; - X)2 ) k 0, 1, ...

Usando o método de Durbin-Levinson obtem-se o seguinte estimador para a FACP [15]

o Qg =1

~ kK & o~
Pr+1— Xt=10kt Pra1—
— klAtA+1t;k>1
1-Xt=1 Pkt Pt

2.5 Séries temporais nao estacionarias

Muitas séries temporais ndo sao estacionarias porque tém tendéncia, sazonalidade ou ambas as
caracteristicas. Pode ainda ser estaciondria em média, mas ndo estaciondria em variancia.

A estacionariedade ¢ importante para a escolha dos modelos ¢ para a estimagao desses parametros.
Assim, sempre que uma série temporal ndo ¢ estaciondria € preciso recorrer a transformagdes que

a transformem em estacionaria.

Quando uma série ndo ¢ estacionaria porque a média e/ou a variancia ndo sdo constantes ao longo
do tempo, em primeiro lugar deve estabilizar-se a variancia e s6 depois a média. Caso exista a
tendéncia e sazonalidade, entdo deve igualmente estalizar-se primeiro a variancia, depois eliminar
a sazonalidade de seguida a tendéncia e so6 depois estabilizar a média.

Esta ordem tem a ver com o facto de que quando existem tendéncias estas podem ndo ser
facilmente identificadas porque podem ser mascaradas por outros factores. A transformacao para

eliminar a variancia ajuda a visualizar melhor as tendéncias.

Existem trés transformagdes para estacionarizar uma série temporal: a transformacdo de Box-
Cox, que estabiliza a variancia, a diferenciacdo simples, para eliminar a tendéncia e a

diferenciagdo sazonal para eliminar a sazonalidade.
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Para a estabilizar a variancia de uma série ndo estacionaria podemos utilizar os métodos de
transformacao paramétricos, dentro dos mais conhecidos temos a transformacdo de Box-Cox
que consiste na seguinte transformagdo matematica.
Xt -1
Z; =TXy) = A
log(Xpy; A = 0

A#£0

onde os valores de / sdo, em geral, escolhidos no intervalo [—5; 5].

As transformagoes logaritmicas apenas estdo definidas para séries temporais de valores positivos.
Para modificar esta situacdo, pode-se encontrar uma constante b tal que, X; + b >0 e,
posteriormente, pode-se aplicar a transformacao nessa mudancga de escala.

A transformag@o logaritmica permite ainda converter um efeito sazonal multiplicativo em aditivo,

por isso € uma das transformagdes mais utilizadas no estudo de séries temporais.

A transformagdo logaritmica pode ainda ser utilizada para atenuar o efeito de possiveis outliers.
De realgar sempre que se aplica uma transformagdo aos dados, todas as previsoes geradas pelo
modelo selecionado estardo nas unidades transformadas. Por este motivo, depois de ajustar o
modelo sdo estimados os pardmetros, devem ser revertidas as transformagdes, de modo a obter

previsoes nas unidades originais [14].

Um dos métodos que permite estabilizar a média consiste no uso de diferenciagdes simples que
consiste na aplicacdo de operador de diferenciacao simples (D), definido de seguida.

Ou seja, se uma série for ndo estacionaria devido a existéncia de tendéncia pode aplicar-se, se
necessario, uma transformagao de Box-Cox e depois a diferenciacdo simples o nimero de vezes

necessarias até estabilizar a série.
Vamos usar a mesma letra para representar quer a série temporal original, quer a série com
transformacao de Box-Cox, X;.

A diferenciacio simples a um passo define-se como DX; = X; - X;_4, t € Z

Se a diferenciagdo simples a um passo nao for suficiente para transformar a série em estacionaria

pode aplicar-se uma nova diferenciacao a esta. Ou seja,

DZXt = D(DXt) = D(Xt _Xt—l) = Xt - 2Xt_1 + Xt—Zl te Z
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O operador de diferenciacio simples de ordem d para qualquer nimero inteiro d >1, consiste na

diferenciagdo de séries em d vezes até que se atinge a estacionaridade da série. Ou seja,
D¢ =D(D%X,), teL

A diferenciagdo de uma série ja estacionaria ¢ indesejavel e deve evitar-se. Se a série transformada
D%X, ¢é estacionaria entdo a série DX, (d > d,) também é estaciondria, mas com maior
variancia. Em geral, as diferenciacdes de primeira e segunda ordens sdo suficientemente para

estacionarizar a série [15].

Quando a série temporal possui componente sazonal aplica-se a diferenciacdo sazonal.
A diferenciacio sazonal, de periodo S, a um passo define-se como DX, = X; - X;_5. A
diferenciaciao sazonal, de periodo S, de ordem D (D > 1) consiste em aplicar o operador de

diferenciagdo sazonal de modo interativo. Ou seja,
Dprt = Ds(Dé’_lXt)
Por exemplo, a diferenciagdo sazonal, de periodo S, a dois passos traduz-se em

Dngt = Ds(DsX;)
= Ds(X¢ — X¢—s)
=Xe—2X¢ s+ Xi_2s

Tal como mencionado relativamente a diferenciagdo simples, a diferenciacdo sazonal pode ser
aplicada D vezes (D = 1) a uma série sazonal apenas o niimero de vezes necessarias até se obter

a estacionariedade da série.

2.6 Analise de estacionariedade de uma série temporal

A estacionariedade de uma série temporal pode ser analisada através do cronograma da série (a
sua representacdo ao longo do tempo) e através do comportamento da FAC. Quando a FAC

converge muito lentamente para zero isso ¢ indicio de que a série ndo € estacionaria.

Mas para além desta analise mais elementar através dos graficos gerados pelos dados ao longo de

tempo existem alguns testes estatisticos para testar a estacionariedade. Dentro dos quais os mais
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utilizados s3o os testes de Kwiatkowski—Phillips—Schmidt—Shin (KPSS), Dickey-Fuller (DF) e
Dickey-Fuller Aumentado (ADF). Os testes DF e ADF testam a existéncia de raizes unitarias

enquanto o teste KPSS testa a existéncia de tendéncia.

2.6.1 Teste de Dickey-Fuller

Considera-se que a série pode ser escrita da seguinte forma:
Xe=pu+odXe 1 +e

Onde y € uma constante e & ¢ a série de ruido branco.

As hipdteses a testar sdo:

Ho:¢p =1 vs Hy: || < 1

Ou seja, na hipotese nula testa-se que a série tem raiz unitaria (a série ndo é estacionaria) e na
hipotese alternativa que ndo existe raiz unitaria (a série € estacionaria).
Subtraindo X;_; em ambos o lado da equacdo vem

Xe—= X1 =pu+ (@ — DX g + &
Ou seja

DXy =p+PXtq+ &

compf = (¢ —1).
Assim, passa a testar-se

Hy: =0 vs H:B <0

De acordo com o Hyndman [18], no teste de Dickey-Fuller (DF) deve verificar-se se a sequéncias
dos erros (&) sdo ou ndo correlecionados uma vez que quando o pressuposto nao for verificado a
estatistica de teste tende a rejeitar a hipotese nula. Neste caso, deve optar-se por outra versdo de
teste de raizes unitarias. Uma das sugestdes foi aumentar o nimero de /ags as diferencas da série,

dado orgem ao teste de Dickey-Fuller Aumentado (Adugmented Dickey-Fuller).
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2.6.2 Teste de Dickey-Fuller Aumentado

No caso do teste de Dickey-Fuller Aumentado (ADF), considera-se que
DXt =Uu + ﬁXt—l + alDXt_z + o+ ap_lDXt_p+1 + gt

p—1

DXt = [,l + BXt—l + Z a] DXt—j + gt
j=1

onde S representa igualmente o coeficiente de presenca de raiz unitaria, pelo que as hipoteses a

testar sdo iguais as do teste de Dickey-Fuller.

2.6.3 Teste de Kwiatkowski, Phillips, Schmidt e Shin

O teste de Kwiatkowski, Phillips, Schmidt e Shin (KPSS) considera as seguintes hipoteses a

testar:

H,: A série é estacionaria (em tendéncia) vs H;: A série tem raiz unitaria (ndo é estacionaria)

Assume-se que a série temporal pode ser descrita como

Xe=u+Ti+r+ &
com

Tt = Tt_l + Ut

onde T; representa a componente de tendéncia, 1 representa a componente do passeio aleatorio
(um caso particular dos modelos do tipo ARIMA introduzidos no Capitulo 3), v; € uma série i.i.d
de média nula e &; € a série dos erros estacionaria de média nula.

O teste KPSS testa se existe raiz unitaria em r; quando a tendéncia é nula. Para isso usa os testes

dos Multiplicadores de Lagrande [16].
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Modelos de Séries Temporais

3.1 Modelos lineares de séries temporais

De seguida vamos introduzir os modelos lineares para a modelagdo e previsdo de séries temporais
estaciondrias e ndo estaciondrias que iremos aplicar neste trabalho.
Iremos também apresentar as principais etapas de modelagdo, baseadas na metodologia de Box-

Jenkins, os critérios de seleccdo e validagdo, as previsoes e seus intervalos.

3.2 Modelos lineares estacionarios

3.2.1 Modelo autorregressivo de ordem p - AR (p)

Os modelos autoregressivos fundamentam-se nos pressupostos de que as observacdes num dado
instante t relacionam-se, de forma linear, com as observagdes nos instantes anteriores. Diz-se que
{X¢, t € Z} admite uma representagdo autorregressiva de ordem p (AR(p)) se satisfaz a seguinte
equagdo

Xe=u+Pp1Xe g +PXe o+ P3Xe 5+ +PpXi p+ &

ou

14
Xe=u +Z¢th—j + &

j=1
onde u € uma constante, ¢, j = 1,2, ..., p sdo os parametros de autoregressdo até a ordem p (com

¢p # 0) € & ¢ a série de ruido branco (residuos) com a média nula e independentes de X;_s para

todoos = 1.
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Usando o operador atraso B, definido como BX, = X,_; € B¥X, = X;_,, pode escrever-se o

modelo AR(p) na forma
Xt = ‘u. + ¢1BXt + ¢zBZXt + ¢3B3Xt + A + ¢poXt + gt

ou na forma mais reduzida

dp(B)Xe=p+ &

onde ¢,(B) =1— ¢1B— ¢,B* — p3B3 —---— ¢,BP ¢ um polindmio autorregressivo de

ordem p.

“Diz-se que uma série ¢ invertivel (ou causal) se possuir representacao autoregressiva” [14]. Pelo
que uma série AR(p) é sempre invertivel, mas nem sempre € estacionaria.

E estaciondria “se e so se o polindmio ¢, (B) ndo possuir raizes no circulo unitario” [14].

Admitindo que a série é estacionaria prova-se facilmente que

U
1= (1 + o+ -+ )

E[Xt] =

of

Var[X;] = 1= (P1p1+ P2p2 + -+ Pppp)

com py a FAC da série X; no lag k.

E também se prova que as fung¢des de autocovariancia, FAC e FACP, verificam as igualdades
Yk = P1Vk—1 + D2Vi—2 + -+ PpVi—p, k=1,2,..
Pk = P1Pk-1 + P2pk—2 + -+ PpPi—p, k=12,..
b =0,  k>p

Nas séries autorregressivas estacionarias a dependéncia do passado para explicar o presente

diminui a medida que o passado se torna mais afastado.

Dois teoremas muito importantes estabelecem o comportamento da FAC e da FACP de um AR(p)
estacionario, provando que a FAC tende exponencialmente, ¢ ou de modo sinusoidal, para zero,

a medida que o valor do /ag k aumenta e que a FACP se anula a partir da ordem p+1. [14, pag.44]
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Apresentando apenas o caso particular de ordem 1. Um modelo AR(1) de média ndo nula

Xe=p+dpXi 1+ &

admite solugdo estacionaria se |¢p| < 1 e prova-se que as suas média, variancia, FAC e FACP sio,

respetivamente, da forma

E[X.]= ﬁ
2
Var[X;] = 7 f‘ipz

pr=¢%  k=01,..

P11 =¢ € Gk =0, k>1

Por definigdo pg = 1 e ¢pgg = 1.

3.2.2 Modelo de médias méveis- MA(q)

Diz-se que {X;,t € Z} admite uma representacao de médias moveis de ordem de ordem ¢ (MA(q))

se satisfaz a seguinte equagao
Xe=p+e —016 1 — 0265 — 036 3— =064

Ou, escrevendo a custa do operador atraso

Xt =u + eq(B)St

onde & ¢ um ruido branco de média nula e 64(B) = 1+ 6;B + 6,82 + 03B% + --- + 6,B9 (com

84 # 0) € o polindmio de médias moveis de ordem g.

Como esta série ¢ definida so a custa do ruido branco ¢ sempre estacionaria. E ¢ invertivel “se

e 50 se o polindmio onde 8, (B) ndo possuir raizes no circulo unitario” [14].
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Num modelo MA(q) admite-se que a série X;, no instante ¢, se relaciona, de forma linear, com os

erros presentes e passados.

Prova-se apos alguns calculos que

Os dois teoremas relativos aos comportamentos da FAC e da FACP de um modelo MA(q) dizem
que a FAC se anula a partir da ordem g+1 e que a FACP tende exponencialmente, ou de forma
sinusoidal para zero, a medida que o valor de k (/ag) aumenta. [14, pag.40]

Particularizando, um modelo do tipo MA(1) de média nao nula

Xt :[i+8t _ggt—l

¢ sempre estacionario e invertivel se |6| < 1 e prova-se que as suas média, variancia, FAC e FACP

sdo, respetivamente, da forma [14].

E[X ] =u

Var[X;] = 02(1+ 6?)

PL=—T: © p=0 k>1

_ k(1 - 62
¢kk__1_92(k+1)’ k=1

Por definicdo pg = 1 e ¢pgg = 1.
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3.2.3 Modelo autorregressivo e médias moveis - ARMA(p, q)

Os modelos autorregressivos e médias moveis de ordens p e q sdo a combinagdo dos modelos AR
e MA de ordens p e g, respetivamente.

Admitem, portanto, a seguinte representacdo

Xe=u+o1Xe 1+ G2 Xep + o+ QpXep + & — 01601 — 0262 — = — O

com ¢, # 0 e 6; # 0. De igual modo, u representa a constante e &; a série de ruido branco de

média nula.

Também podem ser escritos a custa dos polindmios autorregressivo e de médias moveis ¢,,(B) e

6q(B)

¢p(B)Xt =u+ eq (B)St

Estes modelos sdo estacionarios e invertiveis cumpridas as condi¢des anteriormente enunciadas

para os modelos AR(p) e MA(Q).

Para estes modelos tem-se, para séries estacionarias, que tanto a FAC como a FACP tendem

exponencialmente, ou de forma sinusoidal para zero, a medida que o valor de k (/ag) aumenta.
As expressdes da media, variancia, FAC e FACP para estes modelos obtém-se facilmente das ja
obtidas para os modelos AR(p) e MA(Q).

Apenas particularizando para o caso ARMA(1,1):

Xe=u+¢Xi 1 +& — 04

prova-se [14] que,

u
E[X.] = Fpry
1—2¢06 + 62
Var[Xt] = 1_—¢2 O"g2
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_(p-0)(1-¢0) pr-t

Pk = 12246 + 62 » k€N

“e a funcdo de autocorrelacdo parcial decai para zero através da combinacao de séries geométricas

e/ou sinusoidais amortecidas a partir da ordem 1.” [14].
Os modelos do tipo ARMA(p,q) sdo importantes na modelacéo porque evitam o uso de modelos
AR(p) ou MA(g) com um numero excessivo de parametros. Ou seja, através dos modelos

ARMA(p,q) obtém-se modelagdes mais parcimoniosas.

A tabela abaixo apresenta um resumo do comportamento das FAC e FACP dos modelos estudados.

Processo FAC FACP
AR(p) de modo sinusoidal, para zero a medida que o | Anula-se a partir da ordem p+1.
valor de k aumenta
MA(q) Anula-se a partir da ordem g+1 tende exponencialmente, ou de forma
sinusoidal, para zero, a medida que o valor
de k aumenta
ARMA(p,q) | tende exponencialmente, ou de forma tende exponencialmente, ou de forma
sinusoidal, para zero a medida que o valor de | sinusoidal, para zero a medida que o valor
k aumenta de k aumenta

Tabela 3.1: Propriedades das FAC e FACP.

Fonte [12]

3.3 Modelos lineares nao estacionarios

Na pratica, a grande maioria das séries temporais sdo ndo estacionarias. Se este cenario acontece
¢ necessario transformar a série (removendo o que a faz n3o estacionaria: tendéncia e/ou
sazonalidade). Como foi mencionado atras se a série for ndo estacionaria pode ser aplicada uma

ou varias transformagdes para a tornar estacionaria.

Seja X; uma série ndo estacionaria em tendéncia e seja Y; = T(X;), onde T (X;) ¢ a transformagdo
de Box-Cox. Suponhamos que se aplicarmos uma diferenciacao simples a um passo a Y;, ou seja,
DY; = (1 — B)Y;, tornamos a série estacionaria.

Neste caso, podemos dizer que a série DY; pode admitir uma representacao do tipo ARMA(p,q).
O modelo do tipo ARIMA ¢, portanto, um tipo de modelo para séries temporais lineares nao
estacionarias (em tendéncia) que ao serem transformadas através de diferenciacoes simples (apos
uma transformagao de Box-Cox, se necessario) se transformam em estacionarias e que admitem

uma estrutura do tipo ARMA.

34



3.3.1 Modelo integrado autorregressivo e médias moveis - ARIMA(p,d,q)

Seja X; uma série ndo estacionaria e vamos, por simplicidade, designar igualmente por X, a série

original ou com a transformacéo de Box-Cox.

O modelo integrado autorregressivo e médias moveis de ordens p e ¢ (ARIMA(p,d,q)) pode ser

expresso da seguinte forma

¢p(B)(1 - B)dXt =u+ Hp(B)Et

onde d representa o nimero de diferenciacdes simples necessarias para transformar a série em

estacionaria (D%X,,d > 1), u representa a constante e & a série de ruido branco de média nula.

No modelo ARIMA a FAC tem valores positivos e de uma forma decrescem lentamente para o

Z€10.

Um passeio aleatorio ¢ um caso particular de um modelo ARIMA(p,d,q), quando p=¢=0 e d=1.

Ou seja, um passeio aleatorio ¢ um ARIMA(0,1,0).

Os modelos do tipo ARIMA(p,d,q) ndo possuem componente sazonal, logo nao sdo adequados
para séries temporais que possuam sazonalidade. Para isso existem os modelos mais completos

designados por modelos SARIMA.
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3.3.2 Modelo integrado autorregressivo e médias moéveis sazonal — SARIMA

(r,d,q)(ED,0)s

O modelo integrado autorregressivo ¢ médias moveis sazonal de ordens, respetivamente,
autoregressivas e médias moveis (p, P) e (g, Q) e com periodo de sazonalidade S, SARIMA

(p,d,q)(P.D,Q)s, admite a representacao
¢p(B)Pp(B*)(1 — B)* (1 — B5)PX, = pu + 0,(B)Oo(B®)e;

onde ¢,,(B) e 6, (B) sdo os polinomios autorregressivo e de médias moveis da parte ndo sazonal
e ®p(B*) e Og(B*) os polindmios autorregressivo e de médias moveis da parte sazonal de periodo
S.

As ordens p e g representam as ordens de dependéncia dentro do periodo de sazonalidade S e as
ordens P e Q ordens de dependéncia entre os periodos. Os valores de d e D representam,
respetivamente, o nimero de diferenciacdes simples e sazonais a aplicar para transformar a série

em estacionaria.

Estamos igualmente a escrever como X; a série original e a série com transformacao de Box-Cox,
caso esta seja necessaria para a transformacdo da série em estacionaria. Designamos por u a
constante ¢ por & a série de ruido branco de média nula.

Todos os modelos anteriores sdo casos particulares do modelo SARIMA.

Normalmente, a necessidade de uma diferenciacdo sazonal pode ser indicada através da FAC da
série temporal, nomeadamente, quando esta decai lentamente nos lags multiplos do periodo e é

insignificante nos restantes [17].

3.4 Etapas na modelacio de uma série temporal - metodologia de Box-Jenkins

A metodologia de Box-Jenkins, introduzida em 1970, € uma metodologia de ajustamento de uma
série temporal por etapas, sendo as principais a identificagdo do modelo, a estimag@o dos seus

parametros e validagcdo do modelo.

A identificacio do modelo linear a ajustar (do tipo SARIMA) a uma série temporal ¢ feita através

do comportamento das suas FAC e FACP estimadas.
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Quando a série temporal ndo exibe tendéncia e/ou sazonalidade, ou seja, é estaciondria, as FAC e
FACP dao indicagdo de uma estrutura do tipo AR, MA ou ARMA e uma indicagao das respectivas

ordens (Tabela 1). Quando a série ndo ¢ estaciondria as FAC e FACP ja ndo tém essa leitura.

Assim, a primeira etapa (etapa 1.1), dentro da identificacdo, consiste em avaliar a
estacionariedade da série. Para isso, representa-se a série (cronograma) ¢ obtém-se as FAC e FACP
estimadas. Visualmente pode deduzir-se se a série € ou nao estacionaria, mas também podem (e

devem) ser aplicados testes de hipoteses para avaliar a estacionarieade.

Caso a série temporal ndo seja estaciondria devera aplicar-se as transformagdes necessarias para
a transformar em estacionaria (etapa 1.2): transformagdo de Box-Cox, diferenciacdes sazonais

e/ou simples (por esta ordem).

Com a série estacionaria e as suas FAC e FACP estimadas escolher um (ou mais) possiveis
modelos a ajustar e as respectivas ordens (p, q, P, Q) (etapa 1.3). Para isso usam-se as

propriedades resumidas na Tabela 1.

A segunda ectapa consiste na estimacdo dos parimetros do(s) modelo(s). Existem varios
métodos de estimacdo dos pardmetros do modelo, como o método dos momentos (também
conhecido por Estimador de Yule-Walker), o método dos minimos quadrados (condicionados ou
nao condicionados) e método da maxima verosimilhanga (exata ou condicionada). Para mais

detalhe ver [14].
A terceira etapa consiste na validacdo do modelo. Dentro desta comeca-se pela avaliagdo da
significancia dos pardmetros (etapa 3.1). A significancia dos pardmetros consiste em fazer testes
de hipoteses aos pardmetros. Ou seja, considerando um modelo ARMA(p,q) de média nula, testa-
se a significancia da constante

HO:M=O vs Hl.,u;t()
e a significancia dos restantes pardmetros f3; = (¢1, v Op, 01, e, Hq)

Ho:ﬁi=0 vsHl:Bi#:O, lZl

Para mais detalhe (estatistica de teste, etc) ver [14].
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Apos a avaliacdo da significancia dos parametros, da retirada dos pardmetros ndo significativos e
da re-estimagdo passa-se para a quarta etapa, o estudo dos residuos.

Os residuos do modelo estimado sdo a diferenca entre os valores observados e os valores
estimados. A série dos residuos devera assemelhar-se a um ruido branco, de média nula e deverdo
também ser aleatorios. Também se pode testar a normalidade dos residuos apesar desta ndo ser
uma condi¢ao necessaria, apenas contribui para uma maior rapidez no calculo dos intervalos de

previsdo [18].

Para testar a nulidade da média dos residuos aplica-se um test t-student. Através da andlise das

FAC e FACP estimadas dos residuos pode testar-se as hipoteses de estas serem nulas

Hy:pr =0 vs Hy:p, #0, k>1

Ho:d)kk:OUS Hl:(l)kk;to, k>1

Para testar estas hipoteses usam-se, respetivamente, o teste de Bartlett e o teste de Jenkins e
Daniels [15].

Ou entdo, mais adequado, testar as hipoteses conjuntas

usando, por exemplo, o teste de Ljung-Box [14].

Para avaliar a aleatoriedade dos residuos usualmente aplicam-se os o teste do sinal das
diferencas ( “Difference-Sign Test”), o teste dos instantes de inflexao (“Difference-Sign Test”)

e o teste das ordens (“Rank Test”). Para mais detalhe ver [14].

Podemos ainda acrescentar uma quarta etapa que ¢ a etapa da selecio de modelos.
Quando se tem mais do que um “bom” modelo (pressupostos todos validados) € preciso escolher
de entre esses qual o melhor. O melhor modelo depende do objetivo do estudo. Pode ser, por

exemplo, o modelo que produz melhor descri¢do e/ou melhores previsoes.

Existem 4 critérios usuais de selecdo de modelos:
e Critério de informacdo de Akaike (AIC);
e C(Critério Bayesiano de informagao de Akaike (BIC);
e Critério de informagdo de Akaike Corrigido (AICc);
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e Critério Bayesiano de Schwartz (SBC),

sendo que o “melhor” modelo é aquele que apresentar o menor valor destes critérios. Para mais

detalhe ver, por exemplo, [20].

3.5 Previsao e critérios de avaliacao

Dada uma série temporal {X;t=1,2,...,n} e ajustado e validado o “melhor” modelo, o

“melhor” preditor a k passos define-se como
XAn+k = E[Xn4klX1, o) Xnl

De modo a avaliar a precisdo das previsoes sao calculados os erros de previsao (diferenca entre o
valor observado e a correspondente previsdo dada pelo modelo). O objetivo € minimizar esses

~

erros, dados por e; = Xprx — Xnik-

Por fim, obtém-se os intervalos de confianga das previsoes.

Seja {X;,t = 1,2,...,n} uma série temporal modelada por um modelo do tipo SARIMA onde os
erros €; sdo ruido branco de média nula e com distribuigdo normal.

Neste caso, prova-se ([15]) que o intervalo de previsdo a k passos, com uma confianga de
(1 — @)100%, para X,,,, conhecidos os valores da série até ao instante 7, é dado por

~

XTl+k +Z1_% *G}?

n+k[

]Xn+k - Zl_% * O-XAn_'_k;

onde og ., € o erro padrdo de XnikeZ ,_a € o percentil (1 - %) 100% da distribui¢do normal
2

padrao.

No caso de os erros serem normais e a variancia dos erros desconhecida (o caso usual) substitui-
se o percentil da distribuicdo normal padrdo pelo percentil da distribuigédo t-Student. Como em
geral as séries tém uma dimensdo elevada ¢ indiferente, em termos praticos usar uma ou outra

distribuigao.

No caso de os erros ndo serem normais pode prosseguir-se de igual modo com a previsao, desde

que estes nao se afastem demasiado da normalidade.
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Para a validagdo das previsdes usa-se, em geral, um conjunto de treino (parte da série temporal
usada para a modelagdo) e um conjunto de teste (parte da série temporal usada para a comparagao
dos valores observados com as previsoes). As melhores previsdes sdo aquelas que resultam nas
menores medidas de precisdo.

Usualmente usam-se as seguintes medidas de precisao: MAE; MSE; RMSE ¢ MAPE.

Dada uma série temporal {X;,t = 1,2, ..., n} define-se:

e Erro absoluto médio - MAE
_1sn v
MAE = -3, |X, — X

Ou seja, é a diferenca média (em valor absoluto) entre o valor observado e o valor estimado (ou
previsto). Ou seja, a média do valor absoluto dos erros.

E uma medida que nos da a magnitude do erro, ¢ facil de calcular e de interpretar e como esta em
valor absoluto, os valores sobreprevistos (ou sobreestimados) ndo anulam os valores subprevistos

(subestimados).
A desvantagem ¢ que nao fornece nenhuma informagao sobre a direcao ou padrio dos erros, trata
todos os erros igualmente, o que significa que uma previsao com erros positivos consistentes e

outra com erros negativos consistentes teriam o mesmo erro absoluto médio [31].

e Erro quadriatico médio — MSE
MSE - ! X X\ 2
n t=1(X¢ t)

E uma medida igualmente facil de calcular e penaliza os erros muito grandes.
As desvantagens sao que esta medida ndo ¢ muito facil de interpretar porque as unidades vém ao
quadrado, ¢ muito sensivel aos valores discrepantes (ou outliers) e nao distingue entre sobreprevisao

(ou sobreestimacéo) e subprevisdo (subestimacao) [30].

e Raiz quadrada do erro quadratico médio — RMSE

1 ~
RMSE = \/; P (X, — Rp)?
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Como aplica a raiz quadrada ao MSE fica facil de interpretar e ja penaliza os grandes erros.
As desvantagens € que continua a ser muito sensivel aos valores discrepantes € continua a nao
fornece informagdes sobre a diregdo ou o padrdo dos erros de previsdo e nao distingue sobreprevisao

(ou sobreestimacao) e subpreviséo (subestimacéo) [30].

e Erro absoluto médio percentual - MAPE
Esta medida ¢ uma das mais usadas por ser de facil compreensdo. Expressa a percentagem média

dos erros (em valor absoluto) cometidos nas previsdes (ou ajustamento) da série temporal.

Xe—X¢

1
MAPE==-Y"_,

n

* 100%

t

A vantagem desta medida é que os seus valores sd3o expressos em percentagem, o que torna mais
compreensivel a sua interpretacdo e também permite fazer a comparacao entre diferentes modelos
porque ndo depende da escala dos dados.

A desvantagem esta quando a série possui valores préximos ou iguais a zero, neste caso o valor
do erro absoluto médio percentual tende para infinito [19]. Continua a ser uma medida muito

sensivel a valores discrepantes.

Para todas estas medidas, quanto menor for o seu valor melhor sera a previsdo, ou ajustamento,
[19].
Estas medidas sdo também usadas para validar o ajustamento do modelo e poder escolher de entre

varios modelos possiveis qual o que melhor se ajusta aos dados.
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De uma forma resumida a fase de metodologia de Box-Jenkins pode ser apresentada através deste

Fluxograma para descrever os processos de modelacdo de séries temporais.

nao
1-Representagdo grafica dos 2-Se necessario usar a T
dados para identificar e transformacéo de Box-Cox . , .
pd droes d —> e/ou a difgrencia a0 para Anélise dos residuos —> Os residuos
compreender os padrdes dos 1 iagdo p cumprem os
dados estabilizar a varidncia e/ou a R
‘1 pressupostos?
média
| Sim

v l l

3-Representagao grafica

das FAC/FACP dos dados ~ [—# | 4-Escolha do modelo , | >Estimacio 6-Validagio :
(originais ou dos pardmetros do mo dglo 7-Determinar as
do modelo previsdes e calcular as
transformados) para medidas de precisdo
determinar o possivel
modelo

Tabela 3.2. Fluxograma das etapas da metodologia de Box-Jenkins na analise de séries temporais.
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Redes Neuronais Artificiais e Modelos de Memoria de
Longo Prazo

4.1 Introducao

Neste capitulo iremos introduzir os principais fundamentos e conceitos das Redes Neuronais
Artificiais (RNAs), unidirecionais e recorrentes, de Machine Learning, de Deep Learning, e de

um caso particular de uma RNA recorrente que funciona em Deep Learning.

4.2 Redes neuronais artificiais

As Redes Neuronais Artificiais (RNAs) foram pensadas a semelhanga do funcionamento do
cérebro humano, com todos os seus neurénios.

Os neurdnios sdo células responsaveis por transmitir os impulsos nervosos que recebem através
dos sentidos. Mais concretamente, “os neurdnios sdo células nervosas, estrutura basica do sistema

nervoso, que processam e transmitem informacao através de sinais eletro-quimicos.” [20].

Como pode ser observado na Figura 4.1, o neuronio € constituido pelas seguintes células
v Dendrites: tém como a fungdo receber informagdes, ou impulsos nervosos, oriundos de
outros neurdénios e conduzi-las até o corpo celular;

v" Corpo Celular: recebe a informag¢ao enviada pelas dendrites e decide a a¢do tomar;

<

Axonio: transmite os impulsos nervosos provenientes do corpo celular;
v' Terminagdo do axonio: “contém sinapses, estruturas especializadas onde sio libertadas
susbtancias quimicas, neurotransmissores, que estabelecem a comuni¢do com as

dendrites ou corpo celular de outros neurénios” [20].
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Figura 4.1. Estrutura bésica de um neurdnio biologico.

Fonte: https://www.todamateria.com.br/neuronios

As RNAs s@o assim sistemas constituidos a semelhanga de um neurénio bioldgico por nodos (ou
“neurdnios” artificiais) que sdo unidades de processamento de informagdo que, através de uma
operacdo matematica (linear ou no linear) produzem uma acdo (uma saida) a partir de um
conjunto de estimulos (conjunto de informagdo de entrada). A saida ¢ uma funcdo da soma

ponderada das entradas mais um viés [29; 24].

Mais concretamente, os neuronios artificiais sdo constituidos por 4 componentes: as entradas
(também chamados na linguagem da computacdo inputs) — estas entradas podem ser os proprios
dados originais, mas também podem ser as saidas produzidas por outros neur6nios -, 0s pesos,

uma funcdo de ativacdo e um viés.

As RNAs funcionam, assim, do seguinte modo:

v' cada neuronio recebe dados de entrada, ou inputs, (dados originais ou informagéo
resultante da saida de outros neur6nios).

v" Como nem toda a informagdo de entrada tem a mesma relevancia para a saida, a cada
entrada esta associado um peso que pondera a importancia dessa entrada para a saida.
Na etapa de treino da rede estes pesos vao sendo ajustados em func¢ao do objectivo do
estudo (reconhecimento de padrdes, previsoes, etc.). Os valores iniciais dos pesos da rede
sdo nimeros aleatorios uniformemente distribuidos num certo intervalo definido.

v Cada neur6nio tem um viés (bias) de modo a evitar o sobreajustamento (overfitting) € o

subajustamento (underfitting).
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v" Por fim, as entradas ponderadas e o viés sdo somados resultando numa soma ponderada.
Esta soma ponderada ¢ transformada a custa de uma fungdo matematica (funcao de

ativacio) que vai entdo permitir que a rede “aprenda” com os dados.

Bias

X IO—}\ bk
< M M R e
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= | Ativagao |
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Figura 4.2. Rede neural artificial.

Fonte: Neuronio-artificial-proposto-por-McCulloch-e-Pitts-em-1943-Araujo-2013_fig2 26874316

As RNAs possuem 3 camadas:
v acamada de entrada (ou de input), que é a camada que recebe os dados,
v' a camada oculta (Hidden), que é a camada intermedidria onde vdo ocorrer os
processamentos (0s pesos, o viés ¢ a fungao de ativagdo)
v acamada de saida (ou de ouput), que é a camada que recebe o resultado do processamento

da rede.

A camada oculta pode ser formada por uma tnica camada ou por miltiplas camadas. No caso
de a camada oculta ser constituida por varias camadas temos a chamada aprendizagem

profunda, também designado por RNAs profundas, ou simplesmente Deep Learning.

Quando uma rede possui apenas uma unica camada oculta isso implica que os padrdes de saida
sdo similares aos padrdes de entrada. Neste caso, a rede ndo “aprende” e, portanto, ndo consegue

produzir saidas diferentes.

As RNAs podem ainda dividir-se, em fun¢@o da ligago entre os nos, em redes unidirecionais ou

em redes multidirecionais (Figura 4.3 e Figura 4.4)
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Nas RNAs unidirecionais (Feed-Forward) o fluxo segue apenas um sentido, que vai da entrada
para a saida. Ou seja, as entradas ¢ as saidas sdo independentes umas das outras. A rede ndo se re-
alimenta. Isto significa que a saida de qualquer camada ndo afeta a mesma camada.

Nas RNAs multidirecionais (usualmente designadas por RNAs Recorrentes) o fluxo ndo segue
um s6 sentido. O que significa que saida de qualquer camada pode afetar essa mesma camada. Ou
seja, sdo introduzidas repeticdes (loops, grafo de conexdo) na rede. A rede é, portanto, re-

alimentada, o que lhe d4 uma “memoria”.

Nas RNAs Recorrentes (ou RNN, acrénimo do inglés, Recurrent Neuronal Network) as saidas

dependem dos valores da sequéncia anterior. Dai a sua importancia nas séries temporais.

s s

(a) Recurrent Neural Network (b) Feed-Forward Neural Network

Figura 4.3. RNArecorrente e unidirecional.

Fonte: https.//'www.geeksforgeeks.org/introduction-to-recurrent-neural-network/

Outra coisa que distingue estas duas redes é que as RNAs unidirecionais possuem pesos diferentes
em cada né enquanto as RNNS recorrentes possuem 0 mesmo peso dentro de cada camada. Estes
pesos ainda s&o ajustados atraves dos processos de propagacao retroativa e descida de gradiente

para facilitar a aprendizagem por reforco. (https://www.ibm.com/br-pt/topics/recurrent-neural-

networks).
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Figura 4.4. RNA recorrente com duas camadas ocultas.

Fonte: https.//www.mdpi.com/2078-2489/11/5/243

4.3 Treino e aprendizagem de RNAs

Para que os algoritmos produzam novos dados ou previsdes (saidas) € preciso que a maquina
aprenda (ou apreenda o padrao dos dados de entrada). Ou seja, no machine learning a maquina
treina um algoritmo através de um conjunto inicial de dados. Para isso, também aqui os dados sdo

divididos em dados de treino e dados de teste.

Nas fases de treino de redes, diversos exemplos sdo apresentados para a rede poder ajustar os seus
pesos até que a rede aprenda, para se poder representar as informagdes ou dar as respostas; 0s
pesos sdo determinados para gerar as solugdes para novos valores fornecidos na entrada na rede

para o treino [21].

No treino das RNAs podem ser aplicados diferentes algoritmos, que diferem pelo modo como é
gerado o ajuste dos pesos da rede. O algoritmo de treino (e, por conseguinte, a aprendizagem da
rede) divide-se em dois tipos: supervisionado e ndo supervisionado.

No caso da aprendizagem nao supervisionada ¢ dada a rede valores de entrada brutos e ndo
etiquetados que sdo organizados em diferentes classes, de acordo com as suas semelhangas,
através do ajustamento dos seus pesos de modo a produzir saidas consistentes. Este tipo de

aprendizagem adequa-se, por exemplo, no clustering temporal.

No caso da aprendizagem supervisionada ¢ dada a rede (na fase de treino) valores de entrada e
de saida etiquetados. Esta etiquetagem (classificagdo prévia) ¢ dada pelo utilizador. Dai ser
conhecida esta aprendizagem por supervisionada. As saidas resultantes sio comparadas com o
conjunto de teste. E calculado um erro, a rede é re-alimentada com esse erro (ajustando os pesos)

de modo a minimizar o erro final.
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A aprendizagem supervisionada pode ser classificada em duas categorias: aprendizagem dindmica
e aprendizagem estatica [21].
v Aprendizagem dindmica: ocorrem alteragdes na estrutura de rede como a redugéo do
naimero de camadas, nés em camadas e nimero de conexoes.
v Aprendizagem estatica: somente os valores dos pesos sofrem alteragdes. A estrutura da

rede é mantida constante ao longo da aprendizagem da rede.

Vamos apenas abordar a aprendizagem supervisionada estatica. Neste tipo de aprendizagem,
ou de treino da rede, existem duas etapas: a etapa de forward e a etapa backward.

Ou seja, na primeira etapa a aprendizagem supervisionada estatica relaciona os valores de saida
calculados com o valor de entrada esperado (etiquetado) e avalia os erros decorrentes da diferenca
entre ambos. Na segunda etapa esses erros re-alimentam a rede, alterando os pesos de forma a
minimizar o erro ¢ encontrar a melhor relagdo entre as informagdes de entrada ¢ de saida [21].

Ou seja, os erros & (t) sdo descritos como

g (t) = d;(t) — y;(t)

onde y;(t) ¢ o valor calculado pela RNA no instante ¢ e d;(t) o valor da saida esperado, para os
j elementos de entrada.

Em cada fase de treino sdo feitas algumas alteracdes nos pesos, proporcionando uma minimizago
ajustavel dos erros que vao convergindo em diregdo do valor esperado (d;(t)) [21]. A alteragdo

nos pesos pode ser descrita pela seguinte funcao:

w;i(t+1) =w;; (1) +ng (©)x;(t)

onde 7 a taxa de aprendizagem que determina a velocidade com que os pesos serdo ajustados em

diregdo ao menor erro ¢ x;(t) é a entrada para o nd i no tempo ¢.

Para avaliar o desempenho da rede usam-se os critérios usuais como o Erro Quadratico Médio
(EQM).

Durante a fase de aprendizagem (ou de treino da rede), o EQM normalmente comega com valores
altos e vai decrescendo conforme aumenta o numero de etapas. No final, o0 EQM mantém-se
praticamente constante e a rede neural converge [22].

O conjunto de teste avalia se a rede ficou ou nao demasiado treinada (sobreajustamento). Neste

caso, a rede perde a capacidade de ter bom desempenho com novos dados. Os erros de treino sao
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muito pequenos, mas os erros usando novos dados sdo muito grandes. No sobreajustamento o

algoritmo capta ndo so a tendéncia dos dados, mas também os seus ruidos [23].

Um subajustamento também ndo € bom. Isto significa que a rede ndo foi bem treinada. Neste

caso, o desempenho ndo vai ser bom nem com os dados de treino, nem com novos dados.

4.4 Funcoes de ativacao

A funcdo de ativacdo representa o efeito da entrada de informacao na rede, pelo que pode ser
considerada como o estado de activacdo dos nds. Ou, por outras palavras, sdo consideradas como

sendos os impulsos nervosos das RNAs.

Em termos matematicos descreve-se assim o neurdnio artificial. Seja (xq,x3,...,X7) uma
sequéncia de entrada, (hy, hy, ..., hy) a sequéncia dos neurdnios € (yy, ¥z, ..., ¥Yr) a sequéncia de
saida.

Uma RNA define-se como [25].

he = @(Wypxe + Whphe—q + bp)

Ve = Wyhht + by

onde ¢@(+) € a fungdo (ndo linear) de ativagdo, W é a matriz dos pesos € b é o viés.
Estas fungdes dividem-se em fungoes limiares (binary step), lineares e nao lineares.
As funcbes limiares (binary step) sio sugeridas para classificagdes binarias e redes simples sem
camadas ocultas. E estabelecido um limite em que a fungdo é ativada.
Esta fungdo toma o valor 0 quando o valor de saida do n6 € negativo e 1 quando € positivo ou

nulo. Ou seja,

_(lseu =0
(p(u)_{059u<0
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Figura 4.5. Fungdo limiar.

Fonte. https://www.maxwell.vrac.puc-rio.br/16580/16580 _4.PDF

Também se define a funcfio limiar (binary step) por partes. Esta funcdo pode ser vista como

uma aproximac¢do de um amplificador ndo linear. E representada pela equagéo

se u=+1/2
se —1/2<u<1/2
0 se u<-1/2

1
_JH
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Figura 4.6. Fungdo limiar por partes.

Fonte. https://www.maxwell.vrac.puc-rio.br/16580/16580 4.PDF

As funcées lineares tém pouco interesse nesta metodologia porque da sua aplicagdo resultaria
que os valores de saida seriam diretamente proporcionais aos valores de entrada. Sdo aplicadas

nos casos de regressdo linear. A fungéo linear toma valores nos niimeros reais e

o) =au+b



e resulta na reta linear usual. As fungdes lineares correspondem a uma nio-ativacao.

Sdo as func¢des nao lineares que permitem que o algoritmo “aprenda” a descobrir padrdes ¢ a

estabelecer relagdes complexas entre os dados. Vamos apresentar alguns tipos.

4.3.1 Funcao Sigmoide

Também conhecida como fungao logistica. E a funcdo mais abrangente de todas as fungdes para
o funcionamento da rede. Pode ser caracterizada como uma fungao crescente com balanceamento
adequado entre as fung¢des linear e ndo linear, e que assume valores no intervalo [0,1].

A funcao sigmoide ¢é representada por:

o) = Trean

1.0

0.8 4

0.6 1

Sigmoid(X)

0.4

0.2 1

0.0 A1

—10.0 —7.5 -5.0 —2.5 0.0 2.5 5.0 7.5 10.0

Figura 4.7. Fungéo sigmoide.

Fonte: https://acervolima.com/implementar-a-funcao-sigmoide-usando-numpy/

sendo o a o parametro da inclinagdo na funcao sigmobide.

4.3.2 Funcio Tangente Hiperbdlica

Contrariamente a funcdo sigmoide, esta fung@o toma valores entre -1 e 1.

.u_e_“

e
F(u) = tanh(y) = ———
(W) = tanh(u) = —Z———
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tanh(z)

Figura 4.8. Fungdo Tangente hiperbolica.

Fonte:https.//pt.wikipedia.org/wiki/Tangente_hiperb%C3%B3licatt/media/Ficheiro:Hyperbolic_Tangent.s

vg

4.3.3 A Funcao Linear Retificada (Recftified Linear Unit - ReLU)

A funcdo ReLU ¢ definida como

@(x) = max(0,x)

e toma valores entre 0 ¢ +00. Ou seja, toma o valor 0 (ou seja, o neurénio nao € ativado) para os

valores negativos e toma o proprio valor para valores positivos.

yi = O

RelLU
Figura 4.9. Fungao ReLU.

Fonte: https://matheusfacure.github.io/2017/03/05/ann-intro/

“Como a fungdo ReLU toma o valor 0 para todos os valores negativos, e o proprio valor para
valores positivos resulta numa fungdo computacionalmente leve, entretanto ndo é centrada em

zero. Como seu resultado é zero para valores negativos, ela tende a “apagar” alguns neuronios

52


https://pt.wikipedia.org/wiki/Tangente_hiperb%C3%B3lica#/media/Ficheiro:Hyperbolic_Tangent.svg
https://pt.wikipedia.org/wiki/Tangente_hiperb%C3%B3lica#/media/Ficheiro:Hyperbolic_Tangent.svg
https://matheusfacure.github.io/2017/03/05/ann-intro/

durante um passo forward, o que aumenta a velocidade do treino, mas por outro pode fazer com
que esses neuronios “morram’ e nao aprendam nada se eles so receberem valores negativos. Além
disso, ela pode produzir ativacdes explosivas, ja que ndo possui um limite positivo. Mesmo com
suas limitag@es, a funcdo ReLU é hoje uma das fungdes de ativacdo mais utilizadas no treino de
redes neurais, e ndo costuma ser utilizada na camada de saida”

(https://iaexpert.academy/2020/05/25/funcoes-de-ativacao-definicao-caracteristicas-e-quando-usar-cada).

A fungdo ReLU permite o treino das redes neuronais supervisionadas sem a necessidade de treino
ndo supervisionado, em comparagao com as demais fungdes, e permite um treino mais rapido e

efetivo para um conjunto de dados complexos [25].

No trabalho Gomes, Ludermir e Lima de 2011, podem ser encontradas estas fungdes de ativagdo

como muitas outras, especialmente focadas na previsdo de séries temporais economicas [32].

Em resumo, a arquitetura de uma RNA esta relacionada com o tipo de problema a ser estudado
pela rede e para a qual € necessario definir:
v Tipo de rede;
Numero de camadas da rede;
Numero de ndés em cada camada;
Tipo de conexao entre os nds;
Tipo de treino;

Dados de treino € os dados de teste;

NN

Normalizagdo dos dados.

Mais detalhes sobre o funcionamento das redes neuronais e, em particular, das redes neuronais

recorrentes, pode ser encontrado em [26].

4.5 Algoritmos de memoria de longo prazo

As RNAs recorrentes (RNNs) de multicamadas inserem-se na chamada aprendizagem profunda
(Deep Learning).

Dentro das RNNs de aprendizagem profunda temos uma variante designada por LSTM (Long
Short-Term Memory). Este tipo de redes tem uma “memoria” interna pelo que sao as que melhor

se adequadam no estudo de séries temporais, onde as observagdes possuem uma estrutura de
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autocorrelacdo. Este tipo de rede ¢ adequado para captar memoria curta, mas também memoria a
longo prazo.

As LSTM possuem células (ou unidades de memoria) de modo a poderem guardar, ou esquecer,
informacdo ao longo do tempo. Cada uma destas células possui trés portas principais, ou portdes
(gates): a porta de entrada (input gate), a porta de esquecimento (forget gate) ¢ a porta de saida
(output gate).

Numa RNA recorrente “tradicional”, os valores entram na porta de entrada onde € atribuido um
peso a cada valor, em fun¢do da sua importancia, e um viés (transformacao linear). Depois esta
informacao ¢ transformada a custa da fungdo de ativacao (a transformacao nao linear) e passada
para a(s) camada(s) intermédia(s) (ou oculta(s)). Esta informagao volta a ser pesada (ponderada
por novos pesos), passada pela funcdo de activagdo e volta a entrar na rede até que o erro seja

minimo e dai resultam os valores de saida.

De igual modo, nas redes LSTM mais complexas temos a porta de entrada que nao so recebe,
num dado instante de tempo ¢, os valores originais, como os valores de saida da camada anterior
(camada oculta, designada por h;_1) como os valores atualizados da sua propria camada (ou seja,
os valores sao multiplicados pelas informacdes de entrada e somados ao estado atual da célula),
como também neste caso a porta de entrada decide qual a informaga@o que deve ser esquecida e a
informa¢do que deve ser armazenada. Isto acontece porque existe agora uma porta de
esquecimento que permite que a rede guarde informacao importante ou que elimine informagao

que nao serve.

De igual modo, na porta de esquecimento cada valor ¢ ponderado em func¢do da informacao a ser
esquecida. Depois esses valores sio multiplicados pelo estado atual e passados por uma funcdo
de ativagao (de esquecimento).

Por fim, a informagao ¢ enviada para a porta de saida onde se avalia se o valor ¢ o final ou se

vai enviado para a proxima camada oculta.

Neste tipo de redes existem dois tipos de fungdes de ativagdo, a fungdo sigmoide e a tangente

hiperbodlica, como se pode observar na figura 4.10.
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Figura 4.10. Rede de memoria de Longo Prazo (LSTM).

Fonte: [29].

Seja x = (x4, ..., x7) a sequéncia de entrada na rede até ao tempo 7, com x; a entrada na rede no
instante t € T. W representa a matriz dos pesos entre as entradas da rede e as portas, U ¢ a matriz
dos pesos entre os valores dos estados intermédios e as portas. Iy, I € I, representam,
respectivamente, as portas de saida, de entrada e de esquecimento no instante #; €, representa a
célula de memoria no instante #; h; € o estado oculto no instante t; o e tanh (tangente hiperbdlica)
sdo as fungdes de ativacdo, ndo lineares, geralmente implementadas como fungdes sigmoides e
tangentes hiperbolicas.

As portas de saida, de entrada e de esquecimento, no instante ¢, sdo definidas como
e = o(Wjx, + Uihe—1 + by)
onde o indice j representa a entrada (j=i), o esquecimento (/=f) ¢ a saida (=0) e b; o
correspondente vetor de viés,
¢; = tanh(W.x; + U .h;_1 + b,)

ht = FO,t tanh(Ct)

Informacdo mais detalhada sobre o funcionamento da rede LSTM pode ser encontrada, por

exemplo em [27, 28].
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Existe ainda um tipo de rede LSTM mais simples, a rede GRU (Gated Recurrent Units). Esta
rede recorrente (mas fechada) tem apenas duas portas, contrariamente a rede LSTM, a porta de
eliminagdo (reset) e a porta de atualizacdo. A primeira decide “quanto do estado oculto anterior
deve ser mantido, e a porta de atualizagdo decide quanto da nova entrada deve ser incorporada ao
estado oculto. O estado oculto também atua como o estado da célula e a saida, portanto, ndo ha
uma porta de saida separada. A GRU ¢é mais facil de implementar e requer menos parametros do

que a LSTM.” [27].

“Geralmente, 0 LSTM ¢ mais poderoso e flexivel do que o GRU, mas também ¢ mais complexo
e propenso a overfitting. A GRU ¢ mais rapida e eficiente do que a LSTM. Ambas podem aprender
dependéncias de longo prazo e capturar padrdes sequenciais nos dados.”

[https://pt.linkedin.com/advice/0/what-differences-similarities-between-1stm-gru?lang=pt].

56



Comparacio de modelos de séries temporais e

algoritmos de redes neuronais (LSTM)

5.1 Introducao

Neste capitulo serdao apresentados os resultados de andlise dos dados semanais do nimero
de casos e de mortes, provocados pela Covid-19 na Guiné-Bissau entre 26/03/2020 a 15/04/2023,
que corresponde a 159 semanas de dados, através de modelos de séries temporais do tipo
ARIMA/SARIMA ¢ através de algoritmos de redes neuronais recorrentes (RNNs), em especial
do LSTM. Os dados utilizados neste trabalho foram retirados dos bancos de dados da OMS da

pandemia de Covid-19 no mundo https://covid19.who.int/region/afro/country/gw. Este portal da

OMS ¢ o principal recurso de dados mundial sobre a pandemia de Covid-19 no mundo. Os dados
disponiveis eram dados didrios. Como em muitos dos dias quer o numero de infec¢des, quer o
niamero de mortes, eram zero tivemos a necessidade de os agrupar por semana de modo a
podermos aplicar os modelos de séries temporais. Para além disso, na analise descritiva, os dados
foram agrupados em dados mensais e anuais, de modo a ter uma panordmica mais geral

relativamente ao nimero de casos e de mortes por Covid-19 na GB.

Antes da modelagdo e previsao do numero de casos e de mortes semanais por Covid-19 foi feita
uma analise exploratoria de modo a descrever os dados em estudo. Esta andlise exploratoria
incluiu as analises habituais, graficos e calculo de medidas, mas também a analise da existéncia

de outliers, analise de valores omissos, analise de padroes de tendéncia e/ou de sazonalidade.

As analises dos dados foram feitas no software Rstudio (versao 4.2.2) para os modelos do tipo

ARIMA/SARIMA e Python (versdo 3.12) para a versdo de inteligéncia artificial em especial
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LSTM. No RStudio usou-se a biblioteca forecast e no Python o Keras e o TensorFlow Lite. Em

todas as analises inferenciais usou-se um nivel de significancia de 5%.

5.2 Numero de infecoes por Covid-19

De modo melhor resumir os dados, analisou-se o nimero de infegcdes (ou casos), por ano e por
més, por Covid-19. Contudo, para implementacao dos modelos ARIMA e LSTM os dados foram
analisados por semana.

Como s6 dispomos de 3 anos ¢ 1 més de dados (que sdaol159 semanas) e, para além disso, os
ultimos dados sdo muito atipicos relativamente aos anteriores ndo resultou viavel no caso do
ajustamento dos modelos ARIMA usarmos o conjunto de treino para a modelagcdo e o conjunto

de teste para a validac@o das previsoes. Isso apenas foi possivel fazer-se no caso do LSTM.

5.2.1 Analise descritiva do niimero de infecdes por Covid-19

Na tabela 5.1 apresentam-se as principais medidas descritivas do nimero de casos de Covid-19,

em cada um dos anos em estudo.

Casos 2020 2021 2022 2023
N° casos (N° semanas) | 2447 (40) | 4019 (52) | 2481 (52) | 667 (16)
Média 62.74 77.29 47.71 41.70
Mediana 25 26.5 17 0
Desvio Padriao 87.12 99.48 89.12 79.94
Minimo 0 0 0 0
Maximo 382 395 430 264

Tabela 5.1. Medidas descritivas do nimero de casos de Covid-19 por ano.

Foi em 2021 que se registou, em média, o maior nimero de casos de infecgdo pelo virus SARS-
CoV-2, mas foi em 2022 que se registou o pico maximo. No ano de 2023 em 50% das semanas
nao foi registado nenhum caso. Tal pode ter ficado a dever-se ndo ha auséncia de casos, mas ha

falta de registo dos mesmos.
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Representando a distribui¢do do mimero de casos por més (figura 5.1) podemos verificar a
existéncia de valores discrepantes em alguns meses, com o més de janeiro a apresentar os valores
mais elevados. Praticamente em todos os meses os dados tém uma distribuigdo assimétrica
positiva, muito acentuada nos meses de janeiro (devido a existéncia de valores discrepantes), maio

€ agosto.
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Figura 5.1. Caixa de bigodes do numero de casos por més.

Fazendo agora a média do niimero de casos por més (figura 5.2) constata-se que houve um pico
nos meses de agosto, com valores muito baixos entre outubro e dezembro. Os meses distinguem-
se em termos da sua variabilidade, mas ndo diferem muito em termos medianos, com o més de

fevereiro a apresentar a mediana mais elevada.
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Figura 5.2. Média do ntimero de casos por més.

A figura 5.3 ilustra a variabilidade do nimero de casos médios por més, igualmente com um valor

maximo no més de agosto e valores minimos nos meses de outubro a dezembro.
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Figura 5.3. Variancia do nimero de casos por més.

5.2.2 Modelacao e previsao a partir de modelos do tipo ARIMA/SARIMA

A figura 5.4 ilustra do numero de infetados semanais pelo virus SARS-CoV-2. Ao longo do tempo
houve valores muito elevados (picos de infecao) seguidos de valores muito baixos. A partir de
meados de 2022 houve muitas semanas sem que se tivesse registado qualquer valor, mas com

alguns picos ocasionais.

Mais detalhadamente, o nimero dos infetados por virus tem uma maior propor¢ao até a semana
103 (que corresponde a margo de 2022), com uma média de 78,36 casos por semana. Nas restantes
57 semanas o numero dos infetados estabiliza, existindo alguns com alguns picos, com uma média

de 27,07 casos por semana.
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Figura 5.4.Série de nimero de casos por semanas.

Ao longo das analises foram feitos diversos testes (descritos na sec¢do 2.6) para testar a tendéncia
e a sazonalidade dos dados, tendo-se obtido p-values iguais a 0.01, tanto para o teste de ADF

como para o teste de KPSS, pelo que podemos afirmar que os dados ndo apresentam tendéncia,
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ou seja, que sdo estacionarios. O que também se comprova pelo comportamento da FAC (figura

5.5). Tendo em conta esta consideracao ndo foi feita qualquer transformagao aos dados.
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Figura 5.5. FAC e FACP da série do numero de infetados por SARS-CoV-2.

Escolheu-se um modelo do tipo ARIMA(1,0,0), ou AR(1), para modelar estes dados e procedeu-
se a estimac¢do dos seus parametros. Tal ficou a dever-se ao facto da FAC convergir para zero a

medida que os lags aumentam e a FACP se anular a partir da ordem 2.

Para o nimero de casos 0 modelo AR(1) ajustado foi o seguinte

X =20,39 +0.67X;_4
com variancia dos residuos de 4596.
Depois de analisada a significancia dos pardmetros passou-se a andlise dos residuos (figura 5.6).
Pode verificar-se que praticamente todos os valores da FAC e da FACP estdo dentro das bandas
de confianca a 95% pelo que os residuos se comportam como um ruido branco. Também
comprovado pelo teste de Ljung-Box (p-value = 0.9953, pelo que ndo se rejeita a hipotese nula

de ndo correlagdo dos dados).
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Figura 5.6. Residuos do modelo AR(1) ajustado a série do nimero de casos semanais.
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Figura 5.7. Histograma dos residuos do niimero de casos semanais.

De seguida, aplicou-se o teste t-student para testar a hipotese de que a média dos residuos é nula
(Hp), obtendo-se um p-value de 0.948, pelo que ndo existe evidéncia estatistica de que a média

dos residuos seja significativamente diferente de zero.

Validado o modelo procedeu-se a previsao para os anos de 2024 ¢ 2025.

Na Figura 5.8 mostra-se o ajustamento do modelo AR(1) estimado aos dados reais (linha a
vermelho) e a previsdo para os anos de 2024 e 2025 (linha a azul), como os respectivos intervalos
de previsdao a 80% (cinzento escuro) e a 95% (cizento claro). As previsoes indicam que nos anos
2024 e 2025 o nimero de casos tende a estabilizar em valores proximos de zero.

As previsoes sdo feitas admitindo que o futuro é parecido com o presente e o passado recente.
Como a partir de meados de 2022 muitas semanas registaram valores muito pequenos ou nulos
(ndo sabemos se por falta de registos ou porque realmente ndo ocorreram infe¢des) ¢ normal que

as previsdes se comportem assim.
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Figura 5.8. Previsdo e ajustamento do numero de casos semanais por Covid-19.

Tendo em consideraco as medidas de precisio do ajustamento através do modelo AR(1) estimado

(tabela 5.2) temos, por exemplo, um erro médio (ME) de ajustamento bastante baixo o que revela
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que 0 modelo estimado se ajusta bem aos dados. Ou seja, o modelo consegue capturar os valores
observados mesmo tendo em conta a pequena dimensao da série e a existéncia de valores muito
baixos (por vezes zero) do numero de casos de Covid-19. Por este motivo (presenca de zeros),
ndo foi possivel calcular-se uma das medidas mais adequadas, que ¢ o MAPE (e por isso o valor

NA apresentado na tabela abaixo)

ME RMSE MAE MAPE

ARIMA/SARIMA | 0.3491134 || 67.36887 | 41.57604 NA

Tabela 5.2. Valores das medidas da precisdo do ajustamento do niimero de casos semanais.

5.2.3. Modelacao e previsao a partir do algoritmo LSTM

A segunda parte do trabalho consiste em aplicar o algoritmo LSTM para a modelagdo e previsao
do numero de infegdes e de mortes por Covid-19 na Guiné-Bissau. Para tal, usou-se o software
Python, versao 3.12.
Em primeiro lugar, comegou por re-escalonar-se os dados relativos ao nimero de casos (como
posteriormente sera efectuado para o numero de mortes). Existem dois tipos de re-escalacdo dos
dados: a normalizag@o e a standardizagdo (ou padronizacao).
Na normalizacio os dados sdo redimensionados (por exemplo, deixam de estar entre 0 minimo
e 0 maximo para estarem dentro do intervalo entre 0 ¢ 1). Na padronizacdo os dados sdo
centrados na média e divididos pelo desvio-padrao. Neste caso assume-se que os dados se ajustam
bem a uma distribui¢cdo normal.
Como os nossos dados sdo assimétricos positivos fizemos uma normalizagdo. Mais concretamente
_ X¢g—min

Ye = max — min
onde x; ¢ a observacao original no instante ¢ € o min € o max sdo, respectivamente, os valores
minimo e maximo globais observados. Pelo que os dados transformados passaram a pertencer ao

intervalo entre O e 1.

No segundo passo foi preciso determinar os dados de treino e os dados de teste. Para os dados de
treino usou-se 65% da informacdo (103 observagdes iniciais) e para os dados de teste 35% (56
observacao finais). A mesma abordagem sera feita para o nimero de mortes (analisados em 5.2 €
5.6).

No processo de treino e teste usou-se o algoritmo supervisionado. Para a implementagdo do

modelo LSTM foram importadas diversas bibliotecas (tensorflow.keras.models; keras.layers,
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keras.models). A fung@do de ativacdo da rede usada foi a ReLU. O nimero de nodos ou neurénios
que sdo ativados foi de cinquenta, o nimero de entrada da informagdo € 1. Resultou num total de

50851 nos, como se pode observar pela tabela 5.3.

As perdas e a exatidao dos dados treinados e de teste foram representadas utilizando os comandos
plt.plot() e o model history. Isto é importante para saber como € que o modelo convergiu ao longo
das andlises. Tanto o ajustamento como as previsdes foram obtidas na escala original dos dados,
depois de efetuadas as transformagoes inversas. As sequéncias de camadas apresentadas na tabela
5.3 sdo geradas automaticamente pela rede tendo em conta o nimero de entradas determinado

pelo analista.

Model: "sequential™

Layer (type) output Shape Param #
“Lstm (LsTM) ~ (None, 1, s0)  1ea0e
1stm 1 (LSTM) (None, 1, 5@) 20200
1stm 2 (LSTM) (None, 50) 20200
dense (Dense) (None, 1) 51

Total params: 50851 (198.64 KB)
Trainable params: 58851 (198.64 KB)
Mon-trainable params: @ (©.00@ Byte)

Tabela 5.3. Modelos de treino de LSTM.

Com base na Figura 5.9, relativa ao nimero de casos semanais de Covid-19, podemos observar o
ajustamento aos dados de treino e aos dados de teste através do algoritmo de LSTM. Na tabela

5.4 temos os valores das medidas de precisao.
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Figura 5.9. Ajustamento e previsdo do ntimero de casos através do algoritmo LSTM.
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Em resumo, dos métodos de ajustamento utilizados constata-se um pior desempenho do modelo
LSTM em relacdo ao ARIMA, onde apresentou, por exemplo, um erro de ajustamento de ME=
53.7. Os dados nao s6 tém poucas observacfes como variam bastante, oscilando entre valores
demasiado elevados comparados com valores demasiado baixos, por vezes nulos ou quase nulos.
Estes aspectos dificultam a aprendizagem do algoritmo e dai os elevados valores das medidas de
precisdo. Contudo, podemos afirmar que o modelo capta bem a variabilidade dos dados.

RMSE | MAE
LSTM | 1352 125.1 113.4 53.7

MAPE ME

Tabela 5.4. Medidas de precisdo do ajustamento através do algoritmo LSTM para os casos por Covid-19.

5.3 Numero de mortes por Covid-19

De modo a melhor resumir os dados analisou-se o niimero de 6bitos (ou mortes), por ano e por
més, por Covid-19. Contudo, para implementagao dos modelos ARIMA ¢ LSTM os dados serao
analisados por semana.

Como s6 dispomos de 3 anos e 1 més de dados (que corresponde 159 semanas) ndo usamos o
conjunto de treino para a modelagdo e o conjunto de teste para a validagao das previsdes, isto no

caso da modelag@o do tipo ARIMA.

5.3.1 Analise descritiva do nimero de mortes por Covid-19

Na tabela 5.5 apresentam-se as principais medidas estatisticas dos dados relativos as mortes por
Covid-19. Como se pode observar, o ano em que se registou o maior niumero de mortes foi o ano

de 2021, com uma média de 2 mortes por més, como um maximo de 14 mortes.

Mortes 2020 2021 2022 | 2023
N° mortes (N° de semana) | 70 (4) | 104 (52) | 25(52) | 1 (16)
Média 1.16 2 0.50 0.06
Mediana 1 1 0 0
Desvio Padriao 1.45 321 1.09 0.25
Minimo 0 0 0 0
Maximo 5 14 6 1

Tabela 5.5. Descricao estatistica dos dados ndo transformados.
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Na figura 5.10 representou-se o nimero de mortes por més, tendo-se verificado, tal como no

numero de casos, um grande numero de valores discrepantes (com os valores mais elevados nos

meses de agosto e setembro). Os meses de agosto ¢ setembro foram também os meses que

apresentaram as medianas mais elevadas.
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Figura 5.10.Caixa de bigodes do nimero de mortes por meses.

Na figura 5.11, constata-se que o nimero de mortes por Covid-19 ndo apresenta uma média

constante ao longo dos meses, com uma subida brusca nos meses de julho, setembro e outubro,

como ja tinhamos visto na figura anterior (relativamente as medianas).
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Figura 5.11. Média do ntimero de mortes por meses.

Na Figura 5.12, constata-se que o nimero de mortes apresenta igualmente uma variancia nao

constante ao longo dos meses, com valores superiores a 5 nos meses de julho, agosto e setembro

(sendo o més de agoro aquele que registou a subida mais brusca), e inferior a 5 nos restantes

meses.
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Figura 5.12. Variancia do nimero de mortes por meses.

5.3.2 Modelagao e previsao a partir de modelos do tipo ARIMA/SARIMA

O numero de mortes por virus tem uma maior frequéncia até a semana 92 (que corresponde a
dezembro de 2021), com uma média de 2 dbitos por semana. Nas restantes 67 semanas as mortes
ou deixam praticamente de ocorrer (ou deixam de ser registadas) existindo, contudo, algumas

ocorréncias (com uma média de 0,5 6bitos por semana).
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Figura 5.13.Série do numero de mortes semanais.

Como se pode observar pela figura 5.13 o nimero de mortes tem valores muito baixos nos anos

de 2022 e 2023, com um pico no ano 2021, o ano de maior nimero de mortes.
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Figura 5.14. FAC e FACP do numero de mortes semanais.

Usualmente numa modelagao estatistica para séries temporais os dados devem ser divididos em
treino e teste. Contudo, para o presente trabalho os dados ndo podem ser divididos em treino e
teste devido ao elevado numero de zeros que as bases de dados apresentam, tantos as dos casos

como as das mortes.

Foram realizados os testes mencionados na seccdo 2.6 para testar a hipotese da existéncia de
tendéncia, tendo-se obtido evidéncia estatistica suficiente para afirmar que a sériec nao ¢
estacionaria (apresentando uma tendéncia decrescente). Tendo em conta esta evidéncia de ndo
estacionariedade da série foi efetuada uma transformagao de Box-Cox (1 = 0.2897) e, de seguida,

fez-se uma tUnica diferenciagao simples para estabilizar a tendéncia da série (média e variancia).
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Figura 5.15. FAC e FACP da série transformada do ntimero de mortes semanais.

Através da analise das FAC e FACP comegcadmos por ajustar um modelo AR(5) aos dados
transformados. Contudo, os coeficientes do modelo de ordens 3 a 5 revelaram-se néo
significativos. Ficando, portanto, um modelo do tipo AR(2) de parametros ¢, = —0,5492 e

¢, = —0,2818 (com variancia dos residuos igual a 3,902).
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Assim, obtivemos para os dados das mortes um modelo ARIMA(2,1,0) que se escreve da seguinte
forma

Xe=(14¢1)Xeor + (2 — 1) Xep — P2Xe—s
ou seja,

X, = 0,4518X,_, + 0,2674X,_, + 0,2818X,_s

cujos residuos se comportam como um ruido branco (Figura 5.16) de média nula (p-value igual a
0.9897 relativo ao teste t-student)
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Figura 5.16. Residuos do modelo ARIMA(2,1,0) ajustado a série do nimero de mortes semanais.

Os residuos apresentam uma distribuicdo aproximadamente simétrica (Figura 5.17)
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Figura 5.17. Histograma dos residuos do modelo ARIMA(2,1,0) ajustado ao nlimero de mortes semanais.

Foi também realizado o teste de autocorrelacdo de Ljung-Box, para testar a ndo autocorrelagao
dos residuos (p-value = 0.9186). Podemos afirmar que o modelo ajustado parece adequado.

Com base na figura 5.19, mostra-se que o modelo se ajusta bem aos dados. Ou seja, capta bem a
variabilidade destes ao longo dos anos em estudo. Ja as previsoes para 2024 e 2025 sdo quase (ou
mesmo) nulas pois as previsdes sdo feitas partindo do pressuposto que os valores futuros sdo

muito semelhantes ao presente e passado mais recente. Como os valores de 2023 sdo muito baixos
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e em muitos vezes nulos, os valores previstos sdo os espectaveis caso o padrio anterior se

mantivesse.
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Figura 5.18. Previsdo e ajustamento do ntimero de mortes semanais por Covid-19.

Tendo em consideracdo as medidas de precisdo do ajustamento o modelo ARIMA(2,1,0) estimado
(tabela 5.6) temos, por exemplo, um erro médio (ME) de ajustamento bastante baixo o que revela
que o modelo estimado se ajusta bem aos dados. Ou seja, o modelo consegue capturar os valores
observados mesmo tendo em conta a pequena dimensdo da série e a existéncia de valores muito
baixos (por vezes zero) do nimero de obitos por Covid-19. Por este motivo (presenca de zeros),

ndo foi possivel calcular o MAPE (e por isso o valor de NA apresentado na tabela abaixo).

ME RMSE MAE MAPE

ARIMA/SARIMA [ 0.4206067 | 1.827938 | 0.9637228 NA

Tabela 5.6. Precis@o da previsdo do ntimero de mortes semanais.

5.3.3 Modelacao e previsao a partir do algoritmo LSTM

O método de aprendizagem e treino utilizado ¢ o modelo supervisionando, tal como citado
anteriormente para os dados do nimero de casos. Para os dados de mortes sdo implementados os
mesmos padrdes de analise e as mesmas bibliotecas do python. O total de pardmetros treinados

para os dados sdo de 113776, como se pode observar pela tabela 5.7.
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Model: “"sequential”

Layer (type) output Shape Param #
1stm (LSTM) - (None, 1, 75) ======;;=a;====
1stm_1 (LSTM) (None, 1, 75) 45300
1stm 2 (LSTM) (None, 75) 45300
dense (Dense) (None, 1) 76

Total params: 113776 (444.44 KB)
Trainable params: 113776 (444.44 KB)
Non-trainable params: @ (.00 Byte)

Tabela 5.7. Modelos de treino de LSTM.

Com base na Figura 5.19, para a previsao de mortes por Covid-19 através do modelo de LSTM,
o numero de Obitos por virus tem uma maior proporcdo entre as semanas de 20 e 80

(correspondente aos anos 2020-2021), com uma média de 2 dbitos por semana.
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Figura 5.19. Previsdo e ajustamento do niimero de mortes através do algoritmo LSTM.
Em resumo, dos métodos de ajustamento utilizado constata-se igualmente um pior desempenho

do algoritmo LSTM, relativamente ao modelo ARIMA. O comentario feito para o caso dos

infectados aplica-se ao caso das mortes.

RMSE

MAE

MAPE

MSE

ME

LSTM

2.28

1.87

3.40

7.94

2.05

Tabela 5.8. Precisao do ajustamento dos resultados do modelo LSTM relativos as mortes por Covid-19.



5.4 Comparacao entre os modelos ARIMA e o algoritmo LSTM

De forma a resumir o desempenho dos modelos ARIMA e LSTM séo apresentadas as medidas
de precisdo para os dados ajustados relativamente aos infetados e as mortes por Covid-19.

Como no caso dos modelos do tipo ARIMA ndo foi possivel usar um conjunto de teste para
validacdo das previsdes as medidas de precisao destas ndo serdo aqui apresentadas para 0 caso 0
LSTM, pois ndo existe como comparar as duas abordagens em termos de capacidade de previsao.
Em todo o caso, dada a possivel falta de qualidade dos dados, bem como 0 nimero muito reduzido
de casos e de mortes reportados nas ultimas semanas de dados também néo sera de esperar boa

capacidade de previsdo.

Modelos RMSE MAE ME MAPE
ARIMA 67.36 4157 0.35 NA
LSTM 135.2 125.1 53.7 1134

Tabela 5.9. Resumo dos resultados dos diferentes métodos para a série dos casos.

Modelos RMSE MAE ME MAPE
ARIMA 1.8 0.9 0.4 NA
LSTM 2.2 1.8 2.1 34

Tabela 5.10. Resumo dos resultados dos diferentes métodos para a série das mortes.

Com base nestes resultados podemos considerar que o modelo tradicional de série temporal
apresenta um melhor desempenho relativamente ao algoritmo LSTM, tanto para o caso dos

infetados como para o caso das mortes.

Apesar dos valores do ME terem os valores muito inferior sendo possiveis de comprovar que
modelos ARIMA podemos manter esta afirmacdo sobre a maior capacidade de previsdo para o
modelo ARIMA.
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Consideracoes finais, limitacoes e trabalho futuro

As analises e previsdes de séries temporais tém evoluido bastante com o passar do tempo. Onde
no principio se utilizavam apenas as observacdes para compreender a evolugdo de um fenémeno,
passando depois pela utilizacdo de simples médias, depois para a utilizagdo de métodos
matematicos (lineares e ndo-lineares) e, hoje em dia, com os algoritmos de inteligéncia artificial.
Para este trabalho foram aplicados dois tipos de técnicas de analise de séries temporais, 0S

modelos do tipo ARIMA/SARIMA e as redes neuronais recorrentes, nomeadamente o LSTM.

Neste trabalho foram aplicadas estas metodologias ao conjunto do nimero de casos e mortes por
Covid-19 na Guiné-Bissau entre 26/03/2020 a 15/04/2023. Estes dados foram retirados dos
bancos de dados da OMS. Apesar da OMS ser o principal recurso de dados mundial sobre a
pandemia de Covid-19 no mundo, os dados relativos a Guiné-Bissau podem ndo corresponder a
realidade do que efectivamente ocorreu durante o periodo da pandemia. Isto tendo em conta que
a Guiné-Bissau ¢ um dos paises mais pobre do mundo, com uma elevada instabilidade politica,
um baixo nivel de condi¢des sanitarias e com uma economia e estuturas deficientes, logo uma
falta de capacidade logistica para lidar com a pandemia e ter dados mais fidveis em todo o
territorio nacional. Dai, que as interpretagdes dos modelos ajustados e das correspondentes
previsdes tenham de ser feitas com o cuidado necessario devido a possivel falta de confiabilidade
dos dados que sdo utilizados para este trabalho.

Para além da falta de confiabilidade nos dados, estes ndo sé tém poucas observa¢des como variam
bastante, oscilando entre valores demasiado elevados comparados com valores demasiado baixos,
por vezes nulos ou quase nulos. Estes aspectos dificultam a escolha de conjuntos de treino e de
teste adequados, bem como a aprendizagem do algoritmo de redes neuronais.

Apesar de tudo isto, podemos afirmar que ambas as metodologias conseguiram captar bastante

bem a variabilidade dos dados.
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E de salientar que o uso dos métodos tradicionais de séries temporais e de inteligéncia artificial
para analise e previsdo de dados sequenciais sdo muito importantes em diversas areas pelo que
para a minha formacdo foi muito importante aprofundar o conhecimento e a aplicacdo dos
modelos do tipo SARIMA e entre outros métodos de séries temporais, bem como aprender novas
metodologias como séo as redes neuronais. Também gostaria de salientar o aprofundamento da
aprendizagem na linguagem Rstudio e Python, bem como para a aprendizagem sobre inteligéncia
artificial, sobre a qual nada sabia (para além do que ouvia nas noticias) antes de ter iniciado esta

tese de mestrado.

Como trabalho futuro, tem-se como sugestao nessa linha de pesquisa a investigagcdo de fatores
relacionados com os dados epidemioldgicos com o intuito de melhor compreender quais as
regides e/ou os estratos da populacdo da Guiné-Bissau mais afectadas pelo Covid-19.

Outra possibilidade de trabalho futuro seria a combinacdo de modelos/metodologias de séries
temporais (por exemplo, decomposi¢ao classica ou alisamento exponencial) juntamente com os

algoritmos de redes neuronais.

Por fim, tem-se como oportunidade relevante a utilizag&do da metodologia para o desenvolvimento
de pesquisas com outros conjuntos de dados em demais areas, nomeadamente para os estudos de
epidemiologia. Entende-se que o conhecimento aqui adquirido pode ser adequado a demais
estudos para as areas de estatistica e de inteligéncia artificial para posteriores pesquisas nos
estudos das doencas epidemioldgicas existentes na Africa subsaariana, em especial para Costa
Ocidental da Africa.
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