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Utilização de índices nas bandas da área do visível para determinação da quantidade 
e qualidade da pastagem 

 

Resumo 
 
À medida que a vegetação da pastagem matura sofre alterações de cor, e por isso a taxa 

de crescimento das plantas está relacionada com variabilidade do espectro luminoso. 

Câmaras fotográficas normais podem funcionar como sensores de proximidade porque 

capturam as bandas vermelho (R), verde (G) e azul (B) do espectro eletromagnético, com 

as quais se podem construir índices RGB da vegetação. Utilizámos imagens digitais de 

pastagem captadas com uma câmara Go-Pro para determinar o valor nutritivo. As fotos 

da pastagem foram centradas na perpendicular de uma área limitadas por um aro com 

0,25m2 (50cmX50cm) que serviu igualmente para colher amostras da pastagem para 

determinação e cálculo de matéria seca (MS), proteína bruta (PB) e fibra insolúvel em 

detergente neutro (NDF), e ainda determinação das cinzas totais para cálculo da matéria 

orgânica (MO). Foram efetuadas colheitas de pastagem em 4 datas distintas: 22 de abril, 13 

de maio, 3 de junho e 24 de junho de 2013. As imagens foram analisadas para extrair 

quantidade de pixéis em cada banda e utilizadas para testar vários índices RGB que 

foram correlacionados com a composição química das amostras colhidas. Os resultados 

indicam que os índices correlacionaram-se melhor em abril do que em etapas mais 

avançadas da maturação. Os índices com melhor desempenho foram o MGVRI e o MPRI, 

com correlações positivas e significativas com a PB (MGVRI (r=.704, p<.01) e MPRI 

(r=.701, p<.01)) e negativas com o NDF (MGVRI (r=-.481, p<.01) e MPRI (r=-.476, p<.01)). 

Concluiu-se que a partir de imagens digitais se pode prever de forma simples o valor 

nutritivo da pastagem complexas e quais os índices mais promissores que merecem ser 

explorados futuramente. 

 

 

 

Palavras-Chave: Pastagens, Sensores de proximidade, Valor Nutritivo, Métodos 

Indiretos, Imagens Digitais 
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Using indices in the visible area bands to determine pasture quantity and quality 

 

Abstract 

 

As pasture vegetation matures the plants undergoes color changes and plants 

growth rate is then related to the variability of the light spectrum. Normal cameras 

can be used as proximity sensors because they capture the red (R), green (G) and 

blue (B) bands of the electromagnetic spectrum, with which vegetation (RGB) 

indices can be built. We used digital images of grasslands captured with a Go-Pro 

camera to determine the nutritional value. The photos of the pasture were centered 

on the perpendicular of an area limited by a frame with 0.25m2 (50cmX50cm) which 

also served to collect samples of the pasture for the determination and calculation 

of dry matter (DM), crude protein (CP) and insoluble fiber in neutral detergent 

(NDF), and also determination of total ash for calculation of organic matter (OC). 

Pasture samplings were carried out on 4 different dates: April 22, May 13, June 3 

and June 24, 2013. The images were analyzed to extract the number of pixels in each 

band and used to test various RGB indices that were correlated with the chemical 

composition of the samples collected. The results indicate that the indices 

correlated better in April than in more advanced stages of maturation. The indices 

with the best performance were MGVRI and MPRI, with positive and significant 

correlations with BP (MGVRI (r=.704, p<.01) and MPRI (r=.701, p<.01)) and negative 

with the NDF (MGVRI (r=-.481, p<.01) and MPRI (r=-.476, p<.01)). It was concluded 

that it is possible to predict the nutritional value of complex pastures from digital 

images. Which are the most promising indices that deserve to be explored in the 

future were evidenced. 

 

 

 

 

 

Keywords: Pastures, Nutritional Value, Quantity, Indirect Methods, Digital Images  
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1. Introdução 

 

Segundo Allen, et.al (2011), o termo pastagem refere toda a terra composta por 

vegetação e cujo potencial seja o pastoreio pelas mais diversas espécies animais. Mais 

concretamente, pastagens são comunidades de plantas, geralmente herbáceas 

forrageiras (gramíneas e leguminosas), aproveitadas predominantemente no próprio 

local em que se desenvolvem pelos animais em pastoreio, e, portanto, particularmente 

importantes em sistemas extensivos de produção animal (Moreira, 2002). A estrutura 

da pastagem altera-se ao longo da estação, bem como à medida que diferentes espécies 

de plantas com diferentes fenologias amadurecem, sendo a distribuição espacial da 

biomassa numa pastagem comumente expressa em quilogramas de matéria seca (MS) 

por hectare (kg MS/ha) (Carvalho et.al, 2008).  

Nos últimos anos, os sistemas extensivos têm ganho relevância pois são uma valiosa 

ferramenta para o desenvolvimento sustentável do setor primário em Portugal, 

diminuindo os problemas ambientais, económicos e sociais que os modelos de 

exploração animal atuais acarretam (Correia, 2018). De facto, a rentabilidade das 

explorações agropecuárias depende, entre outros fatores, dos custos relacionados com 

a alimentação animal, sendo a pastagem um dos recursos utilizado por muitos 

agricultores. Isto significa que, se adotarmos estratégias adequadas no que respeita ao 

pastoreio, conseguiremos rentabilizar financeiramente as explorações (Van den Pol-van 

Dasselaar et.al, 2014). Tais estratégias teriam por base optimizar a ingestão do efetivo, 

sendo para isso importante a estimativa da massa forrageira disponível, 

preferencialmente através de métodos rápidos, fiáveis e reprodutíveis.  
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2. Métodos para estimar a massa forrageira  

 

Sabendo que a massa forrageira representa a quantidade de matéria seca ao nível do 

solo por cada unidade de área, é importante estimar o seu valor uma vez que irá 

determinar o sucesso da gestão e rentabilização das pastagens. Para tal, podemos 

recorrer a técnicas diretas baseadas no corte da pastagem e a técnicas indiretas. Nos 

métodos diretos, para podermos estimar a massa forrageira (kg MS/ha) é necessário 

recorrer ao corte da pastagem numa determinada área, com posterior cálculo da 

matéria seca. Este corte, se for possível a sua análise química, pode ainda fornecer 

informação sobre a qualidade da pastagem (Mannetje, 2000). É um método preciso, mas 

destrutivo, trabalhoso e demorado. Outra desvantagem é exigir um grande número de 

amostragens numa pastagem, de forma a que os resultados obtidos sejam 

representativos da variabilidade espacial existente na pastagem e, portanto, fiáveis 

(Mannetje, 2000).  

Existem ainda, formas de estimar a massa forrageira das pastagens sem recorrer ao 

corte de pequenas porções das mesmas, designando-se por métodos indiretos (Silva & 

Cunha, 2003), que incluem técnicas não destrutivas, expeditas e comparativamente 

menos trabalhosas, mas cuja utilização se encontra dependente de calibrações e poderá 

gerar resultados menos precisos que as técnicas diretas. Nos vários métodos disponíveis 

para estimar a massa forrageira, a precisão da estimativa dependerá de diversos fatores 

como: técnica utilizada; espécie; idade; altura; época do ano (Dufloth et.al, 2015), pelo 

que a escolha do método mais adequado terá de ter em consideração a dimensão e 

especificidades da pastagem, o propósito da estimativa, a precisão necessária, bem 

como os recursos disponíveis (equipamentos e mão de obra) (Mannetje, 2000).  

 

2.1 Métodos Diretos 

 

Os métodos diretos, utilizados para estimar a massa forrageira, envolvem o corte de 

uma área da pastagem em que, posteriormente, é realizada uma pesagem da amostra 

de pastagem recolhida (Mannetje, 2000). Visto que, estes métodos fazem uso do corte 

de uma amostra de pastagem são classificados como destrutivos, já que impossibilita 
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novas avaliações na área onde se colheu pastagem. A determinação da quantidade de 

pastagem residual (pastagem que permanece após o período de pastoreio) é 

determinada de maneira idêntica. Este método é considerado bastante fiável desde que, 

seja estabelecido um plano experimental que seja seguido, assim como um plano das 

áreas onde se irá proceder à recolha de pastagem (Mannetje, 2000).  

 

São diversos os equipamentos que poderão ser utilizados para o corte da pastagem, 

podendo ser: 

• Instrumentos de corte mecânico; 

• Instrumentos de corte manual. 

 

O tipo de equipamento a utilizar é escolhido de acordo com o tipo de pastagem 

(homogénea ou heterogénea) e com o relevo da área, mas o mais importante é o 

número de amostras que se recolhem. 

As amostras recolhidas são posteriormente secas e pesadas e podem servir para outras 

análises químicas para cálculo de valor nutritivo. Tem que se ter especial atenção ao 

corte das amostras para que não contenham pequenas porções de terra ou de folhas de 

árvores. Caso o mesmo se verifique, irá haver uma deturpação dos resultados após feitas 

análises químicas às amostras (Edvan et.al, 2016). 

 

Segundo Barnett (1974), não é recomendada a utilização deste método em grandes 

áreas de pastagem devido à maior probabilidade de ocorrência de erros e pelo facto de 

ser necessária uma mão-de-obra superior e, consequentemente, um maior gasto de 

tempo no processo de recolha de amostras. Devido às razões acima mencionadas, há 

uma necessidade de reduzir os custos associados à mão-de-obra e o tempo necessário 

para tal, pois uma recolha de um menor número de amostras da pastagem gerará, 

consequentemente, uma menor precisão e eficácia dos resultados obtidos. 
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2.2 Métodos Indiretos 

 

De acordo com Silva & Cunha (2003), os métodos indiretos são considerados os mais 

adequados para estimar a massa forrageira de pastagens que estejam a ser pastoreadas 

devido, principalmente, à sua natureza não-destrutiva. Estes métodos foram surgindo 

devido à procura de métodos mais rápidos e eficazes, e baseiam-se no desenvolvimento 

de modelos preditivos da massa forrageira com base em diversas características das 

pastagens.  

 

Os métodos indiretos apresentam várias vantagens sobre os métodos diretos, das quais 

podemos destacar, a menor necessidade de mão-de-obra e equipamentos, a 

necessidade de um período de tempo menor, menor custo, possibilidade de aplicação 

em zonas que estejam submetidas a pastoreio ou áreas de acesso mais restrito, 

possibilidade de aplicação em áreas mais reduzidas onde o uso de métodos que 

requerem o corte da pastagem podem não ser benéficos (Frame, 1981). 

No entanto, o uso destes métodos gera uma menor precisão nos resultados obtidos 

quando comparados com os métodos diretos, uma vez que os resultados podem ser 

influenciados por diversas variáveis. Não obstante, pelo facto dos métodos indiretos 

exigirem menor dispêndio de tempo por observação e uma menor mão-de-obra, 

permitem que se efetuem um maior número de observações por unidade de tempo, 

rentabilizando desta forma a mão-de-obra disponível e uma recolha superior de número 

de amostras / área (Mannetje, 2000). 

 

Geralmente, as técnicas não destrutivas envolvem a medição de um ou mais atributos 

da pastagem, antes e após o período de pastoreio, compilado com uma previsão de 

massa forrageira por unidade de área (kg MS / ha) e utilizando equações de regressão 

adequadas para cálculo da MS e/ou aferir relativamente à qualidade. Para tal, é 

necessário um número limitado de amostras de pastagem para que se possa 

correlacionar com as características da pastagem (Silva & Cunha, 2003). Das equações 

de regressão são definidos vários parâmetros, tais como, coeficientes de determinação 

(R2), desvio padrão (s2) e coeficiente de variação (CV) que permitirão escolher o método 

mais adequado. De acordo com Nagelkerke (1991), o coeficiente de determinação (R2) 
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é considerado uma medida de sucesso dos modelos de regressão linear como modelos 

preditivos, sendo definido como a proporção de variância explicada pelo respetivo 

modelo de regressão. Os seus valores variam entre 0 e 1 sendo que, quanto mais 

próximo de 1 forem os valores apresentados mais robusto se torna o modelo. 

 

De entre os métodos indiretos destacam-se dois: 

• Régua, o qual se baseia na altura da pastagem; 

• Disco medidor, o qual se baseia na densidade da pastagem. 

 

 

2.2.1 Uso da Régua 

 

Consiste na medição da altura da pastagem utilizando uma régua graduada com uma 

escala correta (preferencialmente em cm) (Figura 1). Recorre-se ao uso de materiais 

transparentes e leves onde serão medidos dois pontos, o ponto mais alto e o ponto mais 

baixo da porção da pastagem em estudo, sendo a altura da pastagem a média aritmética 

desses dois pontos. São realizadas várias medições aleatórias de forma a integrar 

variações pontuais de altura e a média das alturas é calculada para posterior desenho 

da respetiva curva de calibração que permite relacionar a altura com a produção de 

massa forrageira (MS / ha) (Dufloth et.al, 2015). No entanto, as diferentes fenologias e 

estádios de desenvolvimento existentes das espécies das pastagens presentes na Bacia 

Mediterrânea, juntamente com as irregularidades do solo e existência de fauna, são 

fatores de variabilidade associados ao método que dificultam o estabelecimento de um 

valor médio (Dufloth et.al, 2015).  
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2.2.2 Uso do Disco Medidor  

 

Tem por base a correlação existente entre a altura da pastagem e a sua densidade. Esta 

técnica inicia-se através da introdução da ponta da haste do disco medidor na pastagem, 

perpendicularmente à mesma (Figura 2). Ao longo da aplicação da técnica, o prato do 

disco medidor vai-se deslocando até que a haste atinja o solo e seja feita uma medição 

da altura do prato na escala da haste, até tocar na pastagem, que irá ser diretamente 

proporcional à densidade da pastagem. Posteriormente, à semelhança do método da 

régua, será utilizada uma equação de calibração de modo a quantificar a produção de 

massa forrageira (kg MS / ha) (Dufloth et.al, 2015).  

A principal vantagem deste método é a rapidez da sua utilização, permitindo ao 

indivíduo recolher aproximadamente 50 leituras por cada 15 minutos (Cunha, 2002). 

 

Fonte: Rayburn & Lozier (2003) 

Figura 1 - Régua 
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Qualquer destes métodos exigem calibração anterior, o que é feito através do corte de 

amostras da pastagem. 

 

Silva & Cunha (2003) avaliaram os dois métodos indiretos supramencionados ao longo 

de 12 meses em pastagens do género Cynodon, tendo verificado que, no que se refere 

à precisão de ambos os métodos, não se detetaram variações significativas, mas que o 

método do disco medidor permite a obtenção de resultados de um modo mais rápido. 

Realçaram ainda a necessidade de calibrações frequentes em ambos métodos de forma 

a assegurar a precisão dos resultados. 

Dufloth et.al (2015) comparou também ambos métodos numa pastagem de Axonopus, 

tendo verificado diferenças nos coeficientes de determinação (Gráfico 1 e 2), o que 

permitiu selecionar o método do disco como o mais adequado na previsão da produção 

da massa forrageira (R2 = 0.73 vs R2 = 0.57) nas condições em que foi realizado o trabalho. 

 

 

Fonte: Rayburn & Lozier (2003) 

Figura 2 - Disco Medidor 
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Apesar dos modestos valores de R2, outros trabalhos reforçam também o uso do método 

do disco como o melhor método de predição da produção de massa forrageira (MS / 

ha), desde que devidamente calibrado (Cunha, 2002; Sanderson et al., 2001).   

 

Para além dos métodos referidos, vários outros métodos não destrutivos (indiretos) 

foram revistos por Frame (1981) e Mannetje (1978), destacando-se: 

 

• Estimativa visual; 

• Medições por sensores de proximidade e remotos; 

• Imagens de cobertura vegetal (remota ou ao nível do solo). 

 

2.2.3 Estimativa Visual 

 

O método de estimativa visual é realizado através de uma avaliação da pastagem 

existente na parcela que pretendemos quantificar que será comparada a uma avaliação 

realizada anteriormente, permitindo retirar conclusões quantitativas relativamente à 

pastagem (Edvan et.al, 2016). Embora este método permita um elevado número de 

observações / unidade de tempo tem que se ter em conta que o mesmo não é objetivo, 

uma vez que está fortemente dependente da eficácia e eficiência com que o individuo 

responsável realiza a estimativa visual e a correlaciona com os seus conhecimentos 

adquiridos em experiências anteriores. Além disso, as avaliações visuais podem ser 

Gráfico 1 - Gráfico de Regressão linear-Uso da 
Régua. 

Fonte: Dufloth et.al,  (2015) 

Gráfico 2 - Gráfico de Regressão linear-Uso 
do Disco Medidor. 

Fonte: Dufloth et.al, (2015) 



 

20  

influenciadas por variações nas características da pastagem (como a densidade e altura) 

assim como por condições climáticas (teor de humidade). É de realçar que o individuo 

que realiza este método tem que ser experiente visto que, através de uma simples 

observação o individuo terá que correlacionar a pastagem apresentada como os 

conhecimentos adquiridos anteriormente (Frame, 1981). 

 

No seu estudo, O’Donovan et.al (2002) comparou quatro métodos para estimar a massa 

forrageira numa pastagem (estimativa visual, disco medidor, estaca “Hill Farm Research 

organization” e o medidor de capacitância), tendo verificado uma melhor performance 

com o método de estimativa visual ao nível de precisão dos resultados, obtendo um 

modelo com R2 superior (0.95) aos restantes. Num outro estudo, a estimativa visual 

conseguiu também estimar com precisão a massa forrageira em pastagens de Brachiaria 

decumbens (R2 = 0.83) (Costa et. al, 2009). 

Apesar da subjetividade inerente ao método, a estimativa visual pode ser pertinente em 

estudos preliminares ou como suporte de decisões técnicas, permitindo também um 

controlo / perceção do crescimento da pastagem (Mannetje, 2000; Frame, 1981). 

 

2.2.4 Sensores de Proximidade e Remotos 

 

Tem havido um uso crescente de recursos mais tecnológicos na agricultura que 

permitem digitalização. Os sensores remotos permitem obter imagens da cobertura 

vegetal das pastagens em estudo, sendo úteis para estudar áreas maiores, mas pelo 

facto de serem imagens aéreas, estão limitados pelo facto de não ser possível visualizar 

a vegetação que se encontra sob a canópia (Serrano et.al 2021). A sua utilização pode 

ser combinada com o uso de dispositivos de proximidade, que permitem leituras ao nível 

do solo (Figura 3). Da utilização destes dispositivos podem ser retirados parâmetros 

como:  

• Índice de Vegetação de Diferença Normalizada (NDVI, do inglês Normalized 

Difference Vegetation Index) (Rouse et.al, 1974), que quantifica a vegetação 

através do cálculo da diferença entre a radiação do infra-vermelho próximo 

(Near-Infrared, NIR), que é refletida pelas clorofilas e do vermelho (RED), que é 

absorvida pelas plantas. Esta radiação emitida pelas plantas é captada nas 
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imagens obtidas pelos sensores e a vegetação pode ser quantificada pela 

fórmula:    

𝑁𝐷𝑉𝐼 = (𝑁𝐼𝑅 −  𝑅𝐸𝐷)/(𝑁𝐼𝑅 + 𝑅𝐸𝐷)     [Equação 1] 

 

 

• Capacitância – propriedade de armazenar energia sob a forma de cargas 

elétricas. Zonas de pastagem possuem valores de capacitância superiores, pelo 

que a sua medição com capacímetros (Figura 4) permite estimar a quantidade 

de massa forrageira (Serrano et.al, 2009). 

•  Temperatura – a temperatura das plantas está relacionada com a estrutura 

foliares interna, nomeadamente, conteúdo em água e nutricional (Costa et.al, 

2013), pelo que a monitorização da temperatura utilizando câmaras térmicas de 

infravermelhos (Figura 5) permitirá avaliar o estado da vegetação, sendo, 

portanto, um método com várias aplicações na agricultura (Manickavasagan 

et.al, 2005).   

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 Fonte: Serrano et.al (2018) 

Figura 3 - Monitorização da Produtividade das Pastagens: da Deteção Remota à 
utilização complementar de Sensores Próximos 
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A utilização isolada ou combinada destes parâmetros permite inferir qualitativa e 

quantitativamente sobre as características da pastagem. Carecem igualmente de 

calibração de forma a que as medições sejam representativas da pastagem avaliada. Por 

exemplo, Edirisinghe et.al (2011) desenvolveu um modelo (R2 = 0.85) baseado no NDVI 

obtido por imagens de satélite de alta resolução, que permite estimar 

quantitativamente a biomassa de pastagens.  

Serrano et.al (2018) avaliou a utilização da capacitância como método para determinar 

a matéria verde e seca da pastagem em três parcelas do Alentejo compostas por 

diferentes espécies vegetais, tendo verificado que a sazonalidade climática e o estádio 

de desenvolvimento das pastagens pode por em causa a fiabilidade do método uma vez 

que apenas nos meses de Fevereiro e Março se encontraram fortes correlações entre as 

leituras obtidas e a produtividade da pastagem. Num outro estudo, a avaliação da 

produtividade da pastagem na mesma região foi feita utilizando medições de 

capacitância e NDVI, observando-se elevadas correlações entre ambos parâmetros e a 

matéria verde, apesar de não terem sido tão eficazes a estimar a matéria seca (Serrano 

et. al, 2016). 

 

 

 

 

 

 

 

 

 

 

 

 

 
Fonte: Serrano et.al (2018) 

Figura 4 - Sonda Grassmaster II 
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Apesar de promissores relativamente aos baixos custos e à facilidade e rapidez de 

utilização, os métodos indiretos comportam várias limitações, não havendo nenhum 

método universal que permita estimar de forma precisa e realista a produtividade das 

pastagens. Desta forma, são necessários mais estudos que permitam desenvolver e/ou 

melhorar este tipo de métodos. 

3. Imagens Digitais e Determinação da Qualidade das Pastagens 

 

O uso de imagens digitais para aferir relativamente à qualidade das pastagens tem vindo 

a crescer dado que, de acordo com os estudos já realizados, é uma técnica precisa e que 

reduz os erros associados ao observador/ manipulador (Limb et.al, 2007) apesar de 

existirem erros associados que comprometem a sua interpretação e classificação. A 

presença de nuvens, as alterações sazonais da luz solar, a hora e até mesmo data, a 

heterogeneidade da pastagem e características técnicas da câmara ou sensibilidade do 

sensor a sombras e reflexos são fatores que poderão influenciar as imagens obtidas e 

afetar, consequentemente, a avaliação das pastagens (Barbosa et.al, 2016; Jorgensen 

et.al,  2013).  Poderá ser possível tratar as imagens obtidas das pastagens recorrendo a 

softwares de tratamento imagem que permitam a correção de artefactos presentes nas 

mesmas ou a utilização de filtros e ajustes de parâmetros aquando da obtenção das 

imagens (Lukina et.al, 1999).  

Fonte: Safa et.al (2019) 

Figura 5 - Imagem Térmica 
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O princípio por trás desta metodologia centra-se na reflecção de luz em determinados 

comprimentos de onda pelas plantas devido à incidência da luz solar (refletância) e/ou 

na ocorrência de fluorescência (absorção de luz de um determinado comprimento de 

onda e posterior emissão num comprimento de onda maior) (Barbosa et.al, 2016). 

Relativamente ao tipo de radiação, devido à absorção de radiação pela clorofila durante 

o processo fotossintético, as plantas têm baixa refletância na região do espetro visível e 

uma refletância superior na região do infravermelho próximo, e refletâncias baixas na 

zona do vermelho devido à absorção de radiação pela água (Jensen et al., 2009).  As 

câmaras digitais são capazes de detetar essas emissões de luz, resultando numa imagem 

onde cada pixel que a forma resulta da combinação das três cores primárias – Vermelho, 

Azul, Verde (sistema RGB - do inglês Red, Green, Blue) (Barbosa et.al, 2016). Para além 

da contagem de bandas do espectro, as imagens digitais permitem a contagem de pixels 

contido numa fotografia, produzindo uma estimativa digital relativamente à cobertura 

vegetal (Figura 6) (Jorgensen et.al, 2013; Barbosa et.al, 2016), que se usa para análise 

de vegetação (DIVA) e que está dependente do software utilizado. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Jorgensen et.al (2013) 

Figura 6 - Exemplo de Duas Imagens Digitais, Pano de Fundo Preto (a) e Pano de Fundo Branco 
(c), e suas Respetivas Imagens Binárias (b e d), Convertidas usando Técnicas de Análise de 

Vegetação de Imagens Digitais (DIVA) 
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Lukina et.al (1999) levaram a cabo um estudo de aplicação de imagens digitais para 

estimar a cobertura vegetal em campos de trigo (Triticum aestivum) através da 

correlação entre a percentagem de pixels correspondentes à cor da vegetação e a 

percentagem de cobertura vegetal, tendo inclusivamente obtido uma elevada 

correlação entre os valores de percentagem de cobertura vegetal obtidos com este 

método e o índice NDVI, falado anteriormente. No entanto, identificaram o tipo de solo 

como principal fator limitativo do método, sendo necessário efetuar vários ajustes de 

contraste, brilho e balanço das imagens em função das características do solo de 

determinada área. 

 

Para além do NDVI, outro índice usado frequentemente é o índice de Área Foliar (IAF), 

obtido através do quociente entre a soma da área de uma das faces das folhas projetada 

sobre a área da superfície do solo, estando fortemente relacionado com a produtividade 

das pastagens, uma vez que o nível de atividade fotossintética depende da área foliar e 

da incidência da radiação solar (Watson, 1952). Softwares de determinação de áreas 

podem ser utilizados para determinar este índice e desenvolver modelos preditivos de 

áreas foliares (Ferreira et.al 2009). Por exemplo, foram desenvolvidos e validados 

modelos preditivos de área foliar (R2 > 0.98) em seis espécies diferentes de leguminosas 

forrageiras utilizando imagens digitais das folhas processadas com o software ImageJ do 

pacote R Leaf Area (Santana et.al, 2018). Num outro estudo, a área foliar foi 

determinada recorrendo a câmaras digitais mais acessíveis e económicas, como por 

exemplo, de telemóveis, câmaras web ou câmaras semiprofissionais, sem que a precisão 

dos dados obtidos seja afetada (Guerrero et.al, 2012). No entanto, estas imagens foram 

obtidas em laboratório, pelo que a sua utilização in situ teria de ser igualmente validada.     

 

Outros índices podem ser obtidos a partir das imagens digitais, como resultado da 

combinação entre dois ou mais comprimentos de onda e que refletem características da 

cobertura vegetal da zona fotografada:    

• Modified Green Red Vegetation Index (MGVRI);  

• Green Leaf Index (GLI);  

• Modified Photochemical Reflectance Index (MPRI); 



 

26  

• Red Green Blue Vegetation Index (RGVBI); 

• Excess of green (ExG); 

• Vegetativen (VEG). 

 

3.1 Modified Green Red Vegetation Index (MGVRI) 

 

O Índice de Vegetação Verde Vermelho Modificado (Modified Green Red Vegetation 

Index (MGVRI)), uma adaptação do índice de GVRI proposto por Tucker (1979), permite 

a distinção entre o solo e a vegetação (Bendig et.al, 2015). No entanto, as sombras 

produzidas pelas nuvens podem interferir com os resultados, levando a uma 

sobrestimação do grau de desenvolvimento da vegetação, pelo que a sua utilização terá 

de ser cuidadosamente avaliada (Barbosa et.al, 2019). O cálculo deste índice é feito 

utilizando os valores de refletâncias do verde (G) e vermelho (R) das imagens digitais 

conforme a fórmula: 

 

((𝐺)2 − (𝑅)2)/((𝐺)2 + (𝑅)2 )   Bendig et.al (2015)   [Equação 2] 

 

3.2 Green Leaf Index (GLI)  

 

O Índice de Folha Verde (Green Leaf Index (GLI), proposto por Louhaichi et.al (2001) e 

cuja fórmula se encontra abaixo (Equação 3), é calculado utilizando a diferença 

normalizada das diferentes faixas espectrais (verde (G), vermelho (R) e azul (B)). Este 

índice pode assumir valores que oscilam entre 1 e -1 em que, os valores positivos são 

inerentes a área constituída por vegetação e os valores negativos representam áreas de 

solo. 

 

(2𝐺 − 𝑅 − 𝐵)/(2𝐺 + 𝑅 + 𝐵 )   Louhaichi et.al (2001)    [Equação 3] 
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3.3 Modified Photochemical Reflectance Index (MPRI) 

 

O Índice de Refletância Fotoquímica Modificado (MPRI, do inglês Modified 

Photochemical Reflectance Index) tem por objetivo a análise da diferença normalizada 

desencadeada na resposta espectral verde (G) em relação ao vermelho (R), tendo por 

base a enfatização da região verde da vegetação (Yang et.al, 2008). O seu cálculo pode 

ser realizado utilizando a seguinte fórmula: 

 

(𝐺 − 𝑅 )/(𝐺 + 𝑅 )   Yang et.al (2008)   [Equação 4] 

 

Segundo o estudo  de Barbosa et.al (2019), o MPRI é o índice que se adequa para 

classificar a variabilidade da vegetação e a cobertura do solo, uma vez que permitir a 

distinção visual destes dois parâmetros e devido ao facto de ser menos afetado por 

sombras. Gonçalves et.al (2017) verificou também uma elevada correlação entre os 

valores de MPRI e presença de vegetação (Axonopus affinis) com um R2 = 0.89, 

detentando uma variabilidade do indice em relação ao estádio de desenvolvimento da 

vegetação. 

 

3.4 Red Green Blue Vegetation Index (RGVBI) 

 

O Índice de vegetação Vermelho Verde e Azul (RGVBI, do inglês Red Green Blue 

Vegetation Index) foi proposto também por Bendig et.al (2015), sendo definido pela 

diferença normalizada do quadrado da refletância do verde (G) e o produto da 

refletância do azul (B) pelo vermelho (R), de acordo com a seguinte fórmula:   

 

(𝐺 − (𝐵 ∗ 𝑅𝐺))/((𝐺)2 + (𝐵 ∗ 𝑅))  Bendig et.al (2015)     [Equação 5] 
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Os autores verificaram uma maior aplicabilidade deste índice para estados iniciais do 

desenvolvimento das culturas (no caso do estudo referido, culturas de cevada Hordeum 

vulgare), onde a distinção entre vegetação e solo foi mais eficaz, tendo obtido valores 

de R2 = 0.82 na estimativa da biomassa da cultura  (Bendig et.al 2015).  

3.5 Excess of green (ExG) 

 

À semelhança dos índices referidos anteriormente, o Índice Excesso de Verde (ExG, do 

inglês Excesso of Green), proposto por Woebbecke et.al (1995), visa evidenciar e separar 

a vegetação do solo exibido, com a particularidade de distinguir igualmente os resíduos 

de vegetação em condições de sombra e elevada intensidade solar. Para tal, são 

consideradas as diferenças existentes nas intensidades de verde (G) e vermelho (R) e 

nos seus diferentes comportamentos na interação com o solo e com a vegetação (Souza, 

2018).  

Este índice é representado pela seguinte fórmula: 

 

2𝐺 − 𝑅 − 𝐵   Woebbecke et.al (1995)       [Equação 6] 

   

No seu trabalho, Barbosa et.al (2016) observou uma reduzida capacidade deste 

indicador de distinguir a vegetação do solo, avaliando erradamente o grau de 

desenvolvimento da vegetação de determinadas áreas. No entanto, tais resultados 

contrariam aqueles observados por Torres-Sánchez et.al (2015) em plantações de trigo, 

onde obtiveram precisões de 90% na deteção de vegetação, apesar de ocorrer sub e 

sobre estimação dos valores em zonas onde o tamanho das plantas era inferior e 

superior à média, respetivamente. 

3.6 Vegetativen (VEG) 

 

O Índice Vegetativen é uma adaptação de Hague et.al (2006) do índice desenvolvido por 

Marchant & Onyango (2000) para corrigir as sombras presentes em imagens obtidas 

com iluminação solar, aplicando uma constante a de valor 0.667 aos valores do 

vermelho (R) e azul (B), de acordo com a seguinte fórmula:  
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𝐺

𝑅𝑎× 𝐵(1−𝑎)     Hague et.al (2006)      [Equação 7]    

 

No seu trabalho, Hague et.al (2006) verificaram a eficácia deste índice em identificar a 

percentagem de componente vegetal de imagens de campos de cereais, obtendo uma 

boa correlação entre a metodologia automática e a manual. Noutro estudo, a 

aplicabilidade deste índice foi também analisada para determinar a cobertura vegetal 

em campos de feijão Canavalia ensiformis e da planta Pennisetum glaucum, tendo-se 

observado nível variável de eficácia do índice de acordo com a espécie analisada (R2 = 

0.84 para C. ensiformis e R2 = 0.46 para P. glaucum) (Beniaich et.al 2019). 

 

Os estudos referenciados permitem concluir que a aplicação de imagens digitais para 

avaliar a vegetação existente em pastagens, apesar de extremamente promissora, 

carece ainda de estudos que permitam ultrapassar as limitações existentes, de forma a 

que os resultados obtidos sejam robustos e com reduzida variabilidade relativamente às 

condições ambientais. 

 

O objetivo deste estudo passa, principalmente, por conseguirmos obter um método 

expedito e que possa facilmente ser usado pelo agricultor. Pretendemos averiguar se, 

através de uma fotografia recolhida pelo agricultor da sua pastagem, se consegue aferir 

a sua qualidade e quantidade. A fotografia poderá ser tirada através de um smartphone, 

uma vez que nos dias que correm o seu uso é cada vez mais comum, assim como o 

acesso à internet que, segundo o estudo feito por Costa, et.al (2016), a nível mundial 3,4 

bilhões de pessoas têm acesso e fazem usofruto desta. 

É de realçar que, nas condições presentes na Bacia Mediterrânea, as pastagens são 

bastante heterogéneas ao nível da sua estrutura e densidade, o que irá influenciar a 

validação destas imagens digitais para determinar a qualidade e quantidade das 

pastagens.  
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4. Materiais e Métodos 

 

4.1 Local dos ensaios  

 

As colheitas de amostras foram realizadas numa parcela com cerca de 7 ha, localizada 

na Quinta da Silveira, (latitude 38,6218119º N; longitude 7,9462648º W) em Évora, 

Portugal. A monitorização da pastagem foi feita em quarenta e sete pontos de 

amostragem (Figura 7), que distavam 35 m uns dos outros, constituindo os pontos de 

amostragem uma grelha regular, em que cada quadrícula tinha 1,225m2 de área.   Os 

pontos de amostragem foram georreferenciados com GNSS de precisão (GPS Trimble 

RTK/ PP-4700, Trimble Navigation Limited, EUA), e reconhecíveis no terreno com 

pequenas estacas de ferro. 

Nesses 47 pontos foram efetuadas colheitas de imagens e de pastagem em 4 datas 

distintas: 22 de abril, 13 de maio, 3 de junho e 24 de junho. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7 - Parcela e pontos de amostragem do estudo  

Fonte: Adaptado de Serrano et.al, 2016 
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4.2 Recolha das amostras 

 

Em cada ponto de amostragem foi utilizada um aro com 0,25m2 (50cmX50cm) 

(Figura 8). Em cada ponto recolheram-se um mínimo de 2 fotografias, utilizando uma 

máquina fotográfica GoPro Hero 2, tendo como referência o centroide do aro e 

mantendo uma distância de 80cm na perpendicular. Após a captura das fotos, toda 

a pastagem que se encontrava no interior foi cortada com uma tesoura elétrica cerca 

de 2cm acima da superfície do solo.  O material vegetal foi colocado em sacos de 

plásticos identificados e transportada para o Laboratório de Metabolismo e Nutrição 

da Universidade de Évora, onde se realizaram os procedimentos laboratoriais.  

 

4.3 Análise da massa forrageira e do valor nutritivo da pastagem 

 

 No laboratório as amostras do material vegetal foram pesadas para determinação, 

da massa forrageira em verde (kg MV/ha). Seguidamente eram secas na estufa 

durante 72h a 65ºC e pesadas novamente par determinar a quantidade de matéria 

Seca ((kg MS/ha). As amostras secas foram moídas e utilizadas para determinar a 

matéria seca residual (para poder expressar os parâmetros analíticos em % de MS, 

ISSO 6496:1999). Foram ainda determinadas as cinzas totais para cálculo da matéria 

orgânica (MO), a proteína bruta (PB, método Dumas, ISO 16634–1;2008) e a fibra 

insolúvel em detergente neutro (NDF, ISO 16472:2006).  

 

 

 

 

 

 

 

 

 

 Fonte: Autor 
 

Figura 8 - Aro utilizado nas colheitas de amostras 
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A matéria seca residual foi feita secando as amostras a 105 ºC durante 24h. As cinzas 

totais foram obtidas após inceneração na mufla a 550ºC durante 3 horas, seguido de 

uma hora em estufa a 150ºC. A determinação de PB foi realizada pelo método Dumas 

por deteção da condutividade térmica do azoto libertado por combustão a altas 

temperaturas em oxigénio puro (LECO), convertido em proteína bruta usando o fator 

6,25.  A determinação da fibra foi feita segundo o método de Van Soest (Fibretherm) 

usando detergente neutro. 

 

4.4 Análise das imagens da pastagem 
 

Para procedermos à análise da qualidade da pastagem é necessário recorrer à instalação 

do software ADI, desenvolvido pela empresa Analog Devices, Inc. 

Antes da utilização do Software as fotografias originais foram recortadas, de forma a 

conseguir remover a área em torno do aro e o mais próximo possível do mesmo para 

que consigamos selecionar a sua área interna (evitando ao máximo deturpações e incluir 

extremidades do aro o que iria afetar as leituras de cor). 

Descrevemos seguidamente a ações efetuadas para o tratamento das imagens de forma 

a obtenção automática dos canais de RED, GREEN e BLUE e qu podem ser observadas na 

Figura 9. 

1 - Selecionar a opção “Spatial Analysis”; 

2 - Selecionar a imagem cuja pastagem pretendemos analisar; 

3 - Na opção “Select Measurement Tool” e optar pela opção “Rectangle Tool”; 

4 – Selecionar a área dentro do frame e com ± 7000pixels; 

5 – Opção “Save Measurement”. 
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Após este processo, obtinha-se um ficheiro em formato “.txt” (Fig.10) com a compilação 

dos resultados obtidos após a análise das fotografias inerentes a um determinado ponto. 

 

 
 
 
 
 
 

 
 
 

Figura 9 - Ecrãs do ADI Software durante o tratamento das imagens 

Figura 10 - Dados Obtidos do Software ADI 

Fonte: Autor 
 

Fonte: Autor 
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Posteriormente procedeu-se à elaboração de uma folha de excel (Fig.11) onde constam 

os dados acima mencionados e a partir dos quais pudemos calcular as média e desvio-

padrão de cada ponto salientando que, para cada ponto existem 2 fotografias.  

 

 
 

Com os valores médios dos vários canais para cada fotografia foram calculados vários 

índices RGB, nomeadamente usando as equações 2, 3, 4, 5, 6 e 7, descritas na revisão 

bibliográfica. 

 

 

4.5 Análise Estatística  

 

A análise de dados foi conduzida com o programa SPSS, (IBM,versão 26). Na descrição 

de variáveis foram utilizadas médias (M), desvios padrões (DP), medianas (Mdn) e 

percentis/ quartis (P25-P75). Na avaliação da distribuição das variáveis foram utilizados 

os coeficientes de assimetria e curtose. Os coeficientes de correlação Pearson e 

Spearman foram utilizados para avaliar a associação entre os índices vegetativos 

laboratoriais e de imagens digitais, conforme foi ou não detetada proximidade à 

normalidade das distribuições. A regressão linear foi utilizada para avaliar a qualidade 

preditiva das imagens digitais, pelo cálculo do coeficiente de determinação (R2). 

 

 

Figura 11- Folha de Excel para Tratamento dos Dados 

Fonte: Autor 
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5. Resultados e Discussão 
 

5.1 Valor nutritivo da pastagem 
 
 
Tabela 1 - Variação Sazonal do Valor Nutritivo da Pastagem (Média ± Desvio-Padrão), n=47 

 Biomassa 
(kgMSTotal/ha) 

MO (%MS) PB (%MS) NDF (%MS) 

Datas Média Desvio-
Padrão 

Média Desvio-
Padrão 

Média Desvio-
Padrão 

Média Desvio-
Padrão 

Colheita 1 
(22/04)  

1387,00 700,75 85,50 35,31 14,00 3,68 54,00 6,74 

Colheita 3 
(13/05)  

1528,87 884,39 90,97 2,53 13,25 3,36 56,27 6,40 

Colheita 6 
(03/06)  

1569,95 1042,36 92,57 1,48 10,23 2,36 59,37 6,17 

Colheita 9 
(24/06)  

911,19 878,98 93,19 2,04 8,16 2,15 68,32 4,47 

 
 
Tabela 2 – Variação Espacial do Valor Nutritivo da Pastagem (Média ± Desvio-Padrão), n=4 

 
Biomassa 

(kgMSTotal/ha) 
MO (%MS) PB (%MS) NDF (%MS) 

Ponto Média Desvio-
Padrão 

Média Desvio-
Padrão 

Média Desvio-
Padrão 

Média Desvio-
Padrão 

1 1478,67 569,76 91,23 2,62 14,94 5,14 52,17 11,10 

2 3022,73 1257,50 89,98 2,03 14,61 3,28 56,05 9,89 

3 730,44 376,94 92,15 1,67 9,89 2,03 63,59 8,48 

4 1461,01 543,92 92,21 2,04 10,49 3,10 63,54 6,48 

5 971,11 532,26 92,41 2,32 9,32 2,44 61,05 6,37 

6 1036,03 495,72 89,01 6,22 10,00 1,86 61,99 5,04 

7 1476,70 930,63 86,06 11,73 10,80 2,04 63,03 4,93 

8 1491,61 619,54 87,19 2,73 13,37 2,82 54,26 10,13 

9 1475,43 313,04 93,49 0,54 8,64 1,50 63,03 3,47 

10 1449,38 572,83 88,86 5,21 16,07 3,45 55,08 8,14 

11 1483,63 947,29 89,76 4,74 11,51 2,73 57,60 5,55 

12 2479,28 944,16 89,56 2,39 15,81 1,95 55,94 4,54 

13 1884,21 1122,51 86,30 11,65 12,89 1,50 55,47 3,72 

14 684,78 336,08 91,31 3,83 11,27 2,82 57,79 9,12 

15 1251,15 290,77 91,13 3,83 8,79 1,91 58,88 9,89 

16 928,44 302,07 91,91 2,47 11,88 4,36 60,78 6,69 

17 1292,43 366,98 89,67 6,40 9,38 2,46 67,70 2,67 
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18 2527,77 1367,52 89,30 2,57 17,11 5,83 53,16 8,48 

19 1947,06 619,69 82,95 14,79 10,04 1,94 65,06 4,70 

20 506,23 442,37 91,19 3,41 11,19 3,30 54,13 8,53 

21 910,90 679,00 85,09 11,33 11,86 1,37 54,03 1,93 

22 1078,31 318,73 91,87 3,00 10,78 3,24 57,35 10,75 

23 640,33 350,34 92,49 1,50 9,28 1,66 55,54 6,42 

24 1184,95 488,87 85,81 13,63 8,95 1,80 62,43 6,84 

25 1334,48 443,28 91,41 2,17 11,24 3,97 58,85 9,63 

26 1890,33 478,45 86,66 3,47 14,47 2,57 57,51 4,24 

27 3728,70 1024,90 87,08 5,18 14,25 3,10 53,90 6,97 

28 759,11 370,67 86,49 12,70 10,04 1,57 60,17 4,44 

29 1292,90 259,88 87,24 8,09 12,23 3,33 61,49 7,60 

30 2142,14 877,83 89,31 4,76 17,19 4,49 52,22 5,75 

31 1421,64 297,07 86,37 11,88 12,43 2,53 57,51 5,13 

32 865,42 181,58 87,35 8,76 11,35 2,95 57,12 6,28 

33 697,01 225,18 91,70 1,67 10,57 2,30 59,63 5,89 

34 1246,76 142,35 89,49 4,43 10,83 2,66 59,25 5,53 

35 586,26 311,98 93,31 2,13 7,17 1,32 65,80 4,76 

36 535,41 233,78 91,80 1,97 10,92 2,02 56,95 9,76 

37 454,35 205,30 90,94 3,37 8,77 1,74 59,43 5,50 

38 1810,46 762,60 86,22 11,44 9,41 1,59 65,49 4,23 

39 1054,71 419,09 89,61 6,83 9,90 1,95 61,08 7,14 

40 460,14 122,42 90,44 5,44 8,03 2,18 62,34 10,86 

41 656,42 298,77 89,34 10,06 7,01 1,19 64,12 6,42 

42 873,27 549,95 89,09 7,19 9,87 1,81 59,68 5,74 

43 1115,29 563,06 90,10 2,11 11,67 4,01 62,14 5,56 

44 2089,13 826,43 90,20 0,44 10,08 1,35 66,49 4,21 

45 1570,22 748,13 143,28 97,67 12,90 1,68 63,89 4,25 

46 2290,33 665,49 85,94 4,21 16,98 3,25 54,84 10,37 

47 881,85 264,36 92,08 1,07 9,84 1,26 62,44 2,52 

 

5.2 Análises de correlação 
 

Na Tabela 3 são apresentados os resultados descritivos das variáveis analisadas. As 

distribuições das variáveis foram avaliadas pelos coeficientes de assimetria e curtose. 

Quando próximos do enquadramento [-1; 1] foram calculadas médias (M) e desvios 

padrão (DP). Fora desse intervalo foram observadas as variáveis Biomassa 

(kgMSTotal/ha) e MO (% MO), para as quais foram calculadas medianas (Mdn) e 

percentis (P25 e P75). 
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Tabela 3 - Análise descritiva das distribuições dos índices vegetativos 

 Assimetria Curtose M DP P25 Mdn P75 

MGVRI 0.74 -0.16 -0.03 0.21 -0.20 -0.07 0.12 

GLI 0.51 -0.75 0.14 0.12 0.04 0.13 0.23 

MPRI 0.80 0.06 -0.01 0.11 -0.10 -0.03 0.06 

RGVBI 0.16 -1.19 -0.31 0.12 -0.42 -0.32 -0.20 

ExG 0.49 -0.76 22.13 18.32 6.69 20.10 35.56 

VEG 1.05 0.70 1.34 0.38 1.02 1.24 1.56 

RGB greenness 0.49 -0.76 22.13 18.32 6.69 20.10 35.56 

        

Biomassa (kgMSTotal/ha) 1.38 2.25 1356.02 926.48 680.40 1187.60 1743.00 

MO (% MS) 10.37 130.44 90.55 17.95 88.59 92.28 93.36 

PB (% MS) 0.84 0.61 11.44 3.78 8.85 10.73 13.46 

NDF (% MS) -0.12 -0.70 59.44 8.08 53.28 59.70 65.38 

 

Nas Tabelas 4, 5, 6 e 7 são apresentadas as matrizes de correlações entre dos índices 

vegetativos nos momentos de colheita número 1 (22 de abril), colheita número 3 (13 de 

maio), colheita número 6 (3 de junho) e colheita número 9 (24 de junho). O objetivo 

centra-se nas correlações dos índices MGVRI, GLI, MPRI, RGVBI, ExG, VEG e RGB 

Greenness (imagens digitais) com os índices de Biomassa (kgMSTotal/ha), MO (% na 

MS), PB (% na MS) e NDF (% na MS). As correlações entre os índices e as análises 

laboratoriais da pastagem estão destacadas a cinzento nessas tabelas. 

Na colheita de 22 de abril, as correlações mais fortes foram encontradas com o índice 

PB (% MS), particularmente com MGVRI (r=.704, p<.01) e MPRI (r=.701, p<.01). Foram 

ainda identificadas correlações positivas moderadas [0.3; 0.7] do índice PB (% MS) com 

os restantes índices. O índice NDF associou-se de forma negativa moderada [-0.7; -0.3] 

com o MGVRI, GLI, MPRI, VEG e RGB greenness. 

 

Tabela 4 - Matriz de correlações de Pearson dos índices vegetativos na colheita número 1, de 
22 de abril 

 Imagens digitais (1:7) Análise laboratorial (8:11) 

 1 2 3 4 5 6 7 8 9 10 11 

1 MGVRI 1 .784** .999** .530** .640** .746** ,664** .017 .224 .704** -.481** 
2 GLI  1 .775** .932** .903** .978** ,842** .020 .144 .563** -.319* 
3 MPRI   1 .518** .625** .739** ,654** .007 .218 .701** -.476** 
4 RGVBI    1 .870** .917** ,820** .060 .076 .399** -.205 
5 ExG     1 .880** 1,000** .087 -.008 .562** -.294 
6 VEG      1 ,852** .054 .102 .571** -.330* 
7 RGB greenness       1 .087 .047 .523** -.315* 
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8 Biomassa (kgMSTotal/ha)        1 -.305* 0.250 -0.002 
9 MO (% MS)         1 .093 .042 
10 PB (% MS)          1 -.784** 
11 NDF (% MS)           1 

*p<.05;**p<.01; Correlações envolvendo as variáveis Biomassa (KgMSTotal/ha) e MO (% 
MS) calculadas com o coeficiente de correlação de Spearman 
 

Na colheita de 13 de maio não foram detetadas correlações fortes. Contudo, foram 

observadas correlações positivas, com valores entre r=.446 e r=.608 da Biomassa 

(kgMSTotal/ha) com os restantes índices. Neste particular, a principal correlação foi com 

o RGB greeness (r=.608, p<.01). Foram também observadas correlações moderadas 

negativas entre o índice MO (% na MS) e os restantes índices, com mínimo de r=-.292, 

p<.05 (RGVBI) e máximo de MPRI (r=-.542, p<.01). O índice PB (% MS) obteve correlações 

positivas moderadas com os restantes índices considerados, nomeadamente r=.471 

(RGVBI) e r=.586 (VEG), mínimo e máximo respetivamente. 

 

Tabela 5 - Matriz de correlações de Pearson dos índices vegetativos na colheita número 3, de 
13 de maio 

 Imagens digitais (1:7) Análise laboratorial (8:11) 

 1 2 3 4 5 6 7 8 9 10 11 

1 MGVRI 1 .510** .999** .131 .411** .464** .473** .473** -.533** .529** -.308* 
2 GLI  1 .503** .889** .897** .970** .406** .449** -.466** .567** -.235 
3 MPRI   1 .125 .411** .460** .892** .566** -.542** .537** -.310* 
4 RGVBI    1 .783** .916** .411** .446** -.292* .471** -.184 
5 ExG     1 .849** .822** .487** -.416** .523** -.176 
6 VEG      1 1.000** .473** -.482** .586** -.269 
7 RGB greenness       1 .608** -.408** .515** -.139 
8 Biomassa (kgMSTotal/ha)        1 -.518** .628** -.357* 
9 MO (% MS)         1 -.685** .521** 
10 PB (% MS)          1 -.650** 
11 NDF (% MS)           1 

*p<.05;**p<.01; Correlações envolvendo as variáveis Biomassa (KgMSTotal/ha) e MO (% 
MS) calculadas com o coeficiente de correlação de Spearman 
 

Na colheita número 6, de 3 de junho, também não foram detetadas correlações fortes. 

Contudo, foram observadas maiores diferenças de correlação entre os índices com 

correlações positivas moderadas variando entre r=.383 (GLI) e r=.628 (MPRI) para o 

parâmetro Biomassa (kgMSTotal/ha). Em detalhe, as principais correlações foram com 

o MPRI (r=.628, p<.01), MGVRI (r=.617, p<.01) e RGB greeness (r=.617, p<.01). Foram 

também observadas correlações moderadas negativas entre o índice MO (% MS) e os 

restantes índices, com mínimo de r=-.438, p<.01 (RGVBI) e máximo de VEG (r=-.569, 

p<.01). O índice PB (% MS) obteve correlações positivas moderadas com os restantes 

índices considerados, nomeadamente r=.399, p<.01 (RGB greenness) e r=.596, p<.01 
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(VEG), mínimo e máximo respetivamente. 

 

Tabela 6 - Matriz de correlações de Pearson dos índices vegetativos na colheita número 6, de 3 
de junho 

 Imagens digitais (1:7) Análise laboratorial (8:11) 

 1 2 3 4 5 6 7 8 9 10 11 

1 MGVRI 1 .633** .999** .438** .578** .739** .617** .617** -.438** .441** -.081 
2 GLI  1 .634** .966** .984** .979** .487** .383** -.564** .570** -.089 
3 MPRI   1 .440** .581** .739** .994** .628** -.446** .447** -.080 
4 RGVBI    1 .967** .918** .501** .390** -.520** .521** -.084 
5 ExG     1 .954** .975** .579** -.563** .554** -.094 
6 VEG      1 1.000** .617** -.569** .596** -.134 
7 RGB greenness       1 .601** -.510** .399** -.008 
8 Biomassa (kgMSTotal/ha)        1 -.579** .512** -.054 
9 MO (% MS)         1 -.649** .068 
10 PB (% MS)          1 -.318* 
11 NDF (% MS)           1 

*p<.05;**p<.01; Correlações envolvendo as variáveis Biomassa (KgMSTotal/ha) e MO (% 
MS) calculadas com o coeficiente de correlação de Spearman 
 

 

Na colheita número 9, de 24 de junho, as correlações obtidas foram entre a Biomassa 

(kgMSTotal/ha) e os índices MGVRI (r=.529, p<.01), MPRI (r=.525, p<.01), ExG (r=.560, 

p<.01), VEG (r=.529, p<.01) e RGB greenness (r=.510 , p<.01), todas positivas e 

moderadas. O índice MO (% MS) correlacionou-se de forma moderada e negativa com 

todos os restantes índices de interesse, variando entre r=-.375 (p<.01) e r=-.485. 

 

 

Tabela 7 - Matriz de correlações de Pearson dos índices vegetativos na colheita número 9, de 
24 de junho 

 Imagens digitais (1:7) Análise laboratorial (8:11) 

 1 2 3 4 5 6 7 8 9 10 11 

1 MGVRI 1 .402** .998** .194 .307* .535** .529** .529** -.385* .200 -.197 
2 GLI  1 .404** .964** .966** .979** .030 .157 -.485** .150 -.064 
3 MPRI   1 .195 .312* .536** .988** .525** -.375* .189 -.197 
4 RGVBI    1 .954** .923** .035 .192 -.448** .103 -.012 
5 ExG     1 .926** .953** .560** -.426** .099 .022 
6 VEG      1 1.000** .529** -.481** .155 -.102 
7 RGB greenness       1 .510** -.382* .017 .138 
8 Biomassa (kgMSTotal/ha)        1 -.498** .237 -.023 
9 MO (% MS)         1 -.470** .227 
10 PB (% MS)          1 -.508** 
11 NDF (% MS)           1 

*p<.05;**p<.01; Correlações envolvendo as variáveis Biomassa (KgMSTotal/ha) e MO (% 
MS) calculadas com o coeficiente de correlação de Spearman 
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De seguida procedeu-se à avaliação das medidas com correlação mais elevada em cada 

colheita (Figuras 9, 10, 11 e 12).  

Na colheita número 1 destacaram-se as medidas de imagens digitais MGVRI (r=.704, 

p<.01) e MPRI (r=.701, p<.01) na associação com o índice PB (% MS). Os coeficientes de 

determinação, que estimam o poder explicativo (%) da variável independente sobre a 

variável dependente apontaram para 49.6% no MGVRI e 49.2% no MPRI, i.e. valores 

muito próximos. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Na colheita número 3 (Figura 10) destacaram-se as medidas de imagens digitais RGB 

greenness (r=.608, p<.01) e VEG (r=.567, p<.01) na associação com os índices Biomassa 

(kgMSTotal/ha) e PB (% MS), respetivamente. Os coeficientes de determinação, que 

estimam o poder explicativo (%) da variável independente sobre a variável dependente 

apontaram para 21.1% na associação do RGB greenness com a Biomassa e 34.3% no 

MPRI, i.e. valores idênticos. 

Figura 9 - Análise da correlação do índice PB com os índices MGVRI e MPRI na colheita 
número 1 
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Na colheita número 6 (Figura 11) destacaram-se as medidas de imagens digitais MGVRI 

(r=.617, p<.01) e VEG (r=.617, p<.01) na associação com o índice Biomassa 

(kgMSTotal/ha). Os coeficientes de determinação, que estimam o poder explicativo (%) 

da variável independente sobre a variável dependente apontaram para 25.5% na 

associação do MGVRI com a Biomassa e 22.5% na associação do VEG com a biomassa. 

 

 

Figura 10 - Análise da correlação do índice Biomassa com o índice RGB greenness e do índice PB 
com o índice VEG na colheita número 3 

Figura 11 - Análise da correlação do índice Biomassa com o índice RGB greenness e do índice PB 
com o índice VEG na colheita número 6 
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Na colheita número 9 (Figura 12) destacaram-se as medidas de imagens digitais ExG 

(r=.560, p<.01) MGVRI (r=.529, p<.01) e VEG (r=.529, p<.01) na associação com o índice 

Biomassa (kgMSTotal/ha). Os coeficientes de determinação, que estimam o poder 

explicativo (%) da variável independente sobre a variável dependente apontaram para 

59.3% na associação do ExG com a Biomassa 13.8% na associação do MGVRI com a 

Biomassa e 63.4% na associação do VEG com a biomassa. 

 

 

 

 

Figura 12 - Análise da correlação do índice Biomassa com o índice RGB greenness e do índice 
PB com o índice VEG na colheita número 9 
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5.3 Coeficientes de determinação 
 
Nas Figuras 13 à 40 são apresentados os resultados da associação dos índices obtidos 

em laboratório com os obtidos pelas imagens digitais. Relativamente ao índice de 

Biomassa (kgMSTotal/ha), a primeira colheita não fornece informação relevante nas 

imagens digitais. Foi observada uma tendência para melhoria da capacidade preditiva 

sobre a biomassa ao longo das colheitas. Os melhores índices para avaliar a qualidade 

das pastagens relativamente à biomassa foram o RGBI na colheita número 9 (R2=0.548), 

ExG, na colheita número 9 (R2=0.593), VEG na colheita número 9 (R2=0.634) e RGB 

Greenness, também na colheita número 9 (R2=0.593).  

As associações das imagens digitais com o índice MO (% na MS) não foram relevantes 

(0.000<R2<0.323), concluindo-se as imagens digitais não são um bom método para 

avaliar a qualidade das pastagens baseada no MO.  

 

Ao avaliar os resultados das imagens digitais em associação com o índice PB (% na MS) 

conclui-se que a colheita número 9 é o pior momento para encontrar associações das 

imagens digitais com esta medida. Os melhores índices para avaliar a qualidade das 

pastagens relativamente ao PB foram o MGVRI na colheita número 1 (R2=0.496) e MPRI 

na colheita número 1 (R2=0.492).  

 

As associações das imagens digitais com o índice NDF (% na MS) não foram relevantes 

(0.000<R2<0.227), concluindo-se as imagens digitais não são um bom método para 

avaliar a qualidade das pastagens baseada no NDF. 

 

Em suma, o melhor índice baseado em imagens digitais para prever os índices obtidos 

em laboratório foram o VEG na colheita número 9, com 63.4% de poder explicativo 

sobre a biomassa. A biomassa foi o único índice laboratorial cujas associações com 

imagens digitais obteve capacidade preditiva superior a 50%, RGBI (R2=54.8%), ExG, 

(R2=59.3%), VEG (R2=0.63.4%) e RGB Greenness (R2=59.3%), mas apenas na colheita 

número 9. Foi ainda observada alguma capacidade preditiva, próxima de 50%, das 

imagens digitais MGVRI na colheita número 1 (R2=49.6%) e MPRI na colheita número 1 

(R2=49.2%) para com o índice PB (% MS). 
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As associações das imagens digitais com os índices MO (% MS)  e NDF (% MS) não 

foram relevantes pelo que não se aconselha este método para avaliar a qualidade das 

pastagens, com referência a estes índices. 

 

 

 
Figura 13 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo MGVRI por 

momento da colheita 
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Figura 14 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo GLI por momento 

da colheita 

 

 
 
 
 

 
Figura 15 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo MPRI por momento 

da colheita 
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Figura 16 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo MPRI por momento 

da colheita 

 
 

 
 

 
Figura 17 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo ExG por momento 

da colheita 
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Figura 18 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo VEG por momento 

da colheita 

 
 
 

 
Figura 19 - Regressões lineares da Biomassa (kgMSTotal/ha) explicada pelo RGB Greenness por 

momento da colheita 
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Figura 20 - Regressões lineares do MO (% MS) explicado pelo MGVRI por momento da colheita 

 
 

 

 
 

 
 

 
Figura 21 - Regressões lineares do MO (% MS) explicado pelo GLI por momento da colheita 
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Figura 22 - Regressões lineares do MO (% MS) explicado pelo MPRI por momento da colheita 

 
 

 

 
 
 
 

 
Figura 23 - Regressões lineares do MO (% MS) explicado pelo RGVBI por momento da colheita  
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Figura 24 - Regressões lineares do MO (% MS) explicado pelo ExG por momento da colheita 

 
 

 
 

 
Figura 25 - Regressões lineares do MO (% MS) explicado pelo VEG por momento da colheita 
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Figura 26 - Regressões lineares do MO (% MS) explicado pelo VEG por momento da colheita 

 
  

 
 
 
 

 
Figura 27 - Regressões lineares do PB (% MS) explicado pelo MGVRI por momento da colheita 
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Figura 28 - Regressões lineares do PB (% MS) explicado pelo GLI por momento da colheita 

 
 

 
 
 
 
 

 
Figura 29 - Regressões lineares do PB (% MS) explicado pelo MPRI por momento da colheita  
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Figura 30 - Regressões lineares do PB (% MS) explicado pelo RGVBI por momento da colheita 

 
 
 
 

 

 
Figura 31 - Regressões lineares do PB (% MS) explicado pelo ExG por momento da colheita 
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Figura 32 - Regressões lineares do PB (% MS) explicado pelo VEG por momento da colheita 

 
 

 

 
Figura 33 - Regressões lineares do PB (% MS) explicado pelo RGB Greenness por momento da 

colheita 
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Figura 34 - Regressões lineares do NDF (% MS) explicado pelo MGVRI por momento da colheita 

  

 

 

 
Figura 35 - Regressões lineares do NDF (% MS) explicado pelo GLI por momento da colheita 
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Figura 36 - Regressões lineares do NDF (% MS) explicado pelo MPRI por momento da colheita 

  

 

 

 

 
Figura 37 - Regressões lineares do NDF (% MS) explicado pelo RGVBI por momento da colheita 
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Figura 38 - Regressões lineares do NDF (% MS) explicado pelo ExG por momento da colheita 

 
 

 

 

 

 

 
Figura 39 - Regressões lineares do NDF (% MS) explicado pelo VEG por momento da colheita 
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Figura 40 - Regressões lineares do NDF (% MS) explicado pelo RGB Greenness por momento da 

colheita 
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6. Considerações Finais 
 

Nas pastagens presentes na Bacia Mediterrânea estamos perante pastagens de elevada 

heterogeneidade quer em termos de estrutura quer de densidade o que irá dificultar a 

validação de imagens digitais para que possamos aferir relativamente à quantidade e 

qualidade das pastagens.  

Essa heterogeneidade foi evidente no presente estudo, encontrando-se diferenças de 

valor nutritivo entre vários pontos da pastagem, e diferenças ao longo do tempo.  De 

destacar que os índices testados tiveram melhores associações quando o parâmetro em 

estudo tinha valores mais altos, nomeadamente melhor predição da massa forrageira 

na última colheita de junho, quando os valores são mais altos e melhor predição da 

proteína em abril, igualmente quando os valores são mais altos. 

 Com o nosso estudo concluímos que a metodologia baseada em imagens digitais, 

relaciona-se sobretudo com a biomassa e a proteína bruta, e que não existe um único 

índice que consiga correlacionar-se fortemente com todos os parâmetros de valor 

nutritivo e de quantidade disponível.  Mas a explicação de cerca de 50% da variação é 

promissora e os modelos deverão ser melhorados. Por exemplo, os índices testados não 

se comportaram todos da mesma maneira. Destacamos como mais promissores o 

MGVRI e o VEG porque não sendo sempre os mais explicativos em cada colheita tiveram 

em termos gerais previsões próximas de 50% nas várias colheitas ao longo do tempo, e   

relacionaram-se bem com parâmetros quer quantitativos (biomassa) quer qualitativos 

(PB). Mas é possível que o uso de diferentes índices mais adaptados às características 

da pastagem no momento consigam melhorar as previsões. 

Sendo um método de fácil execução, é possível que a sua utilização se venha a 

intensificar, e o presente estudo contribui para a seleção dos índices que deverão ser 

mais aprofundados.  
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