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A Histologia, o estudo de tecidos, é uma das áreas fundamentais da Biologia
que permitiu enormes avanços científicos. Sendo uma tarefa exigente, meticulosa
e demorada, será importante aproveitar a existência de ferramentas e algoritmos
computacionais no seu auxílio, tornando o processo mais rápido e possibilitando a
descoberta de informação que poderá não estar visível à partida.

Esta dissertação tem como principal objectivo averiguar se um animal foi ou
não sujeito à ingestão de um xenobiótico.

Com esse objectivo em vista, utilizaram-se técnicas de processamento e seg-

mentação de imagem aplicadas a imagens de tecido renal de ratos saudáveis e ratos
que ingeriram o xenobiótico. Destas imagens extraíram-se inúmeras características
do corpúsculo renal que após serem analisadas através de vários algoritmos de clas-
sificaçã,o mostraram ser possível saber se o animal ingeriu ou não o xenobiótico,
com um reduzido grau de incerteza.

Palavras-Chave: Processamento de Imagem, Segmentaçõ,o, Ertracçõ,o de Ca-
racterísticas, Classi,ficaçd,o, Aprendizagem Automdtica, H,istologia, Gomér"ulos Re-
nai,s, Xenobi,óticos





Processing and Classification of Biological
fmages: Application to Histology

ABSTRACT

Histology, the study of tissues, is one of the key areas of Biology that has
allowed huge advances in Science. Being a demanding, meticulous and time con-
suming task, it is important to use the existence of computational tools and algo-
rithms in its aid, making the process faster and enabling the discovery of informa-
tion that may not be initially visible.

The main goal of this thesis is to ascertain if an animal was subjected or not
to the ingestion of a xenobiotic.

With this in mind, were used image processing and segmentation techniques
applied on images of kidney tissue from healthy rats and rats that ingested the
xenobiotic. Flom these images were extracted several features of renal glomeruli
that after being analyzed by various classification algorithms had shown to be
possible to know, with an acceptable degree of certainty, if the animal ingested or
not the xenobiotic.

Keywords: Image Processi,ng, Segmentati,on, Feature Ertracti,on, Classification,
Machi,ne Leami,ng, Histology, Renal Glomeralus, Xenob,iotics
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Capítulo 1

lt roduçao

A Histologia é a área da Biologia que estuda a formação, estrutura e função
dos tecidos biológicos. Tbadicionalmente, os histopatologistas examinam imagens
ou lâminas de cortes histológicos com o intuito de classificar tecidos, diagnosticar
e f.azer prognósticos de doenças ou realizar estudos sobre desequilíbrios hormonais
e outros tipos de desordens. O processo, normalmente, inicia-se com a recolha de
amostras de tecidos de humanos, animais ou plantas através de biópsia. Posterior-
mente, essas amostras são examinadas através de um microscópio. Finalmente, e

tendo em conta a habitual morfologia celular e distribuição dos tecidos, são avalia-
dos desvios ou mudanças nas estruturas das células e/ou distribuição das mesmas
ao longo dos tecidos. A parte ingrata, é que muitas vezes as avaliações resul-
tantes destes processos são algo subjectivas e apresentam alguma variabilidade e
discrepância.

Torna-se então perceptível que este processo, apesar de se tratar de um processo
exigente, meticuloso, demorado e que requer profissionais altamente qualificados,
por vezes não produz resultados fiáveis.

Tendo em conta estes factores aliados à evolução dos computadores, problemas
Histológicos passaram a ser contemplados pela Bioinformática.

Como resultado dessa aliança, cada vez mais se aproveita a existência de ferra-
mentas e algoritmos computacionais no auxflio de processos histológicos, tornando-
os mais rápidos, automáticos e possibilitando a descoberta de detalhes e informações
que dificilmente um observador humano descobriria à partida [8801, SM97, GJ01].
A utilização destas ferramentas em conjunto com a cooperação de histopatologis-
tas permitirá efectuar estudos e avaliações com resultados mais objectivos e fiáveis.

Os avanços teóricos na Matemática e Ciências da Computação, áreas que fun-
damentam a Bioinformática, sofreram simultanemente uma evolução. O apare.
cimento de novas sub-áreas nas Ciências da Computação como a Aprendizagem
Automática, a Mineração de Dados e o Processamento de Imagem, vieram revo-
Iucionar a forma como se avaliam os problemas histológicos [8801].
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2 c.q,pÍruLo t. INTRoDtJÇÃo

Relativamente aos desafios existentes nos problemas histológicos salientam-se:

o a elimininação de ruídos nas imagens alvo de análise;

o a correcta segmentação das áreas de interesse;

o a escolha de características para representar e distinguir células/tecidos;

o a recolha e avaliação de medidas quantitativas de células/tecidos;

Esta dissertação pretende recorrer a meios computacionais para tentar superar os

desafios referidos no caso específico da avaliação de tecidos renais recolhidos de

ratos saudáveis e ratos sujeitos à ingestão de xenobióticos. Para tal, utilizaram-se
técnicas de processamento de imagem que permitiram isolar as regiões de interesse;

procedeu-se à definição de um conjunto de características capaz de caracterizar as

áreas de interesse e consequentemente à medição das mesmas; e procurou-se testar
várias técnicas de mineração de dados e aprendizagem automática com o objectivo
de construir um modelo capaz de classificar de forma eficaz novas amostras.

Como principais contribuições desta dissertação pode destacar-se:

o a possibitidade de segmentação semi-automática de glomérulos renais utili-
zando um novo método;

o a medição automática das características morfológicas de glomérulos renais;

o a aplicação de classifi.cadores a dados histomorfométricos;



1,1. ESTADO DA AH|E

1-.1- Estado da Arte
O processamento digital de imagem surgiu no final dos anos 60 e desde então

cresceu de tal modo que, actualmente, não existem áreas que não utilizem estas

técnicas de alguma forma [AR05].
Em iíreas como a Geografia, a Indústria, a Astronomia, a Segurança ou De-

fesa Militar, existem diversos exemplos de aplicação do processamento de imagem
como: a localização de regiões ou objectos em imagens de satélite, por exemplo,
veículos [2N01] ou embarcações [SSS08, AT93], estradas [WGZ+99, SU10, XTT05],
florestas [KM07], zonas poluídas [SSS96, PKF+00], fontes de recursos naturais ou
mesmo fenómenos espaciais [Mee99]; sistemas de reconhecimento facial WDL08],
para combate ao crime e terrorismo ou reconhecimento de pessoas desaparecidas;
sistemas de controlo de tráfego [MYHT92, THS96]; sistemas de visão computaci-
onal, para controlo de qualidade e inspecção e/ou detecção de falhas no fabrico
de diversos componentes industriais IPPVRSPGPO7, LF08, MNAOSAO3j, entre
muitas outras aplicações.

Alérn das áreas referidas, estas técnicas são arnplamente utilizadas na Medicina
e na Biologia. A aplicação do processamento de imagem em microscopias [MM90,
FSMC06, Bru88], radiografias [T[u81, HHH94, ZSW+08, OML+08], tomografias
computadorizadas [MY08, QSWR03], ecografias ou ressonâncias magnéticas [LBSMO9,
CGBL+05, KNATO7] permite, entre muitas coisas, a localização de tumores e ou-
tras patologias [UMS89, TJO01], a medição de volume de tecidos [LELLO3], o
diagnóstico de doenças [WMZDDS9, AYAN89, MFM+05, SCSGO9] ou o estudo de

estruturas anatómicas [AR05, GW0]., HKC07].
Existem também referências de trabalhos em que técnicas de processamento

e segmentação de imagem são utilizadas para o estudo de problemas histológicos

[PKC+04, CTCWo7, HBP09, NJA10].
No caso específico de glomérulos renais, são conhecidos alguns trabalhos onde

foram aplicadas algumas técnicas de segmentação como: transformada de wauelet e

algoritmo watershed lZF06a, ZF06b, ZZ07l, métoclo de Saltykov [AdAdS+96], cur-
vas de ajuste [ZH08a], programação dinâmica [YMK88], método de Otsu [ZH08b]
ou método spl'it and rnerge [KRB08].

Também são conhecidos trabalhos em que técnicas mineração de dados e apren-
dizagem automática, como redes bayesianas, regras de associação, árvores de de-
cisão e Support Vector Machi,nes foram utilizadas para a classificação de imagens
médicas e biológicas [WCS94, DOY98, SWC01, OE02, KIC04, FOT+05, ULdC05,
cLT+06, lBQoS, RNR+ 10].
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4 c.q,pÍruLo t. rNrRoDUÇÃo

L.2 Estrutura da Tese

Esta dissertação tem seis capítulos e está organizada do seguinte modo:

No Capítulo I-, pode.se ficar a conhecer quais os objectivos e motivações desta
dissertação. Este capítulo integra ainda o estado da arte e a estrutura organizaci-
onal deste documento.

O Capítulo 2 apresenta os conceitos de natureza biológica que devem ser tidos
em conta para o entendimento deste trabalho.

No Capítulo 3 constam todas as explicações referentes âos procedimentos efe-

tuados ao nível do processamento de imagem.
No Capítulo 4 relata como foi feita toda a selecção e extracção de carac-

terísticas a partir das imagens já processadas.

O Capítulo 5 refere-se a toda a parte de classificação e aos algoritmos utili-
zados para o efeito.

O Capítulo 6 contem as conclusões que se retiraram de todo o trabalho e que
melhoramentos ou trabalhos futuros poderão ser desenvolvidos.

Após as conclusões, surge a Bibliografia onde podem ser consultadas todas
as fontes que serviram de referência para este documento e finalmente os Anexos
onde consta toda a parametrizaçáo dos classificadores.



Capítulo 2

Conceitos de Natttreza Biológica

Este capítulo tem como objectivo apresentar uma breve descrição dos conceitos
de natureza biológica necessários à compreensão de parte deste trabalho, nome-
adamente, as características morfológicas da estrutura biológica da qual foram
extraídas as imagens utilizadas futuramente, o Rim.

2.t Morfologia do Rim
A unidade morfofuncional do rim designa-se por tubo urinífero e é o conjunto

de todos os tubos uriníferos que forma o parênquima renal.
O tubo urinífero é formado por dois componentes: o nefrónio e o sistema de

canais colectores.
O nefrónio, é constítuído por: corpúsculo renal, glomérulo, cápsula de Bowman,

tubo contornado proximal, ansa de Henle e tubo contornado distal.
O corpúsculo renal, ilustrado na Figura 2.1, é uma formação esférica constituída

por um conjunto de ansas capilares, o glomérulo, situado no interior da chamada
cápsula de Bowman, formada por duas membranas, uma interna, que envolve
intimamente os capilares glomerulares e uma externa, separada da interna. Entre
as membranas internas e externas existe uma cavidade denominada espaço capsular
de Bowman) fia qual se acumula o filtrado glomerular, ou urina primária.

5
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Cápsula de Bowman

Espaço de Bowman

GlomÉrulo

F'igura 2.1: Corpúsculo renal



Capítulo 3

Processamento de Imagem

Na Ciência da Computação, o processamento de imagens refere-se ao proces-
samento de imagens digitais através da utilização de computadores [GW01].

Pode-se então definir o processamento de imagens como um conjunto de técnicas
computacionais que permitem realizar um vasto conjunto de operações sobre ima-
gens. Dentro desse conjunto de operações destacam-se: o reconhecimento de
padrões, a extracção e análise de informação, o restauro, o realce e a percepção de
imagens.

Devido à evolução dos computadores e das tecnologias de processamento de
sinal, esta área cresceu consideravelmente ao longo da última década [Pra07] e

começou a ter um papel significativo em inúmeras aplicações relacionadas com a
Ciência, a Indústria ou a Medicina.

3.1 Condições de Recolha das Irnagens

Neste trabalho utilizaram-se imagens de corpúsculos renais de rins de rato ob-
tidas no Instituto de Patologia Experimental, Faculdade de Medicina da Universi-
dade de Coimbra que posteriormente foram cedidas ao Departamento de Biologia
da Universidade de Évora.

As seguintes subsecções apresentam a descrição técnica dos procedimentos se-
guidos para a obtenção das imagens.

3.L.1 Materiais e Métodos
Utilizaram-se 21 ratos Wistar, machos, com 7 dias de idade. Durante o estudo,

os animais foram alimentados com ração sintética completa e água, distribuídas
em sistema ad li,bitumr.

7
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Os animais foram mantidos nas condições ambientais e de manutenção deter-
minadas pela legislação em vigor na União Europeia, relativa à experimentação
animal (FELASA, http:llvw,rw.felasa.eu) e em Portugal (Portaria 1005192).

Os ratos foram distribuídos aleatoriamente em três gaiolas do tipo IV, corres-
pondentes a cada um dos seguintes grupos:

Gnupo N.o ANruers Clessp
Controlo

Óleo de Milho
Thirame

Tabela 3.1: Distribuição dos animais por grupos

Os animais do Grupo I não sofreram qualquer manipulação; aos animais do
Grupo III, foi administrado oralmente, duas vezes por semana, o ditiocarbamato
Thirame [C6H12N2S4, CAS n." 137-2Ç8, SIGMA], na dose de 100 mg.kg-r de
peso corporal, sendo o veículo de administração óleo de rnilho, na quantidade de

0,1 ml; aos animais do Grupo II, foi administrado óleo de milho na mesma quan-
tidade de 0,1 ml,, em cada administração.

Em todas as administrações os animais foram pesados individualmente, corres-
pondendo cada peso, em gramas, obtido em balança digital (0,01 g), à média de
duas pesagens semanais.

Os animais foram sacrificados aos 35 dias de idade, por excesso de anestésico,
individualmente, e na ausência dos outros animais.

Histopatologia

Após o sacrifício, removeram-se os rins, e após terem sido seccionados sagital-
mente, foram fixados em formaldeído neutro al0%, tamponado (pH 7.4), durante
24 horas. De seguida procedeu-se ao seu processamento pelas técnicas histológicas
de rotina, em sistema automático: inclusão em parafina e corte em micrótomo ro-
tativo, em secções com 5 pm de espessura. Os cortes foram estendidos em lâminas
de vidro de 75 x 25 mm e corados com Hematoxilina e Eosina (H&E), para ob-
servação da estrutura geral.

Histomorfometria

As preparações definitivas foram observadas em microscópio fotónico Nikon
Eclipse 600, com uma ampliação de 200X, sendo as imagens obtidas através de

uma câmara digital Nikon DN100. Por cada animal de cada grupo, foi seleccionada
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uma lâmina e em cada uma delas, observaram-se aleatoriamente dez corpúsculos
renais, totalizando 210 imagens.

3.2 Ferramentas Utilizadas
Nesta secção são apresentadas as ferramentas informáticas utilizadas no pro-

cessamento das imagens deste trabalho.

3.2.L ImageJ

O ImageJ é um programa de processamento e análise de imagens desenvolvido
em Java, por Wayne Rasband do National Insti,tute of Health (NIH) [Ras09] que

é capaz de exibir, editar, analisar, processar, gravar e imprimir imagens de vários
formatos.

Este software permite calcular áreas, medir ângulos e distâncias em zonas defi-
nidas pelo utilizador e engloba funções de processamento de imagem standard tais
como a manipulação de brilho, contraste, nitidez, suavização, threshold e detecção
de bordas.

O ImageJ tolera ainda operações em vários factores de ampliação e efectua
transformações geométricas como o redimensionamento, a rotação e o espelha-
mento de imagens. Além disso suporta o processamento de inúmeras imagens
simultaneamente, estando limitado apenas pela memória disponível, e através de
stacks ou "pilhas"de imagens, permite que a partir de uma única janela, vrírias
imagens possam ser processadas em lote.

Por ter sido um software projectado com uma arquitetura aberta, é possível
extender as suas funcionalidades recorrendo a plugi,ns Java, que podem ser de
senvolvidos pelo utilizador através do editor e compilador Java incorporados no
programa, tornando possível a resolução de quase todo o tipo de problemas rela-
cionados com o processamento e análise de imagens.

O facto de possuir todas estas funcionalidades, bastante úteis ao nível do pro-
cessamento e análise de imagens, contribuiu para que o ImageJ tenha sido a fer-
ramenta escolhida para o desenvolvimento desta fase da dissertação.

3.2.2 MultiCell Outliner
O Multi,cell Outliner (MCO), é um plugi,n para o ImageJ desenvolvido por

Koldo Latxiondo, membro do P.A.S. Group (Procesado Avanzado de Sefral) da
Universidade de Deusto, Bilbao.

Este plugin rtíliza a ferramenta Mag'ic Wand para aplicar uma selecçã,o num
determinado ponto P(*,ü da imagem com um threshold específico.

I
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(3.1)

A ferramenta Magic Wand baseia-se no algoritmo Flood fil, [Wik] que faz
uma pesquisa em todas as direcções a partir do ponto P(r,y) para determinar
se a cor dos pontos adjacentes corresponde à cor do ponto P(*,A). Se a cor
for correspondente ou estiver dentro de uma determinada tolerância, o ponto em
questão é considerado na selecção. A comparação das cores é feita através do
cálculo da diferença absoluta entre os componentes de cor Red, Green and Blue
(RGB) do ponto e a cor escolhida. No caso de coordenadas RGB com 8 bits, a cor
do ponto'i corresponde à cor do ponto de referência se:

mu(l&,r - Rr,l,lG,"r - Gl,lB,"r - B,D <Th

Onde:

. &.!,Gr.Í,Br"i sã,o os valores das componentes vermelha, verde e azul no
ponto de referência

. Ri,G* Br são os valores das componentes vermelha, verde e azul no ponto i

o Th é a tolerância definida

A tolerância determina o quanto uma cor é próxima da cor escolhida. Deste
modo, se o seu valor for 0, então só são escolhidos os pontos adjacentes em que a
cor corresponde exactamente à cor escolhida, se for 255, são escolhidos todos os
pontos da imagem [Fin07].

O MCO possibilita ainda a gravação de regiões de interesse em múltiplas ima-
gens, para que possam ser processadas posteriormente, o que se revelou bastante
útil na fase inicial de segmentação das imagens [Lat06]. A interface deste plugin
pode ser vista na Figura 3.1.

3.3 Segmentação de Imagem

3.3.1 Introdução
Além da diversidade que a Biologia porporciona, a forma como o corpúsculo

renal é cortado também afecta o aspecto que a imagem terá em duas dimensões,
podendo em algumas situações surgir glomérulos com uma forma circular bem
definida e sem interrupções, e noutras glomérulos com um aspecto mais disforme
e com quebras.

Para que o conteúdo das imagens utilizadas seja perceptível, veja-se a Figura
3.2, que demonstra os tipos de corte que o corpúsculo renal pode sofrer e as imagens
que originam, respectivamente.
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Figura 3.1: Interface do plug'in \,{ultiCell Outliner

11

(u) (b) (.)

(d) (") (0

Figura 3.2: Tipos de corte num corpúsculo renal e imagens resultantes

A segmentação de imagem consiste na divisão de uma imagem em regiões ou
objectos, segundo um critério [GW01] e tem dois objectivos: decompor a imagem
em partes extraíndo somente as regiões que se irão analisar e alterar a forma cle
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representação da imagem para que a análise futura seja facilitada [SS01].
Para que fosse mais fácil expôr o trabalho realizado neste capítulo, que será

de seguida explicado em detalhe, dividiu-se este processo em duas partes: a deli-
mitação e a extracção dos glomérulos.

E de referir que devido à enorme variabilidade e complexidade deste tipo de

imagens, como pode ser verificado através da Figura 3.3, não foi possível efectuar
este trabalho de uma forma completamente automática, pelo que, para alcançar o

resultado desejado foi necessário conjungar a utilização do plugi,n MCO com algu-
mas ferramentas e operações do ImageJ, podendo dizer-se que esta tarefa acabou
por ser realizada de forma semi-automá,tica.

(a) baixo (b) intermédio (c) elevado

Figura 3.3: Glomérulos com diferentes graus de complexidade na segmentação

3.3.2 Delimitação dos Glomérulos

A delimitação dos glomérulos teve como objectivo definir e preencher o contorno
de toda a sua estrutura. Embora semelhantes, existiram três tipos de abordagem,
consoante os diferentes graus de complexidade das imagens.

Grau de complexidade baixo

Nos casos de baixa complexidade (Fig. 3.3(a)) conseguiu-se delimitar o corpúsculo
renal, totalmente e sem dificuldades, utilizando somente o MCO com apenas um
ponto da imagem e um valor de threshold. Após a selecção, pintou-se o glomérulo
com a ferramenta F'ill, como é visível na Figura 3.4(c). O resultado final da deli-
mitação pode ser visto na Figura 3.4(d).

Grau de complexidade intermédio

Nos casos de complexidade intermédia (Fig. 3.3(b)), ró se conseguiu delimitar
o glomérulo parcialmente corn a ajuda do MCO e utilizando vários pontos da
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(u) (b) (") (d)

Figura 3.4: Delimitação de um glomérulo com baixo grau de complexidade

imagem com diferentes valores de threshold. Ãp6s o destaque parcial pintaram-se
essas regiões, como se vê na Figura 3.5.

(u)

(.)

(b)

(f)

(.)

(s)

(d)

(h)

Figura 3.5: Delimitação parcial de um glomérulo com grau de complexidade in-
termédio utilizando o MCO

Para completar o processo, foi necessário demarcar o restante contorno do
glomérulo manualmente, fazendo uso da ferramenta de pintura brush com espes-

sura de 3 pírel.

Grau de complexidade elevado

Nas situações de elevado grau de complexidade, mesmo escolhendo vários pon-
tos com diferentes valores de threshold, o plug'in não obteve resultados satisfatórios
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(u) (b) (")

Figura 3.6: Conclusão manual da delimitação parcial de um glomérulo com grau
de complexidade intermédio

e o glomérulo teve de ser delimitado à mão na sua totalidade, recorrendo também
à ferrament a brush com 3 pírel de espessura.

(u) (b) (") (d)

Figura 3.7: Delimitação de um glomérulo com grau de complexidade elevado

3.3.3 Extracção dos Glomérulos

No processo de extracção dos glomérulos, o objectivo foi isolar as regiões de-
marcadas em 3.3.2. Para isso utilizou-se âpenas uma abordagem para todas as

imagens.
Após cornpletar a delimitação dos glomérulos, foi necessário preparar as ima-

gens para que se conseguisse extrair as suas silhuetas. A técnica utilizada, foi
converter todas as imagens do formato RGB para o formato Grayscale (escala de
cinzentos).

Ao efectuar esta conversão (Fig. 3.8), cada pírel da imagem deixa de guardar
cor e passa apenas a guardar uma intensidade de cinzento, sendo a intensidade
mais forte o preto e a mais fraca o branco.

Às imagens resultantes desta conversão pode-se então apiicar uma técnica bas-
tante utilizada em segmentação de imagem, a limiarização ou thresholdi,ng.
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(u) (b)

Figura 3.8: Conversão do formato RGB para o formato Grayscale

Esta técnica permite que se transforme uma imagem com o formato grayscale
numa imagem binária, isto é, a preto e branco [SS01]. Para isso, é definido um
valor /, o limiar, e todos os píreis com valores de cinza abaixo de / passam a 0
ficando com a cor branca e valores acima passam a 1 ficando com a cor preta.

Aplicando a limiarização à imagem da Figura 3.S(b), é possível destacar-se a
silhueta do glomérulo das restantes partes da imagem que não constituem interesse
para análise, como se verifica na Figura 3.9.

?.

I

'l 't

t-íií
(u) (b) (.) (d)

Figura 3.9: Aplicação de diferentes valores threshold

Este passo encerra o processo de segmentação de imagem uma vez que se chegou
ao objectivo desejado. Como o processo foi explicado de forma faseada e pâra que

se tenha urna melhor percepção clo processo no seu todo, veja-se a Figura 3.10
que, utilizando a imagem de um glomérulo de baixa complexidade, mostra todas
as etapas de segmentaçáo de um glomérulo, partindo da sua imagem original e

chegando à imagem pretendida.
Depois de extraídos todos os gloméruios das imagens originais e uma vez que

o tamanho absoluto das imagens resultantes era variável, aplicou-se uma máscara
cujo tamanho é função do maior dos corpúsculos. Esta medida permitiu que todas
as imagens ficassem com o mesmo tamanho absoluto não alterando o tamanho
relativo dos glomérulos, o que facilitou o trabalho realiza<lo no capítulo seguinte.
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(b) Selecçáo (.) Preenchimento

.rü. ç p{

(u) Irnagem Original

(,1) Dclirnitação

?

(.) Conversão
Grayscale

para (f) Threshold 100
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(g) Threshold 75 (h) Threshold 50 (i) Resultado Final

Figura 3.10: Processo completo de segmentação da imagem de um corpúsculo renal

E ainda de destacar que o resultado da segmentação foi um conjunto com 220
imagens de glomérulos, apesar de no conjunto inicial constarem apenas 210. trste
acréscimo no número de imagens deve-se ao facto de algumas imagens possuírem
mais do que um glomérulo.
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Capítulo 4

Extracção de Características

O objectivo da extracçáo de características, é caracterizar um objecto através
de atributos cujos valores sejam semelhantes para objectos pertencentes à mesma
categoria e distintos para objectos pertencentes a uma categoria diferente IDHSO1].

Visto que um objecto pode ter uma infinidade de características este processo

torna-se complicado, pois pode surgir a tentação de considerar uma vasta colecção
de atributos acabando por dar a ilusão de que teremos mais informação relevante
disponível. O que se passa nessa situação é que, inicialmente, o desempenho até
pode ser bom mas à medida que o número atributos considerados aumenta, surge
o problema da complexidade computacional e o desempenho acaba por se ir detri-
oriando IETPZO9, Man98].

Uma forma de resolver este problema passa por seleccionar um pequeno con-
junto de atributos que permita caracterizar e distinguir os objectos da melhor
forma possível, daí que seja essenciai ter um bom conhecimento no domínio dos

objectos.
A extracção de características pode ser urna tarefa complicada serrdo bastante

importante que seja efectuada correcta e cuidadosamente, já que é um passo crítico
que mais tarde terá influência na classificaçáo.

LT
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4.L Descrição de Atributos

Neste trabalho, os objectos alvo da extracçáo de características foram os glomérulos
renais. No início, não havia uma ideia clara relativamente aos atributos que po-
deriam ser relevantes para descrever e diferenciar estas estruturas. Pensou-se que,

além da forma, poderia ser útil considerar intensidades de cor ou brilho dos píre'is,
porém, chegou-se à conclusão que a inclusão desses atributos iria aumentar a com-
plexidade computacional não justificando o ganho de informação. Além desse as-

pecto, o facto de a fase de segmentação ter tido como resultado imagens binárias,
Íez com que apenas fizesse sentido considerar as características morfoiógicas do
glomérulo.

Tendo em conta todos estes factos, o resultado da extracção r1e características
foi um vector composto por 13 atributos que serão descritos abaixo.

Nome - Identificador único utilizado apenas para distinguir as imagens umas
das outras.

Diâmetro - Distância máxima entre dois pontos pertencentes ao corpúsculo
renal.

Perímetro - Perímetro exterior do corpúsculo, ou seja, o perímetro da cápsula
de Bowman.

Área Capsular Representa o espaÇo capsular de Bowma,n,

Area Interior - Toda área interior do glomérulo, excluíndo a área capsular
mas incluíndo os espaços entre os capilares.

Area Total Todo o espaço interior ao perímetro da cápsula de Bowman.

Á.ea de Espaços Interiores - Á..u o.rpada pelos espaços isolados existen-
tes no interior dos capilares.

Á""u. de Vasos - Toda a á,rea interior, excluíndo os espaços interiores.

Á."" Yazia - Todos os espaços existentes no corpúsculo renal, ou seja, é a
soma do espaço capsular com os espaços interiores.
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Fractais e Dimensão Fractal

Pode-se dizer que os fractais são formas geométricas não-euclideanas caracteri-
zadas pela auto-semelhança e complexidade infinita [Man83], ou seja, se essa forma
geométrica for infinitamente subdividida em partes, cada uma delas será uma cópia
reduzida, exacta ou aproximada, da forma original. Essa auto-semelhança pode ser

traduzida matematicamente por um coeficiente D, a que se chama dimensão frac-
tal. Esta dimensão, diferente da habitual dimensão topológica (que é um número
inteiro), serve para caracterrzar o fractal indicando o seu grau de irregularidade.
Uma vez que os glomérulos podem ser considerados fractais, consideraram-se ainda
os seguintes atributos:

Dimensão flactal - Grau <le irregularirlade considerando todo o glomérulo,
isto é, tendo em conta o perímetro exterior e interior da cápsula de Bowman.

Dimensão FYactal Exterior - Grau de irregularidade do perímetro da cápsula
de Bowman.

Dimensão flactal Interior - Grau de irregularidade do perímetro da área
interior do corpúscu1o.

Classe - Identificador do grupo de ratos a que pertence uma imagem: Controlo,
Óleo de Milho ou Thirame.

4.2 Processos de Cálculo e Medição

Após a definição e descriçáo do conjunto de atributos que foram considerados
relevantes para este trabalho, foi necessário proceder ao cálculo e medição dos va-
lores para cada um desses atributos.

Para facilitar a explicação dos procedimentos, os atributos foram separados em
dois grupos: no primeiro grupo estão os atributos que foram medidos ou calculados
de forma directa e no segundo grupo os atributos que foram calculados a partir de
atributos pertencentes ao primeiro grupo.

Primeiro Grupo

Os atributos pertencentes a este primeiro grupo são: o diâmetro, o perímetro,
a á,rea interior, a área total, a área de espaços interiores, a dimensão fractal, a
dimensão fractal exterior e a dimensão fractal interior.
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Os primeiros cinco atributos deste grupo foram caiculados utilizando uma fer-
rarnenta de rnedição incorporada no software ImageJ. Esta ferramenta permite
que, através da selecção de uma região da imagem, o utilizador escolha uma série
de grandezas que deseja ver medidas ou calculadas sobre essa região.

Pela necessidade de se ter de medir e calcular vários atributos referentes a dife-
rentes regiões do objecto, efectuaram-se três tipos distintos de selecção na imagem
do binária do corpúsculo renal, como se pode visualizar na seguinte figura:

(a) Exterior (b) Interior (c) Espaço Interior

Figura 4.1: Selecções utilizadas nos procedimentos de cálculo e medição dos atri-
butos

Cada uma destas selecções permitiu medir e/ou calcular um ou mais atributos.
O perímetro, o diâmetro e a área total do corpúsculo renal, ilustrados nas Figuras
4.2(a), 4.2(b) e 4.2(c), foram calculados utilizando a selecção exterior, visível na
Figura a1@).

(a) Diâmetro (b) Perímetro (c) Área total

Figura 4.2: Grandezas medidas com base na selecção exterior de um glomérulo

A área interior e a área de espaços interiores, ilustradas na Figura 4.3(a) e

4.3(b), foram calculadas a partir da selecção interior, presente na Figura a.1(b) e

da selecção de espaços interiores, presente na Figura 4.1(c). Note-sc que esta última
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selecçáo só se justifica perante a existência de espaços no interior do corpúsculo
renal.

(u) Ár.u interior (b) Espaços interiores

Figura 4.3: Grandezas medidas com base na selecção interior e selecção de espaços

interiores de um glomérulo

Utilizando estas três selecções, escolheu-se quais as grandezas a medir a partir
de cada uma delas através de um n'Lenu,) presente na Figura 4.4, e procedeu-se a,o

seu cálculo fazendo uso do comando Measure.

Figura 4.4: Escolha dos valores a medir utilizando a selecção exterior de um
corpúsculo renal
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Após a execução clesse comando, surge uma janela orrde corrstam os resultados
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das medições para a selecção em questão, como se pode visualizar na Figura 4.5

Figura 4.5: Resultado das medições efectuadas utilizando a selecção exterior de
um corpúsculo renal

FYactal Box Count

No cáIculo das dimensões fractais foi utilizado o algoritmo Fractal Bor Count
(FBC), existente no ImageJ.

Este algoritmo sobrepõe sobre o fractal uma grelha quadriculada, onde cada
quadrícula tem um tamanho ú. Posteriormente conta o número de quadrículas,
N, interceptadas pelo fractal e calcula a dimensão fractal, D, através da seguinte
expressão:

D : tog(I/ll r"s(}) (4.1)

O processo é repetido para vários tamanhos de quadrículas (Fig. 4.6) e é
construído um gráfico que relaciona log(,^/) com log(]), onde é traçada a recta
que melhor se ajusta a todos os valores obtidos (Fig. 4.7). A dimensão fractal
traduz-se pelo declive dessa recta.

,.4 t-

I 7 f
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7 \

I /
L I 7

Figura 4.6: Quadrículas de diferentes tamanhos utilizadas no cálculo da dimensáo
fractal
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Figura 4.7: Relação entre o número e o tamanho de quadrículas no cálculo da
dimensão fractal

Neste trabalho, foi aplicado o FBC com quadrículas de tamanho 2,3, 4, 6,8,
L2 ,76 32,64,128 e 256.

Apesar do algoritmo de cálculo da dimensão fractal ser o mesmo pâra todas as

dimensões fractais, cada uma delas foi calculada sobre uma zona da imagem.
Para calcular a dimensão fractal, aplicou-se o FBC sobre a imagem do corpúsculo

renal sem que esta tenha sofrido quaisquer tranformações.
No caso das dimensões fractais exterior e interior foram desenvolvidas duas

pequenas macros: uma com objectivo de aplicar as tranformações necessárias às

imagens para destacar o perímetro exterior do corpúscuio renal e outra com o
mesmo propósito mas destacando o perímetro interior.

As transformações efectuadas pela primeira macro, presentes na Figura 4.8,

consistiram em pintar o interior do corpúsculo para que, ao calcular a dimensão
fractal, só seja considerado o perímetro exterior da estrutura.

Figura 4.8: Tfansformações aplicadas ao corpúsculo renal para o cálculo da di-
mensão fractal exterior

1 4
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As transformações executadas pela segunda macro, visíveis na Figura 4.9, con-
sistiram em pintar a ârea exterior ao corpúsculo renal e aplicar uma inversão <1e

cores à imagem para que, ao calcular a dimensão fractal, só o perímetro interior
da estrutura seja considerado.

Figura 4.9: Tlansformações aplicadas ao corpúsculo renal para o cálculo da di-
mensão fractal interior

Note-se que, caso o corpúsculo renal possua espaços interiores, estes são igno-
rados no cálculo das dimensões fractais.

Segundo Grupo

Os atributos pertencentes ao segundo grupo são: a á"rea capsular, a área de
vasos e a área vazia. Como foi referido anteriormente, estes atributos foram cal-
culados a partir de atributos pertencentes ao primeiro grupo através de formulas
matemáticas existentes nas folhas de cálculo Ercel.

A área capsular, que pode ser vista na Figura 4.10(a), obteve-se subtraíndo a

área interior à área total. A ârea de vasos, ilustrada na Figura 4.10(b), calculou-se
subtraíndo os espaços interiores à área interior e a área vazia, visível na Figura
4.10(c), foi calcula somando a á,rea capsular com os espaços interiores.

(a) Área capsular (b) Área de vasos (c) Área vazia

Figura 4.10: Grandezas calculadas a partir de atributos existentes

/ ?1.

ffi
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No que diz respeito às unidades dos atributos: as áreas surgem em pr2, o
perímetro e diâmetro em pfi e as dimensões fractais são adimensionais.

Finalizando este capítulo é conveniente deixar claro que, por motivo de sim-
plificação, as explicações acima estão direccionadas apenas para a imagem de um
corpúsculo renal, no entanto, estes procedimentos foram aplicados em lote a todo
o conjunto de imagens.

O resultado deste processo foi um ficheiro Eucel contendo os valores de cada
atributo para cada uma das 220 imagens dos corpúsculos renais.

RS
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Capítulo 5

Classiflcação

A classificaçãa é a tarefa que consiste na atribuição de objectos a uma de várias
classes pré-definidas [TSK05]. É uma tarefa que pode ser aplicada em problemas
das mais diversas áreas, como por exemplo: a detecção de spam em mensagens

e-mail no campo da Informática, ou a categorização de células no campo da Bio-
Iogia.

Os problemas de classificação recebem como dados de entrada um conjunto de

instâncias. Cada instância, também conhecida como amostra, objecto ou exemplo,
é caracterizada por um par (X,y), onde X é um conjunto de atributos e y é um
atributo especial que designa a classe ou categoria a que a instância pertence.

Como exemplo, vejamos a Tabela 5.1, que exibe um conjunto de dados para
classificação do estado de saúde de um paciente com base nos seus sintomas. Cada
linha da tabela representa uma instância do conjunto de dados e cada coluna re-
presenta um atributo. O atributo Diagnóstico é considerado especial, pois designa
a classe a que cada instância pertence, ou seja, designa se cada paciente é saudável
ou doente.

Plcrpxrp FpsRp En.roo M.nxcs.rs Don Dtacuósrrco
P1
P2
P3
P4
P5
P6
P6

40.0
36.5
37.6

38.3
36.9

37.r
36.2

nao

nao
não
não
não

slm

slm

pequenas slm
grandes nã,o

pequenas não
grandes sim
pequenas sim
grandes sim
pequenas não

doente
saudável
saudável
doente

saudável
doente

saudável

Tabela 5.1: Conjunto de dados para diagnóstico de pacientes

27
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Formalmente, a classificação pode ser definida como a construção ou aprendi-
zagem de uma função Í t X -» Y tal que,

Í,rneX-+Ai:Í@)
Onde:

o X : {rr,*r,. . .,rn} é um conjunto de instâncias;

o Y : {Ar,yr,...,A^} é urn conjunto de classes;

o 1(i, 1ne1( j<m;

. Í é a função que associa uma classe a uma instância;

A função / é também conhecida como modelo de classificação. Define-se como
técnica de classificação ou classificador, a abordagem sistemática para a construção
de modelos de classificação a partir de um conjunto de dados [TSK05]. Cada clas-
sificador utiliza o seu algoritmo de aprendizagem para identificar o modelo de
classificação que melhor se ajusta na relação entre o conjunto de atributos das
instâncias e a classe a que está associado.

Em classificação, são várias as técnicas que permitem construir modelos para
a classificação de dados, como é o caso: das árvores de decisão, das regras de
associação, dos métodos bayesianos, das redes neuronais ou das support uector
machi,nes.

Os modelos de classificação podem ser: descritivos, se ajudam a explicar como
é feita a distinção dos dados por diferentes classes, ou preditivos, se ajudam a
descobrir a classe parâ um objecto em que esta é desconhecida [TSK05].

Neste trabalho focámo-nos no modelo preditivo. A Figura 5.1 mostra a abor-
dagem geral tomada na resolução deste tipo de problemas: em primeiro lugar, é

utilizado um conjunto de instâncias onde as classes que lhes estão associadas são
conhecidas, designado de conjunto de treino; de seguida, com base no conjunto de
treino, é construído o modelo de classificação; e finalmente, o modelo construído
é aplicado sobre o conjunto de teste, isto é, um conjunto de novas instâncias das
quais se desconhece a classe. O objectivo final é construir um modelo capaz de
prever a classe para novos exemplos.

O modelo de classificação gerado por um classificador, deve adaptar-se tanto
aos dados já conhecidos como a dados que lhe são desconhecidos, como tal é fun-
damental que o algoritmo de aprendizagem utilizado na sua construção permita a
melhor capacidade de generalizaçáo possível [TSK05, WF05].
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Figura 5.1: Abordagem geral para a construção de um modelo de classificação

5.1 Avaliação de Classificadores

Embora existam várias técnicas de aprendizagern) não há uma que apresente o

melhor desempenho em to<ios os problemas. Assim, é importante compreender os

pontos fortes e a limitação dos diferentes classificadores utilizando alguma meto-
dologia de avaliação que permita comparar algoritmos.

A avaliação de classificadores não é trivial. Não só depende do desempenho
do modelo de classificação, como também do tipo e da quantidade dos dados a

classificar [WF05] , razáo pela qual o método <le amostragem dos dados utilizados
na indução do classificador se torna um factor importante.

A ideia dos métodos de amostragem, é a formação de dois conjuntos de dados
disjuntos: o conjunto de treino e o conjunto de teste. Uma instância pertencente ao

conjunto de treino, utilizado na aprendtzagem, não deve pertencer ao conjunto de

teste, utilizado na avaliação do desempenho do classificador. A utilização dos mes-

mos dados no treino e teste do classificador, faz com que o modelo de classificaçáo
gerado possuâ um desempenho optimista face a dados desconhecidos [WF05].
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Assim, os métodos de amostragem permitem estimar a capacidade de gene-

ralizaçáo de urn classificarlor de uma forma mais fiável. Entre os métodos de
amostragem, os mais conhecidos são [WF05, HK05, TSK05]:

Holdout

Este método divide o conjunto de dados em dois conjuntos, um para o treino e
outro para o teste do classificador, como ilustra a Figura 5.2. O conjunto de treino
contém uma porção p dos dados e o conjunto de teste contém o restante, | - p.

Resultados empíricos demonstram que p:34 (1- p) : *, geralmente, geram um
modelo de classificação aceitável.

Figura 5.2: Nfétodo Hold,out

Existe ainda uma variação do método Holdout, onde o mesmo é aplicado k ve-
zes. Em cada iteraçáo, é seleccionada aleatoriamente uma determinada porção dos
dados para treino, ficando a restante porção para teste, como se pode visualizar
na Figura 5.3.

Gonjunto
de Teste

ConJunto
de Treino

Figura 5.3: Variação do método Hold,out

Bootstrap

Este método repete o processo de classificação várias vezes utilizando amos-
tragern com reposição para forrnar o corrjunto de treino. Em cada iteração, são

Nümaro Total de ln*tànciaa

Núrnero Totâl de lnstâncias
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retiradas do conjunto original n amostras aleatórias com reposição, que formam
um conjunto de treino com o mesmo número de instâncias que o conjunto original.
As instâncias que náo fazem parte do conjunto de treino, formam o conjunto de

teste. A Figura 5.4 demonstra o processo.

Nümero Total de lnstâncias

lí 12 l3 11 lr

----.+

-..---.--€

l" l{

l1

13 l{

1414l{lrll+l213l5

Coniuntos da Treino Conjuntos de Teste

Figura 5.4: Vlétodo B ootstrap

Cross Validation

Este método divide o conjunto de instâncias em partições disjuntas, denomina-
das folds. O número de folds utilizado varia consoante a quantidade de instâncias e

a proporçáo de instârrcias pertencentes a cada classe. Para validaçáo crtzada com
k folds, o conjunto de instâncias é dividido em k folds de tamanho igual, sendo
que (k - 7) folds são utilizados para treino e o fold restante utilizado para teste.
O processo repete-se k vezes, até que todos os folds tenham sido utiiizados para
teste. A Figura 5.5 ilustra o funcionamento deste método.

l3

l§ l§

l3

l3

l5

lÍ ls

l§ lÍ le ll
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Conlunto
de Treino

Coniunto
de Teste

Figura 5.5: Vlétodo Cross Vulidat'ion

Existe também um caso específico de validaçáo crtzada denominado Leaue-

One-Out. Este método utiliza validação crtzadacom k folds em que k é igual ao

número total de instâncias. Neste caso, cada conjunto de teste é formado por 1

única instância e o conjunto de treino é formado pelas restantes (k - 1) instâncias.

ConJunto
de Treino

Instáncia
de Teete

Figura 5.6: \4étodo Leaue-One-out

Esta abordagem tem como vantagem a utilização do maior número possível
de instâncias no conjunto de treino. Em contrapartida, tem um elevado custo
computacional, uma vez que se repete k vezes para que todas as instâncias sejam
utilizadas :uma vez para teste.

Nümaro Total de lnst{inciag

/
Fold 1 Fold 2 Fold k

ffi
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Após a escolha do método de amostragem, deve-se definir o método de avaliação
do desempenho do classificador. A forma mais frequente para medir o desempe.
nho de um classificador, baseia-se no número de predições correctas e incorrectas
efectuadas.

Os resultados da classificação são expostos numa tabela, denominada matriz
de confusão. A Tabela 5.2 mostra o formato de uma matriz de confusão paxa um
problema de classificação binária, isto é, onde as instâncias podem ser classificadas
como pertencentes às classes positiva ou negativa. As linhas da tabela indicam a

classe a que a instância realmente pertence e as colunas indicam a classe segundo
a qual a instância foi classificada.

Clessn PRporre
Cl,asss VpRo.s,opIne

Posmrve
Nec.nrrvL

Posrrrvl Npc.nrrvl
VP FN
FP VN

Tabela 5.2: Exemplo de uma matriz de confusão

As siglas (\IP, VN, FP, FN) utilizadas na Tabela 5.2 correspondem:

o Verdadeiros Positivos (7P): total de instâncias de teste preditas como pG-

sitivas e que realmente sã,o positivas;

o Verdadeiros Negativos (VN): total de instâncias de teste preditas como
negativas e que realmente são negativas;

o Falsos Positivos (.F'P): total de instâncias de teste preditas como positivas
mas que na verdade são negativas;

o Falsos Negativos (,F'.nf): total de instâncias de teste preditas como negativas
mas que na verdade são positivas;

Utilizando a matriz de confusão é possível calcular várias medidas que per-
mitem ajudar na avaliação de classificadores. A soma dos valores que constam
na diagonal principal da matriz, representa o número de instâncias correctamente
classificadas e a soma dos restantes valores, o número de instâncias incorrecta-
mente classificadas. Estes números permitem o cálculo das taxas de acerto e de

erro do classificador.
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A taxa de acerto, To, e a taxa de erro,7", indicam a taxa de instâncias correc-
tamente classificadas e a taxa cle instâncias incorrectamente classificadas, respec-
tivamente. Estas taxas podem ser calculadas através das seguintes expressões:

q1 _ VP+VN
'" - vP +vN + tr-P + FI'{

(5.1)

(5.2)

(5.3)

T":l-To

A taxa de verdadeiros positivos, Tvp, também conhecida como recall, estima a
probabilidade de uma instância pertencente à classe positiva ser classificada como
positiva. A taxa de falsos positivos, Trp, estima a probabilidade de uma instância
pertencente à classe negativa ser classificada como positiva e a taxa de verdadei-
ros negativos, TvN, estima a probabilidade de uma instância pertencente à classe
negativa ser classificada como negativa. O cálculo destas medidas é feito através
das seguintes expressões:

(5.5)

A precisão, p, estima a probabilidade da predição de uma classe positiva estar
correcta e é dada pela expressão:

lvP: 
vP + FN

FPtFP: 
Fp +vN

Tvx- VN+Fp:L-Trp

VP
6- 

-

n - vP + FP

(5.4)

(5.6)
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Finalmente, existe ainda d FM"o"ur. que relaciona a precisão e o recall e é dada
pela média harmónica ponderada das duas medidas:

DrI Measure -
_2xpxTvp

P*Tvp

0.8 t.0

2

lLEp'Tvp
(5.7)

Além destas medidas, também existem as curvas ROC (Rece'iuer Operator Cha-
racteristics), que têm vindo a ser bastante utilizadas na avaliação de classificadores.

As curvas ROC são gráficos que relacionam a taxa de VP com a taxa de FP.
Este tipo de curva permite visualizar o desempenho de um ciassificador através

da área abaixo da curva (AUC, Area Und,er Curae). A AUC variaentre 0 e 1e
quanto maior for, melhor é o desempenho do classificador. A Figura 5.7 representa
uma curva ROC e a sua AUC.

q
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Tande FalscPasilivc

Figura 5.7: Exemplo de uma curva ROC

Uma vez introduzidos os conceitos teóricos necessários, este capítulo prossegue

com a exposição das ferramentas utilizadas, a explicação do funcionamento dos

algoritmos utilizados e finalmente, a apresentação dos resultados obtidos.
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5.2 Ferramentas Utilizadas

5.2.L WEKA
O Waikato Ena'ironment for Knowledge Analys'is (WEKA), é um programa que

possui uma colecção de algoritmos de Aprendizagem Automática e de Mineração
de Dados que podem ser directamente aplicados a conjuntos de dados ou invocados
em aplicações JAVA desenvolvidas pelo utilizador.

O WEKA incorpora ferramentas para pré-processamento, classificação, cluste-
ring, associação, selecção e visualização de dados e, por ser um software aberto,
permite que o utilizador desenvolva os seus próprios algoritmos de aprendizagem

lwFT+oel.

Ficheiros ARFF

Attri,bute-Relation F'ile Formaú (ARFF) é o tipo de formato mais utilizado pelo
WEKA.

Este formato consiste num ficheiro de texto American Standard Code for Infor-
mation Interchange (ASCII) que descreve uma lista de instâncias que partilham
um conjunto de atributos [WF05]. Está dividido em duas secções: o cabeçalho ou
Header e a parte de dados ol Data.

No cabeçalho é declarado o nome da relação, a lista de atributos e seus respec-
tivos tipos. Os atributos podem assumir quatro tipos: numeric, nominal, string
ot date.

Os atributos do típo numeric, poderão ser números inteiros ou reais, os do tipo
nominal são definidos através de uma lista com os valores que esse atributo pode
tomar, os do tipo string contêm texto arbitrário e os do tipo date definem datas.

A secção de dados surge depois do cabeçalho e contém a declaração de todas as
instâncias da relação. Cada instância é representada por uma única linha onde os

valores de cada atributo são delimitados por vírgulas e aparecem tendo em conta
a ordem com foram declarados no cabeçalho. No caso de existirem atributos sem
valor ou missi,ng ualues, estes são representados através do símbolo ?.

5.3 Algoritmos de Classificação

Na tentativa de encontrar qual o classificador mais capaz de gerar o melhor
modelo de classificação para o problema em questão, testaram-se viírias hipóteses.
Assim optou-se por testar duas regras de classificação, um classificador proba-
bilístico, uma ávore de decisão, uma Support, Vector Machi,ne e um classificador
interactivo. Para que mais tarde se compreenda melhor os resultados obtidos,
segue-se um descrição do funcionamento de cada um desses algoritmos.
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5.3.1 Zero Rule
Zero Rule, também denominado ZeroR ott 0-R, é o mais primitivo dos classi-

ficadores baseados em regras.
O ZeroR classifica as instâncias segundo a classe maioritária, isto é, prediz a

moda no caso em que a classe é nominal ou a média no caso em que a classe é
numérica [WF05]. Embora seja um classificador bastante básico e na prática pro-
duza resultados pouco satisfatórios, é comummente utilizado para avaliar o sucesso

e a performance de outros classificadores mais complexos.

6.3.2 One Rule

One Rule, também denominado OneR or 1-R, é um simples classificador ba-

seado em regras.
Este classificador constrói uma regra para cada um dos atributos do conjunto

de dados e, em seguida, selecciona a regra que oferece a menor tarca de erro [Hol93].
As regras são determinadas através da classe que apaxece com mais frequência para
cada valor do atributo e a ta:<a de erro é o número de instâncias onde a classe de

um valor do atributo não corresponde ao valor do atributo na regra. No caso de

existirem duas ou mais regras com a mesma ta>ra de erro, é escolhida aleatoria-
mente uma delas. O algoritmo do OneR é descrito abaixo.

Algoritmo 1 ONp Rur,e
1: for cada atributo Á do
2: for cada valor V desse atributo do
3: Conta a frequência com que cada classe aparece
4: Encontra a classe mais frequente, c

5: Constrói a regra "se A:V entáo C : c"

6: end for
7: Calcula a taxa de erro da regra
8: end for
9: Escolhe o atributo com a menor taxa de erro

Este algoritmo é bastante utilizado devido à sua simplicidade e por alcançar
bons resultados em problemas reais utilizando apenas um atributo.
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5.3.3 Naive Bayes

CAPÍTULO 5. CLASSIFICAÇÃO

Nai,ue Bayes é um classificador probabilístico muito popular devido à sua sim-
plicidade e eficiência computacional, o que faz com que seja bastante utilizado em
variadas áreas e problemas.

Denomina-se Naiue Bayes porque aplica o Teorema de Bayes de uma forma
ingénua, isto é, assumindo que todos os atributos são igualmente importantes e

condicionalmente independentes [WF05].
O Teorema de Bayes relaciona as probabilidades condicionais de dois eventos

aleatórios X eY e é frequentemente utilizado para calcular probabilidades à pos-

teriori tendo o conhecimento de um conjunto de evidências.

Teorema de Bayes

Sendo P(X) a probabi,li,dade de X acontecer, P(Y) a probabi,lidade de Y
acontecer e P(XIY) aprobabi,lidade de X acontecer dado queY aconteceu, 0,pro-
babi,li,dade deY acontecer dado que X aconteceu, P(Y|X), é dada por:

(5.8)

Uma vez exposto o Teorema de Bayes, podemos ver de que forma é que o Na,iue

Bayes o utiliza na classificação. Suponha-se que:

o E : {"r,"r,...,ei} é o conjunto de instâncias e e € E;

t A : {or, or, . . . , a,-} é o conjunto de atributos de cada instância;

o C: {"r,"r,...,c*} é o conjunto de classes mutuamente exclusivas e ce C;

Então:

P(Ylx):lgw

P(clea):'*W (5.e)
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Umavez que o conjunto de atributos das instâncias é constante e independente
das classes, a expressão pode ser simplificacla:

P(clea) x P(ealc)P(c) (5.10)

Como o algoritmo assume independência entre os atributos, P(ealc) é facil-
mente calculável através da expressão:

P(ealc) : P(eo,l") *' " x P(e"*lc) (5.11)

Para calcular a classe c mais provável para uma instância e € E, o algoritmo
calcula as probabilidades P(clea),Vc e C. Posteriormente escolhe a probabilidade
mais elevada, ou seja, escolhe a hipótese mráxima à posteriori (MAP) que maximiza
a probabilidade P(clea):

h u,a,p : o,r gn1afr P (clea)
: argrrlarP(ealc)P(c)

5.3.4 J48 Decision Tlee

Jl9 Decision Thee ou apenas J48 é uma implementação da árvore de decisáo
C .5 [Qui93]. Este algoritmo constrói um modelo de árvore de decisão que prediz
qual a classe para uma nova instância, baseandose num conjunto de instâncias já
classificadas.

A construção da árvore de decisão é feita do topo para a base e em cada nó,
é escolhido o atributo que melhor separa os dados, isto é, o atributo que tem o
maior ganho de informação.

Para que se perceba o que é o ganho de informaÇfu, é necessário definir a

entropia.
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Seja ,S um conjunto constituído por instâncias classificadas em c classes, a en-
tropia de ^9, 

H(S), é calculada através da expressão:

H(S) : » -prloszpt
c

i:r
(5.12)

onde pa é a proporção de 
^9 

pertencente à classe i

O ganho de informaçáo, GI(5, Á) de um atributo Á, relativamente ao conjunto
de instâncias ,S é definido por:

Gr(s, A) : H(S) - » ls"l
lsl

H(5") (5.13)
ueValares(A)

Onde:

o Valores(A) é o conjunto de todos valores possíveis para o atributo Á

c S, é o subconjunto de ^9 
para o qual o atributo Á tem o valor u (i.e., ^9, 

:
s€^91Á(s) :u)

o l.9ul é o número de elementos de 
^9,

. l.9l é o número de elementos de 
^9

Após a escolha de um atributo, o conjunto de dados é dividido em subconjuntos,
correspondentes aos diferentes valores desse atributo. Este processo repete-se para
cada subconjunto até que as instâncias presentes em cada subconjunto pertençam
a uma única classe.

Ittruma árvore de decisão, os nós internos dizem respeito aos diferentes atributosl
os ramos, aos possíveis valores que esses atributos podem ter; e os nós terminais
(ou folhas), às classes possíveis a que uma instância pode pertencer.

Para classificar uma nova instância basta percorrer um caminho partindo da
raiz e chegando até uma das folhas da árvore. Cada percurso desde a raiz até às

folhas, corresponde a uma regra de classificação.
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As árvores de decisão normalmente aprendem um conjunto de regras bastante
precisas, rlaí que muitas vezes sejam utilizarlas para comparar a taxa de precisão
de outros algoritmos.

5.3.5 Support Vector Machines

As Máquinas de Vectores de Suporte ou SVM baseiam-se no Princípio de

Inrlução da Minimizaçã.o do Risco Estrutural que deriva rla Teoria da Aprendiza-
gem Estatística [Vap99]. A sua designação deve-se ao facto de utilizarem algumas
instâncias como suporte para efectuar a separaçáo entre classes.

As SVM podem ser lineares ou não lineares consoante o conjunto de dados a
classificar seja linearmente separável ou não. Um conjunto de dados é linearmente
separável quando é possível separar as diferentes classes recorrendo a um hiper-
plano [Mit97].

Formalmente, podemos dizer que uma SVM linear utiliza um pequeno con-
junto de instâncias em limite crítico para formar os vectores de suporte que permi-
tem construir o hiperplano que maximiza a separação entre duas classes lHay99].
Quanto maior for o espaço que separa as duas classes, melhor será a capacidade
de generalizaçáo do classificador. A Figura 5.8 representa o conceito.
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Figura 5.8: Hiperplano de separação de classes construído por uma SVM Linear
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Na presença de um conjunto de dados não separável linearmente, as SVMs, de
acordo com o Teorema de Cover [HP05] e recorrendo a funções de kernel, trans-
formam o conjunto de dados inicial num novo conjunto de dados linearmente se-

parável, chamado espaço de características, onde passa a ser possível encontrar um
hiperplano capaz de separar esses dados [Hay99].

Uma função de kernel recebe dois pontos do conjunto de dados inicial e cai-
cula o produto escalar desses dados no novo espaço de características [Her01]. As
funções de kernel mais utilizadas podem ser vistas na seguinte tabela:

IrtroI\{E F urvçÃo
Linear
Polinomial
Radial
Sigmoidal

Tabela 5.3: Funções kernel mais utilizadas em Suppor-t Vector Mach'ines

Neste trabalho utiiizou-se o algoritmo Sequenti,al Mi,ni,mal Opti,mi,zati,on para
treino de SVMs com funções de kernel polinomiais.

O algoritmo SMO decompõe o problema inicial em vários sub-problemàs e

resolve-os de forma analítica reduzindo bastante o tempo de processamento [PIa99].
Devido à sua boa capacidade de generalização e robustez em lidar com conjun-

tos de dados de grande dimensão, as SVM têm apiicação em diversos problemas
de regressão, classificação e reconhecimento de padrões em campos como a Bioin-
formática ou a análise de textos e imagens [Hay99, Bur98].

5.3.6 tlser Classifier

O User Classi,fier, tem como objectivo tornar o processo de construção do mo-
delo de classificação tão intuitivo quanto possível.

Ao contrário dos classificadores standard, que se baseiam num conjunto de da-
dos de entrada e constroem um modelo de classificação, o User Classi,fier permite
a classificação dos dados de forma interactiva através de meios visuais [WFH+01].

Neste tipo de classificação, os dados estão representados num gráfico de dis-
persão em função de dois atributos escolhirlos pelo utilizador, como se pode visu-
alizar na Figura 5.9.

K(*r,n j) - r,i,Tri
K(*n,nj) - (õ(*r.ni)+k)d,d) 0

K (*n, n j) - tanh (kr,iT*i - d)
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Figura 5.9: Gráfico de clispersão rle claclos

Para classificar os dados, o utilizador define fronteiras de separação dos dados

recorrendo ao desenho de polígonos em torno dos mesmos (Fig. 5.10).
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Figura 5.10: Separação de dados recorrendo ao desenho de um polígono

Uma separaçá,o é definida pela área de um polígono, ou pela união de áreas no
caso de existir mais que um polígono. De cada separação resultam dois nós, um
que contém as instâncias presentes no interior do polígono e o outro as restantes
instâncias (Fig. 5.11).
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Figura 5.11: l{ós resultantes rle urra separação de clarlos

Os nós resultantes das separações são utilizados para a construção de uma
árvore de decisão (Fig. 5.12).

Trcp Vre.nlur

Tr:c l4cw

Trcc l/trgrgh:r

Trcc t/rcur

F

lolÊo-thirem. 6.01

F.lss

Truef

Figura 5.12: Árvore de decisão resultante de duas separações de dados

O processo de separação e consequente criação de nós, é repetido até que o
utilizador considere o resultado do classificador satisfatório.

As vantagens rleste género de classificadores residem no facto de a classificação

§plit oil
araa-interlor ÂNO

dim_factaLglomsrulo
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se tornar bastante mais explícita, simples e flexível e possibilitar a utilização por
parte de utilizadores com pouco ou nenhum conhecimento acerca do domínio dos

dados.

5.4 Pré-Processamento dos Dados

Antes de proceder à utilização do WEKA para construir os modelos de clas-
sificação a partir dos diferentes algoritmos, foi necessário proceder a algumas al-
terações dos dados.

Casas Decimais

Com o intuito de homogenizar os dados, o número de casas decimais foi redu-
zido às centésimas, ficando todos os valores de todos os atributos numéricos com
3 casas decimais.

Conversão do Formato dos Ficheiros

Como referido no final do capítulo anterior, os dados resultantes da extracção
de características após a utilização do software ImageJ, foram armazenados em
ficheiros Ercel com o formato Microsoft Spreadsheet File (XLS).

O WEKA permite a leitura de inúmeros formatos de ficheiros mas o formato
XLS não consta nessa lista. Entre os formatos que permite ler, os mais utilizados
são o formato Comma-Separated Values (CSV) e o ARFF.

Uma vez que a leitura do formato XLS não é possível, foi necessário efectuar
uma conversão do formato dos ficheiros para um que fosse compatível com o pro-
gramâ. Por ser melhor estruturado e permitir guardar mais informação, o formato
escolhido foi o ARFF.

Não sendo possível efectuar uma conversão directa do formato XLS para o for-
mato ARFF, a solução encontrada passou por converter os ficheiros do formato
XLS para o CSV, de modo a que a leitura pelo WEKA se tornasse possível. Esta
operação permitiu a leitura dos ficheiros por parte do WEKA e, após a possibi-
lidade de leitura utilizou-se o próprio WEKA para, finalmente, f.azer a conversão
para o formato escolhido, o ARFF.

Transformação de Dados

Tentando prever uma redução na incerteza e com o intuito de obter melhores
resultados finais, foram efectuadas algumas transformações aos dados. As trans-
formações em questão foram:
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o A agregação dos dados referentes ao mesmo animal através do cálculo da
média aritmética dos valores dos atributos para cada animal;

o A agregação das classes Controlo. Ól"o de Milho, passando somente a existir
duas classes, C+O e Thirame;

A agregação de classes é aceitável, pois a classe Óleo de Milho serviu apenas
como teste para garantir que se existissem alterações morfológicas no rim, estas
eram derivadas à administração do xenobiótico e não devido ao efeito do Óleo de
Milho, que por ser um excipiente não deve ter efeito nas células renais.

Assim, foram criados quatro ficheiros com as seguintes características:

FrcnprRo N.o INsrÂNcrRs N.o Cr,,lssps
220
2t
220
2l

Tabela 5.4: Ficheiros utilizados nos testes experimentais

5.5 Resultados Experimentais
Nesta secção são apresentados os resultados obtidos com a utilização dos vários

classificadores sobre as características extraídas das imagens tratatas nos capítulos
anteriores [NRCeS+10].

Dada a escassez de dados, utilizou-se como método de avaliação de desempenho
a validação cruzada com 10 folds nos Ficheiros 1 e 3 e com 4 folds nos Ficheiros
2 e 4. No caso do classificador interactivo, o User Classi,fi,er, utilizou-se todo o
conjunto de dados para treino e posteriormente para teste.

Em primeiro lugar, testaram-se todos os classificadores, à excepção do User
Classi,fi,er, utilizando os quatro ficheiros da Tabela 5.4 com o conjunto normal de
atributos. Posteriormente, testaram-se novamente os classificadores utilizando os

mesmos ficheiros, mas aplicando uma selecção de atributos sobre o conjunto de
atributos inicial. Uma vez que a escolha de atributos é um requisito para a sua
utilizaçáo, o User Classifier, apenas integrou os testes onde existiu selecção de
atributos. Neste classificador, os atributos foram seleccionados manualmente re-
correndo ao gráfico de dispersão dos dados e considerando os dois atributos que
melhor separavam os dados visualmente: a área vazia e a dimensão fractal interior.

Nos restantes classificadores, a selecção de atributos foi feita utilizando o algo-
ritmo CfsSubsetEual do WEKA, que avalia o valor de um subconjunto de atributos
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considerando a sua capacidade preditiva em conjunto com o grau de redundância
entre os mesmos [HS98]. A Tabela 5.32, mostra os atributos considerados na clas-
sificação para cada ficheiro:

Frcuprno 1 FrcnprRo 2 FrcnprRo 3 FrcuerRo 4

Área Capsular
Perímetro
Diâmetro

Área de Vasos

AreaYazia

Dimensão FYactaI Exterior
Dimensã,o Fractal Interior

ÃreaYazia

Área Total
Perímetro

Area Capsular
Perímetro
AreaYazia

Tâbela 5.5: Atributos considerados pelo algoritmo CfsSubsetEual

Em alguns dos classificadores foram afinados determinados parâmetros, de
modo a obter melhores resultados. As a^finações efectuadas basearam-se na expe-
rimentação por tentativa e erro. A parametrrzaçáo utilizada em cada classificador
consta no Anexo A.

Para facilitar a exposição dos resultados, estes estão organizados de acordo com
os ficheiros presentes na Tabela 5.4.

5.5.1 Sem Selecção de Atributos
Ficheiro 1

Cr,.lsstptc.looR To T. Tvp Tpp p FM"orur" AUC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
UspR Cr,.e.ssrprpR

38,6
47,3
49,5

49,L

46,4

61,4
52,7
50,5
50,9

53,6

38,6
47,3
49,5

49,L

46,4

38,6
27,6
27,4
27,4
27,4

2I,5
47,3
49,6

49,2

45,9

0,479
0,598
0,668
0,624
0,609

!4,9
47,3
50,8
50,8
46,2

Tabela 5.6: Comparativo de medidas dos vários classificadores no Ficheiro 1 sem

selecção de atributos

Através das várias medidas podemos ver que, ainda que com um desempenho
abaixo do desejado, os classificadores que obtiveram melhores resultados foram o

Naiue Bayes seguido do J48, com taxas de acerto de 49, 5To e 49,1%, respectiva-
mente. Apesar de ambos terem igual precisão, o Naiae Bayes teve maior taxa de
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verdadeiros positivos e a sua superioridade relativamente aos restantes classifica-
dores é comprovada pelo valor da FM"o"ur" e da AUC ROC.

As matrizes de confusão resultantes destes dois classificadores podem ser vistas
nas Tabelas 5.7 e 5.8.

Cr,,q.sstptceDo -+ CoNrRolo Ór,po os MLHo TruRarrap
CoNrRor,o

Ólpo np Mrlno
TnIRRl,tB

7

2L

29

32

16

7

33

48

27

Tabela 5.7: Matriz de Confusáo Nai,ue Bayes - Ficheiro 1 - Sem selecção de atri-
butos

Cr,esstprclDo -+ CoxrRor,o Oleo op Mu-no TruRRrr,rB

CoNrRor,o
Óleo op Mr,no

Tnln,q.IvÍp

4t
36

72

26

39

23

5

2r0
28

Tabela 5.8: Matriz de Confusãn fi8 - Ficheiro 1 - Sem selecção de atributos

No extremo oposto apaxece o ZeroR, com a maior taxa de falsos positivos e as
menores taxa de acerto, precisão e AUC ROC. A sua matriz de confusão pode ser
vista na Tabela 5.9.

Classtrrc.qDo -+ CoNrnolo Or,oo oB Mrlno TnrR.lrvrs
CoNrRor,o

óleo oo Mr,uo
TutRRtr,tB

Tabela 5.9: Matriz de Confusáo Zero Rule - Ficheiro 1 - Sem selecção de atributos

0

0

0

0

0

0

72

85

63
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Ficheiro 2

49

Cr,lssmtc.tooR To T" Tvp Trp p FM"orur" AUC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
Uspn Cr,essmren

33,3
61,9
47,6

57,L

7L,4

66,4

38,1

52,4

42,8

28,6

33,3

61,9
47,6

57,1

7L,4

38,8
18,8

26,5

20,6

14,0

63,8
43,2

57,3

72,L

24,6

62,3

43,4

55,8
7L,6

0,427
0,7L6

0,663
0,680
0,739

2I,0

Tabela 5.10: Comparativo de medidas dos vários classificadores no Ficheiro 2 sem

selecção de atributos

Neste caso, a redução de instâncias veio acentuar o mau desepenho do ZeroR.

O Nai,ue Bayes, embora pouco, também baixou de desempenho.
Os classificadores que se sobressaíram foram SVM e o OneR, com taxas de

acerto de 71, 4To e 6L,9%. As matrizes de confusão resultantes destes classificado-
res constam nas Tabelas 5.LL e 5.L2.

Cr,essmrcaDo -+ CoNrRor,o Ot po op Mlr,no Tnrnerrae

CoNrRolo
Ólpo op Mu,no

TruR.ltr,tp

Tabela 5.11: Matriz de Confusão SVM - Ficheiro 2 - Sem selecção de atributos

Cr,RssrprclDo -) CoxrRor,o Ólpo »p Mrr,no Tnrnerrrs
CorrttRor-o

Óleo DE MrLHo
TntRerrap

Tabela 5.12: Matriz de Confusáo One Rule - Ficheiro 2 - Sem selecção de atributos

É de referir que, apesil de o classificador Na'iue Bayes ter tido uma pior
prestação que o OneR, na classe Thirame obteve uma precisão de L00% enquanto
que o OneR obteve apenas 66,7Yo. A matriz de confusão Lo Na'iae Bayes está"

presente na Tabela 5.13.
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ClessrprclDo -+ CoxrRolo Olpo op Mlr,no TruR.rup
CoNtRol,o

Ólpo op Mrlno
TruR.lup

Tabela 5.13: Matriz de Confusáo Naiue Bayes - Ficheiro 2 - Sem selecção de
atributos

Ficheiro 3

1

3

6

4

2

0

2

3

0

a Te Tvp Tpp p FM"o"ur" AUC ROC

OneR
Naiue Bayes

J48
SVM

Usen ClassrprpR

50,9

70,3
68,4
70,0
70,9

7L,4
43,2

40,8

44,2

39,0

7I,4
70,5

64,5

70,5
u,-,'

28,6

29,5

35,5
29,5

30,9

71,4

70,5

64,5

70,5

69,1

59,4

70,4
65,8
70,2

69,8

0,477

0,636
0,688

0,647
0,699

Tabela 5.14: Comparativo de medidas dos vários classificadores no Ficheiro 3 sem
selecção de atributos

A agregação de classes melhorou, em geral, a taxa de acerto de todos os clas-
sificadores.

Neste caso, o ZeroR teve a maior taxa de acerto, no entanto foi o classificador
com o pior desempenho, como se pode comprovar através da sua elevada taxa
de falsos positivos e baixa FM.o"ur.. Esta situação deve-se ao facto de, após a
agregação de instâncias, o número de instâncias das duas classes agregadas ser
bastante superior ao número de instâncias da classe restante, como se pode visu-
alizar na matriz de confusão presente na Tabela 5.15.

Cr,RssruclDo -+ C+O TnrR,lrue
c+o

TurReun
r57
63

0

0

Tabela 5.15: Matriz de Confusãa Zero Rule - Ficheiro 3 - Sem selecção de atributos

Estes resultados obrigam a que, nestas condições, não se possa tirar conclusões
olhando apenas parâ a taxa de acerto, devendo considerar todos os outros valo-
res. Assim, ainda que tendo taxas de acerto mais baixas, os classificadores com
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melhor desempenho foram o SVM e o Nai,ue Bayes, com as menores ta:<as médias

de falsos positivos e as maiores AUC ROC. As matrizes de confusão destes dois

classificadores são exibidas nas Tabelas 5.16 e 5.L7.

Cl.q.ssrrrceDo -+ C+O Tnmlup
c+o

TnIn q.Ir,tp

LL7

28

40

35

Tabela 5.16: Matriz de Confusaa SVM - Ficheiro 3 - Sem selecção de atributos

Cr,RssrprceDo -+ C+O TntRarup
C+O

TutR.uvtp
L07

28

50

35

Tabela 5.17: Matriz de Confusáo Naiue Bayes - Ficheiro 3 - Sem selecção de

atributos

Ficheiro 4

Cr,esstptclooR To T. Tvp Trp p FM.o"rr. AUC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
Uspn Cr,assm'rpR

7L,4
66,7
85,7

71,4
76,2

7L,4
66,7
85,7
7I,4
76,2

71,4
43,3

0,057
2L,4
29,5

68,4
90,5
79,2
77,6

59,5

67,4

86,3

72,8
76,7

0,389
0,61.7

0,822
0,750
0,811

51,028,6
33,3
L4,3

28,6
23,8

Tabela 5.18: Comparativo de medidas dos vários classificadores no Ficheiro 4 sem

selecção de atributos

A simultânea redução de instâncias e agregação de classes, trouxe melhores

resultados de classificação relativamente aos casos anteriores.
O Naiue Bayes foi o classificador que obteve melhor desempenho, com uma

taxa de acerto de 85, 7To e uma reduzida taxa média de falsos positivos de 0,057Yo.

A sua FM.o"ur. foi de 86,3%, indicando uma excelente relação entre a precisão e

a taxa média de verdadeiros positivos. A AUC ROC confirma o seu poder clas-

sificativo. É de notar ainda que, mais uma vez este classificador conseguiu uma
precisão de 100% na classe Thirame como se pode comprovar observando a sua
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malúz de classificação, presente na Tabela 5.19

Cl,essrprc.c.Do -+
C+O

TruRRIvtp
L2

CAPÍTUL) 5. CLASSIFICAÇÃ)

TruRaup

0

3

6

Tabela 5.19: Matriz de Confusáo Nai,ae Bayes - Ficheiro 4 - Sem selecção de
atributos

Os classificadores SVM e J48 tiveram também um desempenho aceitável, ainda
que com taxas de acerto de aproximadamente 10% abaixo do Nai,ue Bayes, no caso
do SVM e L4% no caso J48. Ambos tiveram valores para a FM"o"ur. entre os 72To

e os 77To, indicando uma boa relação entre a precisão e a taxa média de verda-
deiros positivos. Ambos se aproximaram do Na'iue Bayes com valores AUC ROC
de 0,811 e 0,750, respectivamente. As suas matrizes de confusão encontram-se
expostas nas Tabelas 5.20 e 5.21.

Cr,essrprceDo -+ C+O Tnrnaup
c+o

Tulnarrap
L2

Tabela 5.20: Matriz de Confusáo SVM - Ficheiro 4 - Sem selecção de atributos

ClessrrrcaDo -+ C+O TruRRl,rp
c+o

TruRerup
10

Tabela 5.21: Matriz de Confusáo Jl8 - Ficheiro 4 - Sem selecção de atributos

Mais uma vez, o ZeroR obteve os piores resultados, comprovâdos pela sua
elevada taxa média de falsos positivos, baixa FM"o"u,. e reduzida AUC ROC.

2

3

4

1

5

5
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5.5.2 Com Selecção de Atributos
Ficheiro 1

53

ClassrrIclnoR f" Te Tvp Trp p FM"o*ur" AUC ROC
ZeroR
OneR

Nai,ue Bayes
J48

SVM
UspR Cr,RssmrpR

6L,4 38,6
49,L 50,9
53,6 46,4

51,8 48,2

49,t 50,9
44,1 55,9

38,6

50,9
46,4

48,2

50,9
55,9

38,6
25,3
28,1

26,9
26,4
23,7

14,9

50,9
47,0
48,6
52,0

56,4

0,479
0,628
0,658
0,617
0,681
0,684

2t,,5

50,8
46,3

48,3

50,5
55,9

Tabela 5.22: Comparativo de medidas dos vários classificadores no Ficheiro 1 com
selecção de atributos

Nos testes realizados com selecção de atributos sobre o Ficheiro 1, presentes na
Tabela 5.22, o User Classi,fier obteve a melhor prestação, com uma taxa de acerto
de 55,9Vo, rma precisão de 56, 4To e a mais baixa tora de falsos positivos, 23,7To.

Em sintonia com estes valores, â sua AUC ROC foi a mais alta, 0,684.
Comparando estes resultados com os da Tabela 5.6, onde não existiu selecção

de atributos, podemos verificar que, embora muito ligeira, houve uma melhoria de

desempenho na maioria dos classificadores.

O pior desempenho continuou a pertencer a Zeroil, uma vez que os seus valores
não sofreram alterações.

Ficheiro 2

Cr,RssIrIceooR To T" Tvp Tpp p FM.o"ur. AUC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
Uspn Cr,essrr'rcR

33,3
52,4

61,9
57,L

71,4
100

66,7
48,6

38,1
42,9
28,6

0

33,3
52,4

61,9
57,1

71,4
100

38,8
25,I
18,2

20,6

12,9

0

2L,0

53,3
62,5

57,3

74,9

100

24,6

52,2

60,4
55,8

7l,l
100

0,427
0,636
0,697
0,609

0,725
L

Tabela 5.23: Comparativo de medidas dos vários classificadores no Ficheiro 2 com
selecção de atributos

Analisando os resultados da Tabela 5.23, podemos verificar sem surpresa que

o pior desempenho foi do classificador ZeroR. A semelhança dos testes realizados
sem selecção de atributos, a redução de instâncias também causou uma redução
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no desempenho.
O User Classifi,er obteve novamente o melhor desempenho, superando os res-

tantes classificadores com excelentes resultados, uma vez que atingiu uma taxa de
acerto de 100% e a sua AUC ROC foi mríxima. A sua matriz de confusão consta
na Tabela 5.24.

CllssrprceDo -+ CoNrRolo Olpo op Mr,uo TruRRup
CoNrRor,o

Ólpo op Mu,no
THtRlIr,ts

Tabela 5.24: Matriz de Confusão User Classi,fier - Ficheiro 2 - Com selecção de
atributos

Comparando estes resultados com os da Tabela 5.10, podemos perceber que
não existiram grandes alterações no desempenho, à excepção do OneR que teve
uma redução da taxa de acerto em g7o e do Naiue Bayes que melhorou significati-
vamente, subindo a taxa de acerto de 47,670 para6l,9%0. É de notar que o (Jser

Classifi,er superou o resultado de todos os outros classiflcadores efectuando ou não
selecção de atributos.

Ficheiro 3

0

0

6

0

8

0

7

0

0

ClRssrprceooR a T" Tvp Tpp p FM.o"ur" UC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
Uspn Cr,.q.ssrF'roR

7L,4
72,7
73,6
73,2

78,2

74,L

28,6

27,3
26,4
26,8

2L,8

25,9

71,4
72,7
73,6
73,2
78,2

74,1

71,4
46,I
43,8
45,0
45,8

35,1

50,9
7l,L
72,3
71,7
77,3

74,7

59,4

7L,6
72,7
72,2
75,7

74,4

0,477
0,633
0,710
0,708
0,749
0,695

Tabela 5.25: Comparativo de medidas dos vários classificadores no Ficheiro 3 com
selecção de atributos

A Tabela 5.25 mostra que, comparativamente aos resultados expostos nas Ta-
belas 5.22 e 5.14, o desempenho dos classificadores melhorou, à excepção do ZeroR.
Mais uma vez, à semelhança do que tinha ocorrido nos resultados de classificação
sem selecção de atributos, a agregação de classes veio melhorar a taxa de acerto
dos classificadores.
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Neste teste, o SVM obteve os melhores resultados, porém, os classificadores

User Classi,fi,er, Naiue Bayes e J48 não ficaram muito atrás. E ainda de notar
que o User Classi,fier teve melhor precisão na classe Thirame comparando com

os restantes onde o número de falsos positivos foi sempre superior ao número
de verdadeiros negativos. Podemos visualizar as matrizes de classificação dos 4
classificadores:

Cr,.e,ssrprc.lDo -+ C+O TnrReup
C+O

TutRarrap
L48
39

I
24

Tabela 5.26: Matriz de Confusáo SVM - Ficheiro 3 - Com selecção de atributos

CllssrrrclDo -+ C+O TntRaup
c+o

THtRRtr,tp

126
26

31

37

Tabela 5.27: Matriz de Confusão User Classi,fier - Ficheiro 3 - Com selecção de

atributos

Cr,essrprc.q.Do -+ C+O TruReup
C+O

TnrnRup
134
35

23

28

Tabela 5.28: Matriz de Confusáo Nai,ue Bayes - Ficheiro 3 - Com selecção de

atributos

ClassrrrceDo -+ C+O Tnmlus
c+o

TruRll,tp
L34
36

23

27

Tabela 5.29: Matriz de Confusáo Jl8 - Ficheiro 3 - Com selecção de atributos
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Ficheiro 4

ClasstrtclooR Ta Te Tvp Trp p FM.o"ur. AUC ROC
ZeroR
OneR

Naiue Bayes
J48

SVM
Usen ClessrprpR

71,4

66,7
85,7
66,7
81,0
100

28,6

33,3
14,3

33,3
19,0

0

7L,4
66,7
85,7
66,7
81,0
100

7L,4

33,3
0,057
43,3
\7,6

0

50,9
72,2
90,5
68,4
83,8
100

59,4
68,L

86,3
67,4

81,6
100

0,477
0,667
0,811
0,628
0,811

1

Tabela 5.30: Comparativo de medidas dos vários classificadores no Ficheiro 4 com
selecção de atributos

Os resultados apresentados na Tabela 5.30 mostram que, à semelhança do
ocorrido nos testes sem selecção de atributos, a simultânea redução de instâncias
e agregação de classes melhoraram os resultados dos classificadores em geral.

O User Classifi,er foi o classificador que obteve o melhor desempenho com taxa
de acerto, taxa média de verdadeiros positivos, precisão de 100% e AUC ROC
máxima. Seguiram-se o Naiue Bayes e o SVM. Em comparação com os resultados
da Tabela 5.18, os valores do Naiue Bayes permaneceram iguais e os do SVM me-
Ihoraram ligeiramente.

As matrizes de classificação do User Classifier, Na,iue Bayes e SVM podem ser
vistas nas seguintes tabelas:

Cr,essrprclDo -+ C+O Tnm.lvp
c+o

TruRerrap
15

Tabela 5.31: Matriz de Confusão User Classi,fier - Ficheiro 4 - Com selecçã,o de
atributos

Cl.a,ssrrrcaDo -+ C+O TnlR.q,rvrp

c+o
TruR.a,uo

t2

Tabela 5.32: Matriz de Confusáo Na,iue Bages - Ficheiro 4 - Com selecção de
atributos

0

0

6

0

3

6



5.5. RESULTADOS EXPEHIMENTAIS 57

Cr,RssrprceDo -+ C+O Tumlrup
C+O

TnrReup
L2 3

51

Tabela 5.33: Matriz de Confusão SVM - Ficheiro 4 - Com selecção de atributos

5.5.3 Conclusões

Tendo em conta os resultados dos testes efectuados, podemos considerar que

foram satisfatórios.
As transformações efectuadas aos dados, referidas na secção 5.4 deste capítulo,

surtiram efeito, pois foi notório o aumento de desempenho nos casos em que existiu
redução de instâncias e agregação de classes.

Os testes mostram que, neste caso, uma elevada taxa de acerto do classificador
não significa um bom desempenho e é necessário considerar outros valores como: a
precisão, a taxa de verdadeiros positivos, a ta>ca de falsos positivos e a AUC ROC.

A selecção de atributos deve ser considerada, pois não acentuou o custo com-
putacional e permitiu obter melhorias de desempenho, ainda que ligeiras. Os

atributos mais relevantes, segundo o algoritmo de selecção utilizado, foram: o

diâmetro, o perímetro, a á,rea capsular, a á,rea de vasos, a área vazia, a área total,
a dimensão fractal exterior e a dimensã,o fractal interior.

Considerando estes factos podemos concluir que, entre todos os classificado-

res testados, as melhores opções são o Naiue Bayes e o SVM. O User Classi,fier
também obteve bom desempenho, sendo superior ao Nai,ue Bayes e ao SVM. No
entanto, deve ter-se em conta que neste caso o conjunto de treino foi utilizado
também como conjunto de teste, o que não é aconselhado.

Finalmente, é de referir que a incerteza presente nos resultados de alguns clas-

sificadores poderia diminuir com a utilização de matrizes de custo associadas à

matriz de confusáo, de forma a valorizar verdadeiros positivos e verdadeiros nega-

tivos e a penalizar falsos positivos e falsos negativos.
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Capítulo 6

Conclusões e Thabalho Futuro

Neste capítulo são feitas as considerações finais relativas a todo o trabalho
desenvolvido nesta dissertação e apresentadas ideias para trabalhos futuros tendo
os resultados alcançados neste trabalho como ponto de partida.

6.1- Conclusões

A dimensão do problema tratado nesta dissertação, a quantidade de métodos
existentes e as abordagens possíveis para resolvê-lo, fazem com que se torne difícil
encontrar uma solução definitiva.

Os objectivos traçados inicialmente foram cumpridos e os resultados obtidos
mostraram-se positivos, no entanto, pode-se considerar que o trabalho realizado
conduziu apenas a uma solução parcial para o problema. A complexidade inerente
ao tipo de imagens utilizadas neste trabalho esteve na origem das dificuldades que

surgiram no processo de segmentação das imagens, fazendo com que, em vez de

ser efectuado de forma completamentamente automática, o processo acabasse por
ser efectuado de forma semi-automática, isto é, assistido pelo utilizador.

A limitação no número de imagens e consequentemente no tamanho do con-
junto de dados e o ligeiro desequilíbrio na distribuição das instâncias pelas classes

existentes impuseram limitações nos resultados obtidos. A existência de um con-
junto de dados maior e mais equilibrado, teria permitido a criação de conjuntos
de dados de treino e teste que, provavelmente, dariam origem a um modelo de

classificação mais preciso do que os que foram criados.
Para terminar, podemos comprovar que a segmentação de imagem e aplicação

de métodos de classificação a dados histomorfométricos se revelou útil na aborda-
gem deste problema, uma vez que os testes efectuados permitiram determinar se

um animal esteve sujeito à ingestão de xenobióticos, com um grau de certeza de

85,770 no caso do Nai,ue Bayes e 8l% no caso da SVM.
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6.2 Thabalhos Futuros
Existem nesta dissertação aspectos que poderão ser melhorados/explorados e

servir de base para trabalhos futuros.

No processo de segmentação poder-se-á:

o desenvolver um algoritmo que ligue as selecções parciais através dos seus
pontos mais próximos, originando selecções completas sem que o utilizador
tenha intervir no processo;

o combinar o processo utilizado neste trabalho com outros métodos existentes,
por exemplo, modelos de contorno activo (snakes) ou crescimento de regiões;

Relativamente às imagens e ao conjunto de dados poder-se-á:

o proceder à obtenção de mais imagens de forma a aumentar o conjunto de
dados;

o considerar outros atributos morfológicos, como por exemplo, a circularidade
ou número de espaços interiores;

Ao nível do processo de classificação:

o aprofundar a pesquisa realizada, utilizando novos métodos de aprendizagem,
como por exemplo, Redes Neuronais;

o permitir que o classificador se auto-melhore com a entrada de novos exem-
plos;

Globalmente:

o desenvolver uma aplicação càpaz de automatizar todo o processo histomor-
fométrico, isto é, receber uma imagem de um corpúsculo renal, segmentá-la
correctamente, medir os atributos e finalmente f.azer a classificação;

Este trabalho poderá ser aplicado com utilidade em

o controlo ambiental;

o apoio ao diagnóstico de ingestão de xenobióticos;
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Anexo A

Parametr izaçáo de Classificadores

Neste anexo são apresentados os parâmetros utilizados pelos diferentes classi-
ficadores nos testes realizados na Secção 5.5.

Os classificadores ZeroR e User Classi,fi,er não possuem parâmetros de afinação,
como tal, não constam neste anexo.
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74 ANEXO A. PARAMETR,IZAÇÃO DE CLASSIFICADORES

4.1 One Rule

Figura 4.1: Parâmetros do One Rule na classificação do Ficheiro 1 sem selecção
de atributos

Figura 4.2: Parâmetros do One Rule na classificação do Ficheiro 2 sem selecção
de atributos
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Figura 4.3: Parâmetros do One Rule na classificação do Ficheiro 3 sem selecção

de atributos

Figura 4.4: Parâmetros do One Rule na classificação do Ficheiro 4 sem selecção

de atributos
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Figura 4.5: Parâmetros do One Rule na classificação do Ficheiro 1 com selecção
de atributos

Figura 4.6: Parâmetros do One Rule na classificação do Ficheiro 2 com selecção
de atributos
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Figura 4.7: Parâmetros do One Rule na classificação do Ficheiro 3 com selecção

de atributos

Figura A.8: Parâmetros do One Rule na classificação do Ficheiro 4 com selecção

de atributos
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4.2 Naive Bayes

Figura 4.9: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 1 sem selecção
de atributos

Figura 4.10: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 2 sem se-
Iecção de atributos
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Figura 4.11: Parâmetros do Na'irre Bayes na classificação do Ficheiro 3 sem se-

lecção de atributos

Figura A.L2: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 4 sem se-

lecção de atributos
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Figura 4.13: Parâmetros do Na'iue Bayes na classificação do Ficheiro 1 com se-

lecção cle atributos

Figura 4.74: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 2 com se-

lecção de atributos
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Figura A.15: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 3 com se-

Iecção de atributos

Figura A.16: Parâmetros do Nai,ue Bayes na classificação do Ficheiro 4 com se-

lecção de atributos
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4.3 J48 Decision Tree

Figura A.L7: Parâmetros do Jl9 Deci,s'ion Tlree na classificação do Ficheiro 1 sem
selecçáo de atributos
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Figura 4.18: Parâmetros do Jl9 Deci,si,on Tlee na classiflcação do Ficheiro 2 sem

selecção de atributos
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Figura 4.19: Parâmetros do Jl9 Deci,si,on Tree na classificação do Ficheiro 3 sem
selecção de atributos
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Figura 4.20: Parâmetros do Jl9 Decisi,on Tree na classificaçáo do Ficheiro 4 sem

selecção de atributos

ncka.dacifrsr,r::* JiE

About

Oass Íor gênerdng a prunsd oÍ unpruned C4. llul
ân bil++r

*lrvsptt ire*

olpTrt: iTnr

-rrut*f".t". O,25

dtàrrg F&

I

vl

J
J

il$frÍtÔJ 6

ruffi 3

rcdnÊroíPn Ítg

iavalnÍrcrt!

s.d

sft:cn*E

rrrrrtcd

ugaCre

F&
i-

,1

;l
F&

Fdr I

lrrltI-Êcrrctirr ;Fdt

ecn... Srvc... (x Clírd

t, mtagui.GcnaicOlic<tEditor



86 ANEXO A. PAR,AMETRIZAÇAO DE CLASSIFICADORES

vudq.daaÉfcra,tsccr.15

Aborrt

Oass Íbr generaüng a píuned oí unpflrned Ot. t5?1

Cetrüct

bhr}spfE

@LfTrGC

qrfidancFrbr

dctrrg lF.hr

mar$trnohj 
t?,

Írrrfrdt

r:dnGrorPruirg if*Ê l

rawlnrffi)ab lF& -,i

sd :1

eóücRár vJ

t gt rcd

rtrda tfahe

rlcilI-sÍcctin Fft

o9ür... S.8... o( Cüd

t" wcta4u í.GcnaicOlirrEdibr

Figura A.2L: Parâmetros do JlS Dec'is'ion Tlee na classificação do Ficheiro 1 com
selecção de atributos
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Figura A.22: Parâmetros do Jl7 Dec'isi,on Thee na classificação do Ficheiro 2 com

selecção de atributos
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Figura 4.23: Parâmetros do fi8 Decision Tlee na classificação do Ficheiro 3 com
selecção de atributos
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Figura A.24: Parâmetros do Jl8 Deci,si,on Tlee na classificação do Ficheiro 4 com

selecção de atributos
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4.4 Support Vector Machines

Figura 4.25: Parâmetros do SVM na classificação do Ficheiro 1 sem selecção de
atributos
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Figura A.26: Parâmetros do SVM na classificação do Ficheiro 2 sem selecção de

atributos
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Figura 4.27: Parâmetros do SVM na classificação do Ficheiro 3 sem selecção de
atributos
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Figura A.28: Parâmetros do SVM na classificação do Ficheiro 4 sem selecção de

atributos
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Figura 4.29: Parâmetros do SVM na classificação do Ficheiro 1 com selecção de
atributos
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Figura A.30: Parâmetros do SVM na classificação do Ficheiro 2 com selecção de

atributos
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Figura 4.31: Parâmetros do SVM na classificação do Ficheiro 3 com selecção de
atributos
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Figura A.32: Parâmetros do SVM na classificação do Ficheiro 4 com selecção de

atributos
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