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A figura 4.2 apresenta a estrutura geral de um sistema de analise de sentimentos, na qual
se pode verificar a submissdo do corpus ao processamento para a realizagio da tarefa de
classifica¢io e gera as pontuagdes de classificagdo, que serdo uteis para a analise que se

pretende.
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Figura 4.3: Processo de analise de sentimento

A figura 4.3 representa o processo de analise de sentimento, na qual textos submetidos a
classifica¢do passam inicialmente por um classificador para detec¢do e identificagdo de
subjectividade, passo na qual apenas aqueles classificados como subjectivos serdo
utilizados para a realizagdo da classificagdo de sentimentos. Apds a realizagdo deste
processo como resultado final os documentos sdo agrupados em duas categorias
fundamentais, aqueles cuja sua polaridade resulta em positiva para a classe positiva caso
contrario para a classe negativa. Porém o processo da andlise ¢ complexo e pode ser
feito de forma detalhada ou especifica em conformidade com os objectivos
preconizados e podem ser utilizadas técnicas descritivas ou preditivas, p.e. na preditiva
a classificagdo € a tarefa de escolher as classes corretas para uma determinada entrada e
na descritiva as classes nio sdo conhecidas a priori. Nas tarefas basicas de classificacéo,
cada entrada é considerada separadamente das outras entradas, e o conjunto de etiquetas
¢ previamente definida. Alguns exemplos de tarefas de classificag@o sdo: Decidir se um
email é spam ou ndo, neste caso as Classes sdo Spam e Ndo Spam; Decidir se uma
determinada ocorréncia da palavra Banco é usado para se referir a uma Margem do Rio,

uma Institui¢do Financeira, ou acto Banco para sentar, ou o acto de depositar algo numa
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Institui¢do Financeira; Decidir qual é o tema de um artigo de jornal ¢, de uma lista fixa
de areas tematicas, como "Esportes", "Tecnologia" e "Politica". As classes seriam
Esportes, Tecnologia e Politica. Portanto a base da tarefa de classificagdo ¢ o niimero de
variaveis de interesse. Por exemplo, na classificagdo multi-classe, cada instdncia pode
ser atribuido vérias etiquetas, na classificagdo aberta, o conjunto de etiquetas ndo €
definida previamente, e na sequéncia da classificagdo, uma lista de entradas sdo

classificadas em conjunto.
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Figura 4.4: Classificagdo supervisionado

Conforme a figura 4.4 Durante o processo de treinamento as caracteristicas extraidas
sdo utilizadas para converter cada valor de entrada para um conjunto de caracteristicas.
Esse conjunto de caracteristicas captura a informagdo basica das entradas que devem ser
utilizadas para a classificagdo. Na sequéncia as caracteristicas extraidas e etiquetas sdo
inseridas no algoritmo para gerar o0 modelo. Durante a predi¢do algumas caracteristicas
extraidas sdo utilizadas para converter entradas ocultas para conjunto de caracteristicas,
este conjunto de caracteristicas sdo entdo inseridos no modelo que gera as etiquetas de

predigdo.

4.6 Niveis de Analise

A andlise de sentimento pode ser realizada de acordo os seguintes niveis: Relacionada
ao documento; Relacionada a frase; Com base em Aspectos; Para Analise Comparativa

e Para aquisi¢@o do léxico sentimental.
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4.6.1 AS a Nivel de Documento

Esta ¢é a forma mais simples de realizagfio de analise de sentimentos e presume-se que 0
documento contém opinides sobre um objecto principal. Existem duas abordagens
principais para a andlise a este nivel: aprendizado supervisionado e aprendizado ndo-

supervisionado.

A abordagem supervisionada assume que ha um conjunto finito de classes em que o
documento devera ser classificados e dados de treinamento estdo disponiveis para cada
classe. O caso mais simples ¢ quando ha duas classes: positivo € negativo. Extensoes
simples também podem adicionar uma classe neutra ou hd alguma escala discreta
numérica no qual o documento deve ser colocado (p.e. sistema de cinco estrelas
utilizado pela Amazon). Considerando os dados de treinamento, o sistema treina um
modelo de classificagdo usando um dos algoritmos de classificagdio comuns, tais como
SVM, Naive Bayes, regressdo logistica, ou KNN. Esta classificagfio entfio ¢ utilizada
para marcar os novos documentos em suas classes. Quando um valor numérico em
algum intervalo finito deve ser atribuido ao documento a regressdo entéio pode ser usada
para prever o valor a ser atribuido ao documento. Vérias pesquisas tém demonstrado
que uma boa precisio é alcangada mesmo quando cada documento € representado como
uma simples bolsa de palavras. Em tese observa-se o sentimento expresso pelo

documento de forma global.

4.5.1.1 Modelo Bolsa de Palavras

O modelo de bolsa-de-palavras € uma representagdo simplificada utilizada no
processamento de LN e RI. Neste modelo, um texto (como uma frase ou um
documento) é representado como uma colec¢do ndo-ordenada de palavras, gramatica,
ignorando até mesmo a ordem das palavras [13], é comumente utilizado em métodos de
classificagdo de documentos, onde os termos e as frequéncias de cada palavra sdo
utilizadas para gerar uma matriz. Em tese nfo é mais do que a representagdo numérica o
documento, como se pode observar no exemplo 3.1. Para gerar um BoW ¢ preciso
realizar as seguintes tarefas: leitura e conversdo (tokenizagfo), extrac¢do e limpeza dos
termos (remogdo de spowords, verificagio de sinénimos e radicalizagfo), contagem dos

termos (quantidades de vezes que cada termo ocorre, criagio de lista de, termos e
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frequéncia) e calculo de frequéncia (combinar a frequéncia de termos e a frequéncia

inversa do documento).
Exemplo de implementaciio de modelo BoW
Katia gosta de assistir filmes. Pedro gosta também.

Katia também gosta de assistir jogos de futebol.

Com base desses textos o dicionario pode ser construido

{"Katia": 1, "gosta": 2, "de": 3, "assistir": 4, "filmes": 5, "também": 6, "futebol": 7,

"jogo": 8, "Pedro": 9, "também": 10}

Como tem 10 palavras distintas e utilizando a indexag&o no dicionario, cada documento

representado por 10 entradas no vector:

[1,1,1,1,1,0,0,0, 1, 1]
[1,1,1,1,0,1,1, 1,0, 0]

Exemplo 4.1- Matriz

Donde cada entrada do vector referéncia um contador correspondente a entrada no
diciondario. Cada linha representa um documento (Di) e a coluna um termo (Tj) € o
Valor de DiTj é o valor de frequéncia do termo no documento. A representagio
vectorial nfo preserva a ordem das palavras na frase. A referéncia clara deste modelo no
contexto linguistico pode ser encontrada em [14]. Representagdes mais avangadas

utilizam TFIDF'2, POS Iéxicos sentimento, € as estruturas de analise.

Abordagens individuais de AS a nivel de documento sdo baseadas na determinagéo da
orientacdo semdntica (SO) de frases especificas no documento. Se a média SO destas
frases estiver acima de um limiar pré-definido o documento € classificado como
positivo e caso contrario é considerado negativo. Existem duas abordagens principais
para a selec¢do das frases: um conjunto de padrdes predefinidos de padrdes POS pode
ser usado para seleccionar frases ou o léxico de palavras sentimentais ¢ frases que

podem ser utilizadas.

2 ¢ uma medida estética que representa a relevancia de uma palavra de um documento em relagdo a
coleccdo de documentos. A frequéncia de um termo (TF) representa é a quantidade de vezes que o
termo aparece no documento.
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O método cléssico para determinar o SO de uma dada palavra ou frase é calcular a
diferenca entre o PMI (Pointwise Mutual Information) da frase com duas palavras que
expressam sentimentos. PMI (P, W) mede a dependéncia estatistica entre o P e o W
frase e palavra respectivamente com base na sua co-ocorréncia. Em [15] sdo utilizadas
como exemplo as palavras 'excelente' e 'pobre’. As medidas, se P estd mais perto de
significado para a palavra ("excelente") implica positiva ou negativa para a palavra

("péssima").
4.6.2 AS a Nivel de Frases

Um tnico documento pode conter multiplas opiniGes ainda que sejam sobre a mesma,
entidade. Quando queremos ter uma. visdo mais detalhada de diferentes opinides
expressas no documento sobre as entidades. Assumimos que conhecemos a identidade
da entidade associada, outrossim, de que existe uma tnica opinifio em cada frase. Esta
hipétese pode ser construida através de divisdo da frase em frases na qual cada frase
contém apenas uma tinica opinido. Antes de analisar a polaridade das frases que deve
determinar se as frases sdo subjectivas ou objectivas. Apenas frases subjectivas serdo
posteriormente analisadas. Algumas abordagens também analisam frases objectivas,
porém sdo mais dificeis. A maioria dos métodos utilizam abordagens supervisionadas
para classificar as frases nas classes. Uma abordagem boofstrap foi sugerida em [16], a
fim de reduzir a quantidade de trabalho manual necessario quando se prepara um grande
corpus de treinamento. Uma abordagem unica baseado nos cortes minimos foi proposta
em [17]. A premissa principal de sua abordagem ¢é que as sentengas vizinhas devem ter
a mesma classificagdo de subjectividade. Depois de termos mapeadas as frase
subjectivas apenas podemos classificar essas frases em classes positivas ou negativas.
Como mencionado anteriormente, a maioria das abordagens para anélise a este nivel sdo
baseadas em aprendizagem supervisionada ou nfio supervisionada [97]. A ultima

abordagem ¢ de natureza semelhante em [36].

Pesquisas recentes mostraram que é aconselhavel para tratar diferentes tipos de frases
por diferentes estratégias. Sentengas que necessitam de estratégias tinicas incluem frases
condicionais, frases e frases sarcasticas. Sarcasmo ¢ extremamente dificil de detectar, e

aparece fundamentalmente nos contextos politicos. Uma solug#o para a identificagio de
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frases sarcasticas é descrito em [35]. Observa-se em suma os sentimentos expostos nas

frases em termos da sua polaridade.

4.6.3 AS Baseadas em Aspectos

E o problema de pesquisa que se concentra no reconhecimento de todas as expressdes
de sentimento dentro de um determinado documento e os aspectos a que se referem. As
duas abordagens anteriores funcionam bem quando se considera um documento na
totalidade ou em cada frase individual refere-se a uma unica entidade. No entanto, em
muitos casos, as pessoas falam de entidades que tém muitos aspectos (atributos) e eles
tém uma opinido diferente sobre cada um dos aspectos. Isto acontece muitas vezes em
opinides sobre produtos ou em féruns de discussdo dedicados a categorias especificas
de produtos (p.e. carros, cémaras, smarfphones e at¢é mesmo medicamentos
farmacéuticos). Assim alguns aspectos serdo analisados de forma positiva, enquanto

outros avaliados como sentimentos negativos no mesmo texto.

A abordagem classica, que € usada por muitas empresas.comerciais, para a identificagéio
de todos os aspectos de um corpus de produtos, consiste em extrair todos os sintagmas
nominais (NP) e manter apenas as PN, cuja frequéncia esta acima de algum valor
determinado experimentalmente [12]. A abordagem visa reduzir o ruido no NPs. A ideia
principal é medir cada NP candidato do PMI com frases que estdo fortemente
relacionados com a categoria do produto (como telefones, impressoras ou camaras).
Apenas aqueles que tém um NPs e PMI acima de um limiar aprendidas séo retidas. Por
exemplo, para a categoria de impressora frases candidatas, por exemplo, seria
"impressora vem com" ou "impressora tem.” Assim nesta abordagem o problema de
pesquisa se concentra no reconhecimento de todas as expressdes de sentimento dentro
de um determinado documento e os aspectos a que se referem. Outra abordagem para a
identificagdo de aspectos € a utilizagdo de um analisador de dependéncia de frases que
utiliza expressdes sentimentais conhecidos para encontrar aspectos adicionais (mesmo
aqueles raros) [39]. Podemos ver o problema da identificagdo de aspecto como um
.problema de extrac¢dio de informagdes e, em seguida, usar um corpus marcado para
treinar um classificador sequencial como um campo condicional Randémico (CRF) [18]
para encontrar os aspectos [14]. O exposto até agora discute a identificagdo de aspectos

explicitos, i.e, aspectos que sdo mencionados explicitamente nas frases. No entanto, ha
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muitos aspectos que ndo sio mencionados explicitamente nas frases € podem ser
inferidas a partir das expressdes de sentimento que as mencionam implicitamente. Esses
aspecfos sdo chamados aspectos implicitos. Exemplos de tais aspectos sdo de peso, que
pode ser inferida a partir do fragmento "este telefone € muito pesado”, ou tamanho, que
pode ser inferida a partir de "a cdmara é bastante compacta." Uma maneira de extrair
tais aspectos implicitos é sugerido em [10]. Onde uma das duas fases de co-ocorréncia
associagdo a abordagem a regras de mineragdo ¢é usada para combinar aspectos
implicitos (expressdes de sentimento) com aspectos explicitos. Com estes dois
conjuntos, podemos usar um algoritmo [2] simples que determina a polaridade de cada
expressdo de sentimento baseado num léxico sentimental, sentimento shifters (t.c.
palavras de negagfo), e um tratamento especial de conjungdes adversativas, como 'mas'
por exemplo. A polaridade final de cada aspecto ¢ determinada por uma média

ponderada de todas as polaridades de expressGes sentimentais inversamente ponderados

pela distincia entre a face e a expressdo do sentimento.
4.6.4 AS Comparativa

Em muitos casos, os utilizadores nfo emitem uma opinido directa sobre um produto,
mas sim fornecer opiniGes comparaveis, p.e. “ o modelo x de automovel parece muito
melhor do que o modelo y", "Eu testei o Tundra, ele nfio controla melhor do que o Land
Cruizer, n3o chega mesmo nem perto.” O objectivo do sistema de analise de sentimento,
neste caso, ¢ o de identificar as frases que contenham opinides comparativas, € delas
extrair a entidade preferida em cada opinido. Um dos trabalhos pioneiros sobre a analise
comparativa de sentimento poder ser vista em [15]. Este trabalho mostra que a
utilizagdo de um ntimero relativamente pequeno de palavras pode cobrir 98% de todas
as opinides comparativas. Estas palavras séo:
» Advérbios e adjectivos de comparagdio tais como: "mais", "menos" (por
exemplo, "mais leve");
» Adjectivos superlativos e advérbios, tais como: "mais", “pelo menos” (por
exemplo, 'o melhor');

" on "non

= Frases adicionais, tais como "favor", "exceder", "superperformance”, "preferir",

"de", "superior", "inferior", "nimero um", "contra".

.
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Uma vez que esta palavra leva a uma abrangéncia muito alto, mas com baixa preciséo,
um classificador de Bayes pode ser usado para filtrar sentengas que ndo contém
opinides comparativas. Os padrdes sequenciais foram descobertos pela dominagéio de
classe dos algoritmos sequénciais (RSE). Um simples algoritmo para identificar as
entidades preferenciais com base no tipo de comparagdo utilizado € a presenga de

negacdo € descrito em [3].
4.6.5 AS para Aquisi¢ao Léxico

Como vimos na discussfo anterior, o léxico sentimental ¢ o recurso mais importante
para a maioria dos algoritmos de andlise de sentimento. Existem trés abordagens para
adquirir o 1éxico sentimental: abordagens manuais em que as pessoas codificam o 1éxico
manualmente, baseada em diciondrio em que um conjunto de palavras da frase €
expandido por recursos utilizando como WordNet [8] e abordagem baseada em corpus
no qual um conjunto de palavras da frase é expandido por meio de um grande corpus
dos documentos a partir de um unico dominio. Claramente, o trabalho manual em geral,
ndo ¢ viavel porque cada dominio requer seu préprio 1éxico e um tal esfor¢o € arduo, e

honroso.
4.6.6 Abordagem baseada em dicionario

Comega com um pequeno conjunto de palavras da frase adequada para o dominio em
questdio. Este conjunto de palavras €, entfio, expandida usando sinénimos € anténimos
WordNet. Um dos algoritmos elegantes é proposto em [16]. O método define a distincia
d (t1, t2), entre os termos t1 e t2 como o comprimento do caminho mais curto entre t1 e
t2 na WordNet. A orientagdo de t é definida como OS (t) = (d (t, péssimo) - d (t, bom)) /
d (bom, péssimo). | OS (t) | é a for¢a do sentimento de t, SO (t)> 0 implica que t é
positivo, e t é negativo caso contrario. A principal desvantagem de qualquer algoritmo
baseado em diciondrio € que o léxico adquirido ¢ independente do dominio e, portanto,
ndo capta as peculiaridades especificas de qualquer dominio. Abordagens baseadas em
Diciondrios mais avangados [4, 29]. O Iéxico sentimental € o recurso mais importante
para a maioria dos algoritmos de analise de sentimento. Se queremos criar um léxico

sentimental de dominio especifico, temos que usar algoritmos baseados em corpus. Em
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[11] o trabalho classico neste dominio introduziu o conceito de consisténcia sentimental
que permite identificar adjectivos adicionais que t€m uma polaridade consistente como
um conjunto de adjectivos encontrados. Um conjunto de conectores linguisticos (AND,
OR, NEITHER-NOR, EITHER-OR) foram utilizados para encontrar adjectivos que estfo
ligados aos adjectivos com polaridade conhecida. Considere a frase "o telefone é
poderoso e versatil." Se sabemos que 'poderoso’ é uma palavra positiva, podemos supor
que, utilizando o conector e a palavra “versatil " ¢ positivo. A fim de eliminar o ruido do

algoritmo cria-se um gréafico de adjectivos usando liga¢gdes induzidas pelo corpus e

depois faz-se um clustering, de positivos e negativos.

4.6.7 Abordagem baseada em Corpus

A abordagem chamada de propagacdo duplo para aquisi¢do simultdnea de um léxico
sentimental de um dominio especifico e um conjunto de aspectos foi introduzido em
[31]. Esta abordagem utiliza o analisador minipar [19] para analisar as sentengas no
corpus e encontrar aspectos associados e expressdes de sentimento. O algoritmo comega
com um conjunto de expressOes de sentimentos € usa um conjunto de regras de
dependéncia pré-definidas e o analisador minipar para encontrar aspectos que estdo
ligados as expressdes de sentimento. Ele entdo usa os aspectos achados pertinentes para
encontrar as expressdes mais sentimentais que por sua vez levam a encontrar mais
aspectos. Este processo de bootstrapping mutuo para quando ndo ha mais aspectos ou
expressdes de sentimento que podem ser adicionadas. A migragio um Iléxico

sentimental de um dominio para outro dominio foi estudado em [5].

Entre as abordagens apresentadas a comumente utilizada ¢ a nivel de documento, pois
por exemplo o grau de dificuldades em realizar o processo a nivel de frase ou atributos é
maior, porque se trabalha com detalhes relativamente infimos. Embora actualmente o
processo € facilitada por ferramentas que categorizam a polaridade de forma automatica
p-e. o SentiWordnet. Que é uma lista com mais aproximadamente 110 mil termos ou
mais em lingua inglesa onde cada palavra é associada a trés pontuagdes que distinguem

a polaridade negativa, positiva e neutra.

4.7 Areas de Aplicagiio
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Andlise de sentimentos oferece as organizagGes a capacidade de monitorizar as
diferentes informagdes em sitios de médias sociais em tempo real e agir em
conformidade. Gestores de marketing, empresas de relagdes publicas, os gestores de
campanha, politicos e até mesmo investidores de capital e compradores on-line sdo os
beneficidrios directos da tecnologia de analise de sentimento.

» Aplicagdes inteligentes: para identificar as razdes de preferéncia ou ndo dos
consumidores de um determinado produto p.e. laptop HP, de formas a conhecer
dados concretos e.g. pregos, especificagdio, concorréncia etc. poderia ser
interessante conhecer os dados subjectivos t.c. 0 design € péssimo, os servigos
ao consumidor s@o condizentes. Percepgdes erradas também sdo importantes p.e.
drivers disponiveis ndo sdo actualizados ainda que estejam. De facto a resposta a
esta subjectividade ¢ 4rduo na anélise convencional o AS facilita as respostas a
estes questionamentos. Entretanto podemos utilizar a AS para: pesquisar
opinibes na Web e concorrentes para analisa-los criam-se versdes condizentes
aos pontos de consenso;

= . Politica ou Ciéncias Politicas: para numerosas aplicagdes e possibilidades t.c.,
andlise de tendéncias, identificagdo ideologica, direccionamento de publicidade
ou mensagens, reac¢des aferidas etc; Avaliaggio de eleitores ou publico; Analise
e discussdes politicas; Leis ou formulagfo politica;

» Sociologia: para Propagagdes de ideias através de grupos de conceitos
importantes de sociologia, as reacg¢fes e opinides para as ideias sdo relevantes
para adaptagdo de novas ideias; A andlise de sentimento em blogs pode dar
discernimento para este processo;

= Psicologia: para aumento potencial para investigagdo psicoldgica ou

experiéncias com dados extraidos em “Linguagens Naturais” (LN).

4.8 Desafios de AS

Entre os maiores desafios propensos a realizagdo da AS podemos destacar os seguintes:
= Pessoas expressam opinides de maneira complexa;
= No texto a opinifio pode ser incompreensivel;
» Inversdo intratextual, subfrases, negagdo, mudanga de tema sdo comuns;

" Retdricas, modos como sarcasmo, ironia, implicagfo etc.;
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» Alguns jargdes de analise de sentimento séo: orientagfio seméntica e polaridade.

4.9 Conclusées do Capitulo

A andlise de sentimento veio evolucionar sobre que maneira a forma pela qual podem
ser tirados proveitos ao contetido guardado em formato nfo estruturado. Haja visto o
volume que esses dados apresentam para qualquer organizacdo, apoiado pelas técnicas
de Recuperagdo Informagdo, Aprendizagem Automatica e Processamento de Lingua
Natural esta tarefa estd cada vez mais a facilitar a aquisi¢do de conhecimento em tempo
habil com auxilio do processo automatico o que permite de que maneira a obtengdo dos
resultados com alta precisio e fidveis apesar da heterogeneidade e a ambiguidade que
caracteriza os dados disponiveis para o efeito, os algoritmos proporcionam mecanismos
eficientes que vdo desde a recuperagdo, extraccdo de caracteristicas relevantes que
revestem-se na detecgdo da subjectividade no documento cujas propriedades nos
permitiram realizar a andlise em fungfio da polaridade obtida nas frases sentimentais
associados ao documento. Este processo é realizado de forma a obter resultados que °
permitam aos tomadores de decisdo direccionar as suas accdes de forma a alcangar a

eficiéncia.

O nivel de analise a ser explorado depende fundamentalemente dos propoésitos € a
profundidade da andlise a que se pretende, por outro lado existem uma serie de desafios

que tem que ser ultrapassados para a actividade de AS.
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Capitulo 5

Prototipo de Analise de Sentimentos em textos

Este capitulo apresenta o protdtipo elaborado objecto da presente tese, os testes € os
resultados alcangados com a realizag@o de experiéncias, com a utiliza¢do dos algoritmos
de classificagfio. Sdo também descritos neste capitulo todos os recursos € conjunto de

dados utilizados, além das ferramentas e linguagens no contexto pratico.

Para a realizagdio da tarefa de andlise como ji abordado no capitulo anterior os
documentos a serem analisados passam por um processo de transformag&o ou conversio
cuja pretensdio € criar uma representagio vectorial ou bolsa de palavras, onde cada
palavra ¢ uma dimensdo e indica uma determinada caracteristica do texto. Através da
utilizagdo de modelos estatisticos podemos aprender as estruturas complexas da

linguagem presente em um corpus do texto.
5.1 Introdugéo

Com a implementag&io do protétipo formalmente evidenciamos uma estrutura que alinha
as tarefas que véo desde a captagfio de dados disponiveis num disco local, ou qualquer
suporte conexo, desde que estejam no formato digital, através de utilizagdo de
ferramentas de recuperagio de texto. A classificagdo é um processo como referenciado
anteriormente, que € feita através de entradas constituidas por caracteristica extraidas de

ficheiros de textos ou corpus nas fases anteriores para a realiza¢do da tarefa e como
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produto desta gera-se um classificador de documentos ou texto, de acordo com os
objectivos a serem alcangado e com auxilio de algoritmos escolhidos com base nos

propdsitos evidenciados. .
5.2 Prototipo

Para o processo de Andlise de Sentimentos, desenvolvemos um protétipo apoiado na
Linguagem Python e a biblioteca NLTK (Natural Language Toolkit), para a

manipulagdo de texto e classificagio de dados textuais.

Para a realizag@o do processo de aquisi¢éo de conhecimento a abordagem contempla as
principais fases da Arquitectura do processo de Andlise de Sentimentos, apresentada na
figura 4.1. As fases do protdtipo de analise de sentimento so: Recuperagdo de Texto;
Preparagiio do Texto; Gerador de Dados; Classificagdo do Texto e Andlise dos

Resultados.

* O modulo de Recuperagdo de Dados tem como principais fung¢bes recuperar
documentos de diversas fontes através de utilizagéo de mecanismos de buscas
associados a motor de pesquisa com a técnica de orientagdo semaintica das
palavras pesquisadas e submete-los a fase seguinte onde serfio pré- processados;

®= O moédulo Preparagéio de Texto procede com o pré-processamento do texto € a
classificagé@o de subjectividade em fungfo de extracgdo de caracteristicas;

®* O moédulo gerador de Dados faz a divis&io do corpus em dois conjuntos de dados
i.e. treinamento e testes com apoio de algoritmos de classificagéo;

= O Moddulos classificador tem a fungio de gerar um classificador em fungéo das
entradas recebidas;

= O médulo visualizagdo fornece os relatérios e sumarios gerados na fase anterior,

que servirdo para testar o desempenho e a qualidade do modelo.
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Mddulo Recuperagdo de,
Texto
;Il

Extracgdo de Medulo Léxico
Caracteristicas i
Preparagao \y
Mddulo Sintactico I I

Dados de w
Treinamento e Mddulo de Classificagdo

Modulo Gerador |

Dados de Teste _ﬂ Visualizagdo de Resultados

Figura 5.1: Estrutura do Protétipo

Conforme a figura 5.1 ficheiros de textos ou documentos recuperados na sequéncia sdo
guardados numa base de dados textual ou submetidos a fase seguinte, na segunda fase
do processo faz-se o tratamento do texto com vistas a construgio do corpus e extracgio
de caracteristicas a serem utilizadas para gerar o classificador, em tese esta fase
desdobra-se no pré-processamento i.e. andlise sintactica e morfologica do texto.
Construido o corpus a fase seguinte utiliza os algoritmos de classificagdo para extrair
caracteristicas de interesse ¢ dividir o conjunto de dados em dados de treinamento e
dados de teste, com os dados de treinamento gera-se o modelo de treinamento que
servira para realizag8o dos testes na fase de classificagfo, os sumadrios, tabelas, graficos
e relatérios sdo gerados e seus resultados podem ser interpretados e analisados para a

tomada de decis6es.

5.2.1 Preparagiio e Extrac¢io de texto

A preparagéo € uma fase inserida na etapa de pré- processamento conforme referenciado
anteriormente e utiliza técnicas e ferramentas de extrac¢do de caracacteristicas. Esta
etapa visa gerar corpus que serd processado com vista a proporcionar o conhecimento
desejado. Assim com o processo podem ser reconhecidos entidades nomeadas e extrair

as caraceristicas fundamentais para o processo. As entidades nomeadas podem
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representar certas entidades, como nomes de empresas, localidades, acontecimentos etc.

Outra actividade normalmente realizada nesta etapa € a sumarizag#o.

Para o tratamento do texto, no que se refere a obtengéo, extrac¢fio € a sua preparagio
utilizamos a Linguagem Python e a biblioteca NLTK. O Python é uma linguagem de
programagdo multiparadigma, onde podem ser combinados conceitos de programagéo
estruturada e orientada a objectos na implementa¢fo de construtores. A linguagem e as

suas ferramentas auxiliaram-nos fundamentalmente na realizagio das seguintes tarefas:

» Extrair informag8es ndo estruturadas em qualquer média ou suporte digital;

=  Analisar a estrutura linguistica em termos sintacticos e semanticos;

» Utilizagfo e criag8o de recursos léxicos para fazer a manipulagéio de diversas
partes que constituintes do texto, p.c. unidades lexicais, palavras, frases etc;

=  Remover stopwords ou filtrar unidades irrelevantes no texto;

* Encontrar a frequéncia de ocorréncia de palavras no texto o que pode levar a
descobrir 0 assunto ou contexto de interesse a abordagem;

= Especificagio de padrdes através de expressdes regulares com vistas a mapear
padrdes no texto;

»  Codificar solu¢Bes que sirvam para aceder ficheiros disponiveis nas médias ou
em pastas do disco local;

» Construgio ou geragdo de modelos de treinamento para a classificagéo de

corpora.

A biblioteca inclui vérias funcionalidades para o processamento de texto em Linguagem
Natural seja no formato falado ou escrito, e portanto ¢ vital para a realizagdpo da andlise

sintactica € semantica.
5.2.2 Corpus

Corpus é um grande conjunto estruturado de textos utilizado sobretudo para a realizagéo
de analise sintatica, assim para a verificagdo ou checagem de ocorréncias e validagéo de
regras gramaticais linguisticas considera-se um universo especifico. Um corpus pode ter
associado anotagdes que podem ser utilizados para pesquisa linguistica, por exemplo, o
uso de POS (Part-of-Speech), onde associa-se informagfo sobre a classe gramatical de

cada palavra ou termo (i.e. verbo, substantivo, advérbio, pronomes etc.) ¢ adicionada ao
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Corpus. Outro exemplo seria a utilizagéio de lemas que indicam a base de cada palavra
ou anotagdes (gloss)[42]. Neste projecto as classes gramaticais séo referenciados como
categorias 1éxicas, em fungéo disto a classificagéio de texto ¢ feito através da utilizagdo

da técnica de etiquetagem ou marcagdo de texto.
5.2.3 [Etiquetagem de texto

Consiste basicamente na transformacdo de lista de palavras (frase) numa lista de tupla,
cujo formato é definido como tupla (palavra, etiqueta gramatical), a finalidade é
identificar ou determinar e associar cada palavra a sua classe gramatical, p.e.
substantivo, artigo, adjectivo etc. Os etiquetadores existentes sdo plenamente treinaveis,
o que significa que podem utilizar na sua maioria uma gama de frases ja treinadas, em
outras palavras modelos que servem de referéncia para etiquetagem ou testes. Neste
processo cada palavra recebe uma tupla que inclui a palavra e etiqueta como forma de
identifica-lo gramaticalmente p.e. a tupla (palavra, verbo) seria moldado da seguinte
maneira tupla (palavra, V), onde a palavra representa qualquer termo ligado a um verbo
e V representa a classe gramatical associada a palavra. Analogamente e de forma
automadtica, este processo de mapeamento é feita para cada palavra contida no texto em

questdo no processo em referéncia.

import nitk

nitk.corpus.mac_morpho.words() [u'Jersei’, u'atinge’, u'm\xe9dia’, u'de’, u'Cr$’, ...]
nltk.corpus.mac_morpho.tagged words() [(u'Jersei’, u'N'), (u'atinge’, u'V’), ...]
nitk.SentiCorpus-PT.mac_morpho.words()

Figura 5.2:Trecho de codigo Exemplo de etiquetagem

O trecho de cddigo apresentado na figura 5.2 representa a etiquetagem do texto é um
processo que deve ocorrer subsequentemente a tokenizagdo do texto, noutras palavras é
a segunda actividade a ser realizada no processamento em PLN e tem uma capital
importancia porque através desta conseguimos obter a semdntica das palavras ou
significado do texto. Um dos etiquetadores de referéncia ou padrio muito utilizado para
o efeito ¢ o POS-TAGger (part-of-speech tagger). O NLTK Taggers ¢ um pacote que
contém classes e interfaces para etiquetagem. Uma etiqueta ¢ um caso sensitivo ou
string que especifica algumas propriedades do token, as etiquetas sdo codificadas como

como tuplas (tag, token).
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1. input = "POL=1 Paulo Portas POL=1 Sdcrates refugiou-se no passado - como se
ele proprio e o partido dele em 11 anos de 14"

2. tokens = nltk.word_tokenize(input) ,

3. tokens ['POL=1', 'Paulo’, 'Portas’, 'POL=1', 'S\xf3crates’, 'refugiou-se’, 'no’,
'passado’, "', 'como’, 'se’, ‘ele’, 'pr\xf3prio’, 'e’, 'o', 'partido’, 'dele’, 'em’, '11’, 'anos’,
'de’, '14']

Figura 5.3: Trecho de codigo Tokenizagdo da frase

A figura 5.3 apresenta um trecho de codigo que demonstra a tokenizagfo do corpus,

texto extraido do SentiCorpus-pt.
5.2.3 Classificagédo dos Corpus

Classificagéo € a tarefa de escolher a classe correcta para uma determinada entrada. Nas
tarefas basicas de classificag@o, cada entrada é considerada separadamente das demais
onde o conjunto de etiquetas é previamente definida, em termos gerais documentos
podem ser classificados de diversas maneiras, p.e. por assunto, género, ou por
sentimento contido neste. Envolve antes a Detecgfio de padrdes que € uma parte central
de PLN, p.e. as palavras que terminam em “ou”ou “vd0” etc. tendem a ser verbos no
passado. O uso frequente de palavra noticia € indicativo de texto de Jornal. Esses
padrdes observaveis ajudam a compreender a estrutura das palavras e as frequéncias de
ocorréncia de palavras de formas a correlacionar os aspectos particulares do significado,
como tempo, topicos etc. Mas como saber onde comegar a procurar estes aspectos, quais
sd0 os aspectos que estéio relacionados de forma a associa-los aos seus significados. As
Técnicas de AM supervisionadas nomeadamente Naive Bayes, ¢ Maxima Entropia
foram adoptadas para a realizagfio de experiéncias. Os fundamentos matematicos e
estatisticos a estas foram descritos na sessdo 3.3, assim nos interessa por hora,

apresentar a utilizag8o ou aplicagfo pratica.

A base da tarefa de classificagdo ¢ o nimero de varidveis de interesse p.e. na
classificagdo multi-classe, cada instdncia pode ser atribuido a varias etiquetas, na
classificagfio aberta, o conjunto de etiquetas ndo ¢ definida previamente, e na sequéncia

da classificagfio, uma lista de entradas ¢é classificada.
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A estratégia adoptada para a andlise concentra-se em classificar os sentimentos em duas
classes principais, positivas e negativas. Os termos disponiveis no corpus sdo contados,
na séquéncia faz-se o preprocessamento com as técnicas de PLN, com vista a obter a
analise léxica e sintatica do texto, com apoio de stopwords da linguagem ¢ através da
aplicagdo do modelo Bolsa de palavras, extrai-se as caracteristicas mais importantes que
serdo utilizadas para a classificagio dos termos. A analise do texto é considerada
positivo se tem mas termos positivos do que negativos, e negativos caso o texto contém
mas termos negativos do que positivos, € € considerada neutra se a analise dos termos
resulta em igual nimero de positivos e negativos, esta ultima analise esta fora do 4mbito
deste projecto. Isto ¢ possivel através da comparagdo dos termos, tags e rétulos contidos

num dicionério da linguagem, neste caso o WordNet.

Colecta
Fontes
de J

Dados

Extracgdo de

— Careteristicas
Modelo de -
Treinamento Etiquetagem

ou Marcag¢ao

Classificagdo
Corpus de

Teste

Avaliagdo de
Resultados

Figura 5.4: Principais actividades do Protétipo

Na figura 5.4 os dados séo colhidos a partir da Web ou biblioteca NLTK, e podem ser
etiquetados no passo seguinte caso ndo estcjam, os nfo etiquetados passam pelo
processo de etiquetagem, os j4 etiquetados sdo submetidos a fase de pré-processamento

e classificagfio. No processo de classificagdo sdo subdivididos em duas partes:
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Treinamento; e Testes. O corpus de treinamento gerard um modelo que servird para
testar os dados que posteriormente serdo submetidos ao algoritmo. Durante o processo
de treinamento as caracteristicas extraidas do texto sdo utilizadas para converter cada
valor de entrada para um conjunto de caracteristicas. Esse conjunto de caracteristicas
tem como objectivo capturar informagdes basicas das entradas que devem ser utilizadas
na classificagdo. Caracteristicas e etiquetas sfo inseridas no algoritmo para gerar o
modelo. Durante a predigdo algumas caracteristicas extraidas sdo utilizadas para
converter entradas ocultas de formas a obter um conjunto de caracteristicas, este
conjunto de caracteristicas s@o entfio inseridos no modelo que gera as etiquetas de

predigo.
5.2.4 Descrig¢io do Experiéncias

Dois corpura foram utilizados para a realizagdo de experéncias nomeadamente Movie-
Rewiew e SentiCorpus PT. A metodologia adotada para a realizagfo deste experéncias €
a classificagdo supervisionada, onde o corpus € treinado com base em exemplos cujas
classes sfio previamente conhecidas. Com base nas regras geradas e conhecimentos
adquiridos pelos algoritmos, na sequéncia quaisquer exemplos submetidos serdo
treinados ou testados de acordo com o modelo criado, nas nossas experiéncias os corpos

foram subdivididos de forma aleatéria.

Os resultados da andlise ou avaliagfio s8o eficientes quando os dados de treinamento e
testes sdo diferentes, i.e. os dados que sdo utilizados para a geragio do modelo ou
treinar o algoritmo ndio podem ser os mesmos para fazer testes de precisio do modelo,
em termos quantitativos, mas tem que referénciar o mesmo contexto ou serem da
mesma natureza em contraste 0 mesmo algoritmo de treinamento pode ser utilizado para
gerar classificadores de diferentes dominios. E interessante notar que o classificador
gerado num determinado contexto € independente do algoritmo de apredizado, logo para
analise de outro tipo de contexto o algoritmo devera ser treinado novamente para
adequar-se aos novos proposito ou cenario a que se propde. Qualquer método de AM
utilizado na realizagfo de experéncias necessitam de corpus para a fazer a classificagéo
no nosso caso € para capturar os elementos do estilo de subjectividade e a polaridade
das frases sfo empregues as técnicas de PLN. S&o explorados corpus para a selecgéio das
caracteristicas numa primeira fase, utilizando a técnica de remogéo de sfopword, e numa

segunda fase a bolsa de palavras e outras técnicas para a selec¢do das melhores
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caracteracteristicas i.e. aqueles que contribuiram para aumentar os ganhos da
informagdio e optimizaram a classificagdo e os resultados obtidos. Todos os
classificadores do género trabalham com estrutura de caracteristicas que pode ser um
simples diciondrio que mapeia o nome de atributos para os seus valores, no nosso caso
utilizamos o modelo Bolsa de Palavras por ser o mais simples para levar a cabo a
referida actividade. Quando se classifica modelos com milhares de caracteristicas, p.e.
categorizagdo de documentos ou texto, é preciso observarmos que vérias caracteristicas
podem ser irrelevantes ou insignificantes embora estas caracteristicas sejam comuns a
todas as classes, porém contribuem pouco para o processo de classificagdo,
individualmente sfio inofensivos mas em conjunto podem diminuir extremamente a
performance do modelo. A eliminagio ou remogdo de caracteristicas irrelevantes torna o
modelo mais claro, em suma, a alta dimensionalidade do espago de termos pode
representar um grande problema na andlise, por isso a dimensionalidade deve ser
reduzida o que é importante porque permite obviamente a reducgfio de superajuste. Os
algoritmos que fazem superajuste dos dados sfio bons na reclassificagdo dos dados
utiliza@os, porém deficientes nos dados que ainda néo foram utilizados. A performance
¢ comprometida quando a quantidade de atributos € expressiva para criagdo de modelos,
quando se utiliza apenas caracteristicas mais relevantes pode-se aumentar a
performance, € a0 mesmo tempo diminuir o tamanho do modelo, o que resulta em

menos memoria e treinamento e classificagio mais eficientes.

O ganho de informag¢fio ¢ uma ferramenta utilizada em AM como recurso para a
representatividade de termos, formalmente consiste em medir através de predigdo a
categoria associada a um determinado termo em relagfo a outras classes. O termo que
ocorre com maior frequéncia nos texto positivos, raramente ocorre nos negativos, logo é
relevante para a informag#o, p.e. a ocorréncia da palavra excelente no review movie é
um indicador forte de positividade, entdo excelente € um termo relevante no texto, nota
que as caracteristicas mais relevantes ndo se alteram, isso faz sentido porque a tendéncia

na analise é a utilizagdo das palavras relevantes ignorando as demais.

Uma das melhores métricas para obter o ganho de informagéo € a utilizagdio do médulo
Chi_Square. Para efeito utilizamos o Bigrama, para calcular e especificar a frequéncia
global ou seja a frequéncia de cada classe, a frequéncia global de termos € calculada
utilizando a fungfo FregDist e especifica com a fungfio ConditionalFreqDist, onde as

condi¢des sdo os rotulos das classes, com estes nimeros podemos fazer pontuagoes de
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palavras com a fungdo Bigrama, em seguida classificar as palavras por ponfuagdes, €
depois colocar as palavras num conjunto e utilizar o teste associado ao conjunto de
q caracteristicas a fungdo de selecgfio, para seleccionar as palavras que aparecem no
conjunto, logo cada ficheiro é classificado com base na presenga destas palavras

relevantes o que torna o classificador eficiente.
5.2.5. Estruturas de Dados

Uma estrutura estabelece a representagéio dos componentes de dados de um determinado
corpus ou texto. A seguir discutiremos a representagéo dos corpus Movie Review e

SentiCorpus_pt..
5.2.5.1 Movie-Rewiew

E o corpus padriio e mais utilizado para analise de sentimentos actualmente, possui
2000 ficheiros com opinides sobre diversos filmes dos quais 1000 da classe positiva e
1000 da classe negativa, disponibilizados por [57]. Considera também que a analise de
sentimentos constitui um caso particular de clgssiﬁcac;ﬁo, na qual sentimentos podem
ser agrupados em apenas duas classes, na classe positiva aqueles cuja polaridade resulta
em positiva e classe negativa onde as caracteristicas extraidas do texto ou a analise leva

a polaridade negativa.

Dividimos o corpus em dois conjuntos de dados inicialmente um de treinamento
correspondendo a % e obtemos como resultado 1500 instincias de treinamento e 500 de
testes, com o modelo gera-se uma lista de tokens na forma de [atributos, classes], o
atributo ¢ caracteristica do diciondrio e a classe é Tag da classificagéio. Atributos sdo da
forma {palavra: verdadeiro}, e a classe sera positiva ou negativa para avaliar a preciséo

com a utilizagfo do classificador de desempenho que testa o conjunto.
5.2.5.2 SentiCorpus_PT

O corpus sentiCorpus_PT [86] é um ficheiro inico que contém opinides de diversos
actores, expressa em fungdo de andlise de debate eleitoral feito por trés politicos
portugueses em termos quantitativos tem 887134 caracteres. Inclui a polaridade em

classes Positivos € Negativos.
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= Positivos: aquelas que contém propriedades ou caracteristicas que expressam
opinies com polaridade (pol= 1);
» Negativos: aquelas que contém propriedades ou caracteristicas que expressam

opinides com polaridade (pol= -1).

Conjunto de Conjunto de . -
. . Conjunto de
Trainamantn Troinamantn

Trainamantn

Treinamento Treinamento .
Treinamento

R A
Classificagio J_ Classificagdo J_ .;Zlassiﬁcacéo JJ

Analise Anélise

Anilise

Treinamento

Figura 5.5: Treinamento e teste do corpus

A figura 5.5 apresenta 0 modelo de treinamento gerado com aplicagdo do algoritmo de
classificagéo ou clustering, a qual na fase subquente € testado com os dados de testes,
para obter a avaliagio propriamente dita, geralmente faz-se a divisdo dos dados em
fungfio de uma percentagem arbitraria ou randémica, uma parte servird para treinar o
algoritmo e gerar o clas.siﬁcador ¢ a outra para teste, consequentemente em fungio da
preciséio obtida com a avaliagdo extraimos a conclusdo ¢ desta auferimos se o modelo é
eficiente ou ndo. Conforme se pode verificar o modelo pode ser testado vérias vezes
com uma percentagem determinada dos dados da mesma natureza, os resultados de
testes serdo eficientes sempre que os dados utilizados para gerar ou treinar o algoritmo
forem respeitantes a0 mesmo contexto ou em suma representarem a mesma realidade,

caso contrario os resultados serdo péssimos.
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5.3 Resultados ¢ Modelo

Apresentamos a seguir os resultados e os classificadores gerados com aplicagéo de

técnicas na tentativa de obtermos o melhor desempenho.
5.3.1 Modelo

A utilizagdio do classificador Naive Bayes e Maxima Entropia permitiu obter um
modelo com boa precisfo, inicialmente com a aplicagdo do modelo Bolsa de Palavras
para extrair caracteristicas a serem utilizados para treinar o algoritmo e posteriormente

com aplicagéo de outras técnicas.

5.3.1.1 Naive Bayes

Para um tipo diferente de problema de classificagio, estamos interessados na
classificagdo do texto. Neste problema, os itens a serem classificados sdo documentos.
Os mais conhecidos sdo conjuntos de dados que identificam cada documento como uma
categoria tematica (dai o nome categoriza¢do) mas vamos olhar para os documentos do
NLTK Movie Review corpus, onde cada documento ¢ rotulado como 'pos' para positivo
ou 'neg' para negativo de acordo com opinifio ou analise. As caracteristicas de cada
documento serdio as palavras contidas no documento de um conjunto de palavras que
séo frequentes em toda a colecg¢do de documentos. Para cada item a ser classificado,
neste caso uma unica palavra na NLTK construirmos as caracteristicas desse item como
um dicionério que mapeia o nome de cada caracteristicas para o seu valor, uma string
neste caso. Um conjunto destas caracteristicas constitui o dicionario com a etiqueta do
item a ser classificado, neste caso o POS Tag (ver apéndice A). Em tese ¢ construido
um modelo de bolsa de palavras com valores verdadeiros como método para extrair as
caracteristicas. Inicialmente comeg¢amos pela identificagdo de sufixos das palavras que
podem constituir caracteristicas que denominamos ‘Endswith (s)’, onde s pode ser
qualquer sufixo. O valor das caracteristicas sera Verdadeiro ou Falso dependendo se a
palavra termina com o sufixo. Por exemplo para obter um conjunto de sufixos das
caracteristicas que irdo seleccionar as 100 palavras mais frequentes no nosso corpus,

utilizando sufixos de comprimentos 1, 2 ou 3.



Estudo Sobre Andlise de Sentimentos em textos Pagina | 88

Suffix_fdist nltk.FreqDist ()
For palavra em marrom Palavras. (): word = word.lower ()

suffix_fdist.inc (palavra [-1:])
suffix_fdist.inc (palavra [-2:])
suffix_fdist.inc (palavra [-3:])

Common_suffixes = suffix_fdist.keys () [: 100]
Common_suffixes impressdo

Figura 5.6: trecho de cédigo obtengZo 100 Palavras mais Frequentes

Os documentos de andlise de filme nfo sfo identificados ou categorizados
individualmente, mas sim sdo separados em ficheiros de directorias em fungfo da sua
categoria. Primeiro criamos a lista de documentos onde cada documento ¢ associado a
sua categoria. Internamente os documentos séo ordenados por categorias € depois s3o
mesclados e em seguida separados em conjuntos de treinamento e testes. Na sequéncia
definimos o conjunto de palavras ou termos que serdo usadas como cracteristicas, isto €
essencial em todas as palavras da colec¢o de documentos, excepto se limitamos por

exemplo para 2000 as palavras mais frequentes.

Jrom nltk.corpus import movie_reviews

import random

movie_reviews.categories()

documents = [(list(movie_reviews.words(fileid)), category)
Jor category in movie_reviews.categories()

Jor fileid in movie_reviews. fileids(category)]
random.shuffle(documents)

documents[0]

Figura 5.7: Trecho de cédigo obtengéo das Palavras mais Frequentes

O primeiro documento é composto de todas as palavras na andlise, seguido pela sua
etiqueta. Desde que as marcagles sejam independentes cada pessoa deve ter um poder
diferente da analise, seguidamente s3o definidas as caracteristicas de cada documento.
O rétulo da categoria terd as palavras-chave, para cada palavra no conjunto de
caracteristicas o valor das caracteristicas sera booleano se a palavras estiver contido no
documento, depois é definido o conjunto de caracteristicas para cada documento.
Podemos olhar para o primeiro documento, mas lembre-se que o corpus contém 2000
Documentos. O passo seguinte treinar e testar o algoritmo, tarefa realizada com o

classificador Naive Bayes.
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train_set, test_set = featuresets[100:], featuresets[:100]
classifier = nitk. NaiveBayesClassifier.train(train_set)
print nit k.classify.accuracy(classifier, test_set)
classifier.show _most_informative features(20)

Figura 5.8: Trecho de cddigo treinamento e teste do Nives Bayes

No trecho 5.8 pesquisamos 20 palavras-chave em vérios documentos, serdo

positivas aquelas que contém a palavra e negativas aquelas que ndo contém, entéo a

taxa de probabilidade sera exibida como [20,00: 1,00 pos: neg |

train_set, test_set = featuresets[100:], featuresets[:100]
classifier = nitk.NaiveBayesClassifier.train(train_set)

print nltk.classify.accuracy(classifier, test_set)

A precisdo resulta em 0.81 porcentos, o que nos leva a considerar que o modelo
apresenta resultados que sfo razodveis. A tabela 5.1 mostra algumas caracteristicas
classificadas de acordo com a proporgdo da classe, i.e. a quantidade de instdncias de
uma classe para outra p.e. se tivermos 20 documentos que contém a palavra

“outstanding” p.e. a relagéo sera 20,00:1,00.

Atributo Insténcias | Classe Taxa
whatsoever | True neg :pos | 14.3:1.0
inept True neg:pos | 13.7:1.0
stupidity True neg:pos | 11.7:1.0
ludicrous | True neg:pos | 11.7:1.0
nomination | True pos:neg | 11.7:1.0
vulnerable | True pos:neg | 10.3:1.0
views True pos:neg | 10.3:1.0
fictional True pos:neg | 9.7:1.0
exceptional | True pos:neg [ 9.7:1.0
abilities True neg:pos |9.7:1.0

Tabela 5.1: Treinamento teste com Naive Bayes
i
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A tabela 5.1 apresenta o resutado da classificagdo com 'z dados de treinamento e % de
testes na qual mostramos apenas informagGes de 10 caracteristicas com vista a
exemplificarmos associagéio do termo a classe p.e. a presenga do termo “inept” tem a_
taxa de probabilidade de 14 vezes mais de ser negativo do que positivo, porém o termo
“nomination” tem a probabilidade de ser 12 vezes mais de ser positivo do que negativo.
Tanto o teste como treinamento contribuem com a mesma quantidade de instincias em
fungfio da diviséo ser 50 porcento para cada conjunto. As categorias neg:pos representa
a quantidade de termos falsos positivos e pos:neg representa a verdadeiros negativos no
documento.Todos os classificadores NLTK utilizam um dicionario para mapear as

carecteristica para os seus valores, assim cada palavra encontrada ¢ associada ao valor

true.

Atributo Frequéncia | Classe Taxa/Razio
wonderful |2 pos:neg | 14.5:1.0
boring 2 neg:pos | 11.2:1.0
bad S neg:pos | 10.8:1.0
stupid 2 neg :pos | 10.8:1.0
outstanding | 1 pos:neg | 10.2:1.0
we 8 pos:neg|9.1:1.0
learns 2 pos:neg | 8.5:1.0

Tabela 5.2: Extracgdo de Caracteristicas com Bolsa de Palavras

A tabela 5.2 mostra a bolsa de palavras, onde as palavras sdo associadas a frequéncia de
ocorréncia, dados utilizados para a realizagio da analise.

Classificador | Corpus | Bolsa de Precisdo | Precisdo | Cobert | Precisdo | Cobert

Palvras ura ura
Pos Neg
Pos Neg
Naive Bayes | Rewiew | Presenga 0.81 0.76 0.92 0.90 0.70

Movie

Tabela 5.3: Avaliagéo de Caracteristicas Extraidas

A tabela 5.3 mostra a avaliagfio do classificador com as caracteristicas extraidas do

corpus resulta em 81% de precisdo.
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Classificador | Corpus | Stopword Precisfio | Precisdo | Cobert | Precisdio | Cobert

ura ura
Pos Neg
Pos Neg
Naive Bayes | Rewiew | Presenca 0.81 0.76 0.92 0.90 0.70
Movie
Naive Bayes | Rewiew | Removidos | 0.81 0.75 0.93 0.90 0.68
Movie

Tabela 5.3: Treinamento e teste Stopword

A tabela 5.3 mostra os resultados obtidos com a aplica¢éio do filtro de remogdo de
stopwords e sem aplicagiio do mesmo. Virios ficheiros sfo classificados correctamente
como positivos, com 76% aproximadamente e cobertura 92%. Isto significa que ha
muito poucos Falsos Negativos nas classes Positivas. Mais dos ficheiros classificados
como positivos 76 % foram classificados correctamente o que ndo traduz uma boa
preciséo para 16% de Falsos Positivos para a classe Positiva. A precisdo se comparada
com a aplicagéo do filtro baixou em 0.6%, com base nisto podemos afirmar que
provavelmente existem poucos stopwords no corpus, porque o resultado ndo se alterou
significativamente com a utilizagdio do filtro. Muitos ficheiros que sfo identificados
como Negativos aproximadamente 90% foram classificados correctamente o que
representa uma boa precisio, isto significa que existem poucos Falsos Positivos na
classe Negativa. A explicagdo que se pode dar em torno destes resultados é a seguinte:
normalmente as pessoa utilizam palavras positivas e negativas sempre na realiza¢do da
avaliagdio, as palavras negativas sdo precedidas obrigatoriamente do termo ndo p.e. “ndo é
excelente”. No modelo de balsa de palavras assume-se que as palavras s3o independentes umas
das outras, e desta forma ¢ dificil relacionar ou associar “ndo ¢ excelente” como Negativo. Se
este for o problema ento estas métricas melhorardo se for treinado o algoritmo com uma grande
quantidade palavras. Outra possibilidade é a grande quantidade de palavras neutras, mais o
classificador trata todas palavras e assigna-as a classe Positiva e Negativa, talvez sejam
consideradas como Positivas porque o classificador ndo as conhece, logo a sua eliminagdo

melhora as métricas, classificar as melhores caracteristicas apenas de um conjunto que

expressam sentimentos ¢ traduzido no conceito de ganho de informag3o.
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Classificador | Corpus | Stopword e | Precisdo | Precisdo | Cobert | Precisdo | Cobert
Bigrama ura ura
Pos Neg
Pos ' Neg
Naive Bayes | Rewiew | Sem a 0.81 0.76 0.91 0.90 0.70
Movie | utilizagio
Naive Bayes | Rewiew | Com a 0.84 0.82 0.88 0.87 0.80
Movie | utilizagdo

Tabela 5.4: Treinamento e teste com Bigrama e stopword

Na tabela 5.4 vemos claramente que a inclusdo de Bigrama melhora substancialmente a

precisdo da classificagfio. A hipotese € que as pessoas dizem coisas como “ndo €

grande”, que € uma expressdo negativa que o modelo bolsa de palavras poderia

interpretar

como positivo, uma vez que vé o termo “grande” como uma palavra

separada. Para mapear bigramas utilizam-se as fun¢des Finder e Meansure, o Finder

mantém duas frequéncias internas, uma para palavras individuas e outra para bigrama,

assim com esta distribuicio de frequéncia pode criar pontuagdes para bigrama,

utilizando a fungdo Meansures, que ajudara a medir a relagdo de duas palavras.

Classificador | Corpus | Bigrama | Precisdo | Precisdio | Cobertur | Precisdio | Cobertura
e a
melhores Pos Neg Neg
caracteris Pos
ticas
Naive Bayes Rewiew | Sem 0.73 0.65 0.98 0.96 0.48
Movie
Naive Bayes Rewiew | Melhores | 0.92 0.91 0.93 0.93 0.91
Movie Caracteri
sticas

Tabela 5.5: Treinamento e teste com utilizagao de Bigrama e melhores caracteristicas

A tabela 5.5 mostra que a utilizagdio do método Bigrama ndo € diferencial quando se usa

apenas atributos relevantes. Neste caso a melhor maneira e que constitui uma mais-valia

¢ a sua utilizagdo através de calculo de preciso e cobertura, com os bigramas, obtém-se

um desempenho mais uniforme em cada classe, sem este método a preciséo e cobertura

S30 menos

equilibradas. Mas as diferengas podem depender de seus dados particulares.

Para selecionar das melhores caracteristicas o método bigrama foi empregue cujos

resultados diferem-se com os primeiros resultados da analise onde foram utilizadas

todas as caracteristicas. A preciséo ¢ 19% superior quando se utiliza os 1000 melhores
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termos e a precisdo da classe Pos aumentou em 26%, enquanto cobertura negativo
melhorou em torno de 43%, trata-se de um aumento expressivo sem a redugdo dos pos
cobertura e também vemos um ligeiro aumento na precisio dos resultados para a classe
neg. Se for melhorada a selecgéio de caracteristicas melhorara a classificagéio. A redugéio
de dimensionalidade é importante para melhorar o desempenho do classificador,
também para inutilizar os dados que nfo contribuem para o ganho de informag@o o que

é recomendavel quando os dados pioram o desempenho do modelo.

5.3.1.1 Maxima Entropia

Representa o célculo de ganho de informagdio com base na medida utilizada, por tanto
medé-se a falta de heterogeneidade entre os dados submetidos a classificagfo, caso o
conjunto de dado seja heterogéneo a entropia maxima é igual a 1, é discriminativo i.e.
dado um conjunto de caracteristicas binarias ele aprende diretamente, aplica
probabilidade condicional p (c|d). O classificador considera todas as distribui¢Ges de
probabilidade que s@io empiricamente consistente i.e. a frequéncia estimada de uma
caracteristica ocorrer numa classe do conjunto de dados de treinamento € igual a
frequéncia real. Uma vez que tenhamos que calcular a entropia do conjunto original de
de valores de entrada, podemos determinar o quanto mais organizados ¢ o modelo. Os

resultados de testes podem ser visualizados parcialmente no apéndice A ou na tabela
5.6.

Interacio Probabilidade Precisio
1 -0.69315 0.500
2 -0.16114 0.905
3 -0.11627 0.903
4 -0.10458 0.905
5 -0.09762 0.908
6 -0.09169 0.915
7 -0.08795 0.916
8 -0.08664 0.920

9 -0.08678 ‘ 0.919
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10 -0.08824 0.917
11 -0.09051 . 0.915
12 -0.09371 0.913
13 -0.09822 0.907
14 -0.10222 0.902
15  -0.10605 0.900
16  -0.10977 0.898
17 -0.11311 ' 0.893

Tabela 5.6: Treinamento e teste com Maxima Entropia

A tabela 5.6 mostra os resultados parciais do treinamento e teste com o algoritmo
Maxima Entropia. Usa o teste estatisticos ndo parametrizado para analise da ordem a
precisdo a cada interac¢do tenda convergir ou aproximar-se de 1. O classificador
considera todas as distribuigdes de probabilidades que sdo empiricamente consistentes
no conjunto de dados de treinamento ¢ escolhemos a distribui¢do que maximiza a
entropia. A distribuicdo de probabilidade ¢ empiricamente consistente quando o
conjunto de dados de treinamento de cada documento ¢ representado por um vector de
palavras, e assim constrdi-se a distribuigdo de probabilidade que representa o

documento.

5.4 Conclusdes do Capitulo

Os resutados obtidos com os experiéncias realizados nos dois algoritmos i.e. Naive
Bayes e Maxima Entropia mostram de forma clara que para obteng¢&o de melhor modelo
ou resultados dos testes ndo depende apenas da utilizagdo do melhor conjunto de dados,
mais sim, de outros pardmetros e factores preponderantes t.c. a remogéo de stopwords, a
extracgdo e utilizagfio das melhores caracteristicas, a utilizagfio das técnicas t.c bigramas
simples ou combinado com outros métodos de filtragdo que convergem para
proporcionar ganhos de informag&o, porque solucionam os problemas ligados a questdo

da dimensionalidade.
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Quando se classifica modelos com milhares de caracteristicas, p.e. categorizagdo de
documentos ou texto, ¢ preciso observarmos que varias caracteristicas podem ser
irrelevantes ou insignificantes, embora estas caracteristicas sejam comuns a todas as
classes, contribuem muito pouco para o processo de classificagfo, individualmente sio
inofensivos mas em conjunto podem diminuir a performance do modelo. Os algoritmos
que fazem o superajuste dos dados sfio bons na reclassificagcdo dos dados utilizados,
porém deficientes nos dados que ainda ndo foram utilizados. A performance é
comprometida quando a quantidade de atributos é expressivo para criagdo de modelos,
quando se utiliza apenas caracteristicas mais relevantes pode-se aumentar  a
performance, € a0 mesmo tempo diminuir o tamanho do modelo, o que resulta em

menos memoria e treinamento e classificagdo mais eficientes.

O ganho de informagfio ¢ uma ferramenta utilizada em AM como recurso para a
representatividade de termos, formalmente consiste em medir através de predigdo, a

categoria associada a um determinado termo em relagéo a outras classes.
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Capitulo 6

Consideracoes Finais

6.1 Consideragdes

Conforme referido ao longo dos capitulos a minerag&o de texto ou opinides € uma area
de inteligéncia artificial recente e esta a ganhar terreno ¢ importincia nos wltimos anos
dado a dindmica e a governagfo das medias sdcias e a novas formas de fazer e divulgar
negbcios e actividades em geral, normalmente facilitados ou coadjuvados pelas
tecnologias de informag¢do e comunicagéo. O processo tem como principal objectivo a
avaliagfio e andlise de um volume expressivo de informag¢des e dados néo estruturadas
ou semi-estruturadas para obten¢fio de conhecimento que servird para a tomada de
decisdo, assim urge realcar, por conseguinte que se trata de uma tarefa que requer a
combinagéo de varias técnicas € métodos quase sempre para a sua realizagdo, o que era
impossivel de imaginar hd alguns anos atras, tornou-se possivel gragas as pesquisas e
ferramentas produzidas para o tratamento de dados nfo estruturadas, sobretudo na area
de processamento de Linguagens Naturais e Aprendizagem automatica. Com os
métodos de classificagdo supervisionada obtemos a ideia de automatizagio do processo
como um todo e criam-se condi¢des para viabilizar a interpretagdo dos resultados do

processamento.
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O beneficio de mineragdo de texto estd fundamentalmente associado a grande
quantidade de informagdes valiosas latentes em textos que ndo estdo disponiveis em
formatos de dados estruturados classicos, por vérias razbes: o texto foi sempre a forma
padrio de armazenar informag¢des por centenas de anos, €, principalmente questdes
associados a tempo, constrangimentos pessoais e custo proibem-nos de transforma-los
em formatos bem estruturados (p.e. frames ou tabelas de dados), visando o seu
tratamento ¢ de formas a tirar o0 maximo proveito das informagdes e dados contidos

nestes.

A minerag¢do de textos de maneira geral actualmente ¢ imprescindivel para a inferéncia
ou dedugdo em pesquisas ou peritagem para detecg@io de autenticidade de documentos
por exemplo no contexto estatistico é amplamente utilizada em pesquisas e negocios
inteligentes fundamentalmente para propésitos tais como: a utilizagsio de técnicas de
analise semintica em bioinformatica, a utilizagdo de métodos de estatistica para
automagfo de investigagdo jurisdicional o que auxilia na tomada de decisdes € acelera o
processo como um todo, a detecgdo de plagios nas universidades e editoras como
mecanismo para preservar os direitos de autores, detec¢@io de spam através da utilizagio
da inferéncia estatistica como medida para evitar prejuizos € todos os constrangimentos
causados por estes codigos, a medigdo de preferéncias dos clientes por meio da analise o
que proporciona ganhos em termos de divulgagfio e alinhamento das acg¢des da
organizagio a entidades e parceiros que proporcionam vantagens competitivas e
sobretudo o apredizado que se obtém com os resultados dos estudos e interpretagéo dos

dados e informagdes disponiveis.

Em suma € interessante realgar a complexidade da actividade da anélise de sentimentos
haja vista, a gama de limitagdes que a caracterizam advindas da diversidades de fontes e
dados produzidos quotidianamente nas organizagdes e por individualidades em escala
expressiva e termos linguisticos, cuja qualidade dos mesmos esta ligada directamente a
factores tais como: a dindmica da interac¢o inerente a sua produgdo, o tipo de
comunicagfio em que sdo produzidos, que pode ser sincrono ou assincrono, o tipo de
linguagem quase sempre pouco literario e uniforme, admitindo amplamente o empregue
de abreviagdes, girias e outras formas de escrita e fala préprias do contexto das médias,

outrossim a diversidade de fontes ¢ a facilidade inerente a sua produgéo.
§
#
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Com base nestes pormenores a fase de pré- processamento de dados € extremamente
ardua. Porém ¢ realizdvel, pois a andlise de sentimento conta com diversas técnicas €
sistemas interessantes e métodos para a extrac¢do e normalizagfio e padronizagio do
texto de maneira automatica. E dado o grau de importdncia deste processo € do
contexto, varias pesquisadores ¢ organizagdes nos ultimos anos tém-se dedicado e
buscado investir em mecanismos e ferramentas de exceléncias com finalidade de
encontrar mecanismos que criam modelos para servirem de base para testes de varios
exemplos que proporcionam resultados aceitaveis para os objectivos ou finalidade que

se pretende esclarecer, como forma de acelerar e apoiar a tomada de decisdes.

Para a classificagéo dos dados numa vertente mais ampla e pelos desafios da era
moderna as ferramentas de classificagdo automatica sdo imprescindiveis uma vez que
sdo de importincia capital e exploram técnicas de processamento em Linguagem
Natural que agilizam de forma eficiente e eficacia a extrac¢io de dados, a andlise
léxical, sintatico e semantico do texto e auxiliam na classificagio do documento com a
aplicagio de diversidade de algoritmos. Estes algoritmos contribuem sob maneiras no
proposito de facilitar a actividade do homem na realizagdo das suas actividades ou
tarefas, a produgdo de algoritmos mais eficazes para a detec¢éo da subjectividade nas
frases do texto ou documentos, visa principalmente separar de formas mais clara os
factos das opinides, uma vez que para o contexto da andlise o fundamental assenta-se
nas frases ou palavras subjectivas, as técnicas também devem explorar o contexto de
detecgdo de sarcasmos que defacto ¢ um desafio enorme, dado o volume cada vez maior
de documentos que o envolvem e a tendéncia para o seu avango. Outro aspecto
relevante é associado as referéncias multiplas de itens numa frase com opinides

diferentes também € um desafio enorme porque pode confundir o classificador.

A andlise de sentimento veio evolucionar sobre que maneira a forma pela qual podem
ser tirados proveitos os conteido guardado em formato nfo estruturado. Haja visto o
volume que esses dados apresentam para qualquer organizagfo, entretanto esta
actividade somente é possivel com apoio das técnicas de Recuperagio Informagéo,
Aprendizagem Automadtica ¢ Processamento em Linguagem Natural. Assim esta tarefa
cada vez mais esta a facilitar a aquisi¢do de conhecimento em tempo hdbil através de
um processo automatico, o que permite a obtengio dos resultados com alta preciséo e

qualidade e fidveis, embora esteja suscetivel a algumas limitagSes dada a
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heterogeneidade e a ambiguidade que caracteriza os dados disponiveis para o efeito.
Actualmente as ferramentas e algoritmos proporcionam mecanismos eficientes que vio
desde a recuperagfo, extracgfio de caracteristicas relevantes e melhores caracteristicas, a
detecgdo da subjectividade no documento cujas propriedades nos permitiram realizar a
anélise em torno da polaridade obtida nas frases sentimentais no documento. Estes
mecanismos oferecem um processo cujas etapas nio sfo totalmente inclusivas. i.e. ainda
ndo existem ferramentas que fornecem uma interface integrada para a realizagdo de
todas as fases de mineragdo de texto e¢ a andlise consequentemente a titulo do que
acontece com mineragio de dados, o que torna a analise de documentos ou textos ainda

uma tarefa ardua.

E uma é4rea que fundamentalmente e pela sua importincia deve proporcionar ganhos
substanciais € um vasto capital em termos de retorno de investimento, logo qualquer
organizagdo ou entidade particular deve aproveitar esta tecnologia para segmentar o
conhecimento em torno do seu negdcio sobretudo a nivel de aceitagfio ou avaliagéo ou
visdo ou juizo que os clientes e os parceiros de maneira geral tem em relag@o aos seus
produtos, suas actividades quando se tratar de um politico, estilo musical,
acontecimento ou um determinado evento ou qualquer assunto em geral. Logo os dados
antes tidos como fontes apenas de consultas mecénicas, com a 4rea tornaram-se de
grande valia para a obten¢fo de conhecimento. Outro aspecto importante a frisar com
esta tecnologia € a detec¢do de spam e outros fontes de riscos que comprometem o bom
funcionamento e a credibilidade nas transacgdes electronicas e assim como a violagéo
de direitos de autoria com a apropriagdo indébita de trabalhos de outrens, pratica

conhecido como plégio.

As limita¢Ges sdo enormes 0 que ainda requer um caminho enorme a percorrer para a
solidificagdio e a facilitagdo da realizagfio desta tarefa, por exemplo existem poucos
corpora que podem ser utilizados para extrair subjectividade e realizar a actividade de
analise de sentimentos, p.e. em Inglés os estudos mais bem-sucedidos foram feitos em
torno de filmes, em lingua portuguesa nfio existe um corpus que retrata a mesma
questdo, ja referente a politicos existe um corpus porém sem sombras a duvidas ¢ infimo
para o processo, € ndo se adequa a sintaxe dos mecanismos de PLN e algoritmos de
classificagfo, logo a tarefa dos pesquisadores € drduo na realizagéo de testes e produgéo

de resultados em fungfo da falta de opg¢Bes para construgéio de modelos.
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A analise dos dados textuais para extracgdo de informagdes uteis no documento ou texto
depende fundamentalmente de certos aspectos chaves tais como entender a estrutura
morfoldgica e sintactica da lingua a utilizar como referéncia, pois textos extraidos como
ja referenciado podem conter certas anomalias t.c. erros de grafia, abreviagOes,
pontuacdo incorrecta, girias etc, o que dificulta imensamente o processo na sua

plenitude.

Como principal contributo é fornecer um método e interface integrada que permita ou
facilita o processo, em todas as fases i.e. desde a obteng@o dos textos a geragdo dos
resultados, de formas a suprir deficiéncias na aplicagdo das técnicas e métodos de
anilise de sentimentos. Fornece um material guia para incentivar a utilizagdo ou

adopgdo de técnicas de PLN para a realizagdo dos mais diversas propdsitos.

O prototipo fornece uma estratégia de suporte a andlise de sentimentos, cujo método
acopla os médulos de extracgdo, etiquetagem, andlise de subjectividade e analise de

sentimento do documento ou texto de entrada.
6.1.1 Trabalhos Futuros

A area é nova e reveste uma importincia capital para o direccionamento das acg¢des €

das entidades e corporagdes em geral por conseguinte.

* Construgdo de corpora em Portugués que se adequa as tecnologias em
exploragdo;

¢ Construgdo de uma gramatica para reconhecer linguas nacionais ;1ngolanas, com
vistas a realiza¢@o da analise léxico, sintdtico e semantico

* Desenvolver um sistema de andlise de sentimentos expressos em linguas

nacionais, t.c. Kicongo e Kimbundu.
6.1.2 Recomendagdes

O projecto faz uma abordagem ampla sobre a importéncia e a aplicabilidade de anélise
de sentimentos de textos como instrumento eficiente na aquisi¢do de conhecimento

sobre varias tematicas e problemaéticas.
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Para pesquisadores este projecto deve servir de guia na realizagéo deste processo € os
desafios que encerra a sua realizagdo, como um campo vasto que deve trazer beneficios

tanto para organizagdes como péra entidades individuais.

Para as organizagdes e a audiéncia em geral o material serve para a éarea de
expecialidade de Inteligéncia Artificial no dmbito de aplicagéio de algoritmos para os

mais diversos propositos de actividades.
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Apéndice A

Esta parte traz informagdes sobre trechos de codigos referentes a aplicagio de técnicas e
consequentemente os resultados obtidos com a realizagéio de experi€ncias para analisar
os dados.

Anexo A.1 - Scripts de Cédigo

Jfrom nlitk.corpus import movie_reviews

import random

movie_reviews.categories() [u'neg’, u'pos’']

documents = [(list(movie_reviews.words(fileid)), category) for category in
movie_reviews.categories()

Jor fileid in movie_reviews.fileids(category)]

random.shuffle(documents)

documents[0]

'

Trecho de c6digo A.1: Categorizar texto

A.1 representa o exemplo de categorizago de filmes nas classes positivas e negativas.

Resultado

([u'i', u™", u've', u'got', u'to', u'admit', v'it', u'.', u'.', u'.', u'i', ™", u'm’, u'a’, u'huge’, u'jim’,
u'carrey’, u'fan’, u'.", u'i', u'loved', u'the', u'first, u'ace’, u'ventura’, u',', u'as', u'well’, u'as’,
u'the', u'mask’, u'and’, u'dumb’, v'and’, u'dumber', u'--', v'and', v'even', v'in', u'batman’,
u'forever', u'(', u'which', u'was', u'a', u'pretty’, v'awful', u'movie', u'), u',’, u'carrey’,
u'was', u'one', u'of, u'the', u'few', u'people’, u'to', u'c , uoff, u ing',

'was', u'one', u'of, u'the', u'few, u' le', u'to', u'come', u'off, u'looking'
u'reasonably', u'good’, u'.!, vw'until', u'l', u'saw’, u'ace', u'ventura', u'2', v',, u'i, vhad’,
u'no', u'idea', u'how', u'people’, u'could’, u'find', u'the', u'guy', u'annoying', u'.', u'sadly’,
u',', u'ace', u'ventura', u'2', u'shows', ujust, uhow', u'irritating’, u'and', u'annoying',
u'carrey’, u'can’, u'be’, u'.', u'carrey’, u'goes’, u'through', u'the', u'same’, u'schtick’, u'he’,
u'went', u'through', u'in', u'the', u'first', u'ace', u'movie', u',', ubut', u'this', u'time', u'it,
u'is', u'no', u'longer', u'funny’, u'--', v'it', v'is', Wjust, u'a’, u'rehash’, u'of', u'many’, u'of,
u'the', u'same’, u'jokes', v'used, u'in', u'ace', u'i, u'', u'the', u'plot', u'sees', u'pet,
u'detective’, u'ace', u'ventura', u'retiring', u'after', u'failing', u'to', u'save', u'a’, u'raccoon’,
u'(’, u'in', u'a’, u'reasonable’, u'clifthanger', u'spoof’, u'), u'.', u'soon’, u'he', u'is', u'called',
u'out’, def

document_features(document):document_words=set(document)
Jeatures = {}
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Jor word in word_features:
Jeatures['contains(%s)' % word] = (word in document_words)

return features

Seaturesets = [(document_features(d), c) for (d,c) in documents)

featuresets[0]

Trecho de codigo A.2: extragfio de caracteristicas
Resultado

Atributo Valor | Atributo Valor | Atributo Valor
u'contains(waste)) | False | u'contains(lot)" True | u'contains(*)" False
u'contains(black) False, | u'contains(rated)’ False | u'contains(potential)’ False
u'contains(m)' True u'contains(understand) False | u'contains(drug)’ False
u'contains(case)'": False | u'contains(created)’ False | u'contains(kiss)' False
u'contains(needed)' | False u'contains(c)' False | u'contains(about)' False
u'contains(toy) False | u'contains(longer)' True | u'contains(ready) False
u'contains(certainly | False | u'contains(lame)' False | u'contains(sadly)’ True
)'
u'contains(anderso | False u'contains(rent)’ False | u'contains(mulan)' False
n)
u'contains(Catherin | False | u'contains(fans) False | u'contains(christopher)' | False
e)
u'contains(them)' False | u'contains(seen) False | u'contains(fan) True
u'contains(robin)' False | u'contains(moments) True | u'contains(jim) True
u'contains(cinemati | False | u'contains(know)' False, | u'contains(deal)’ False
c)
u'contains(law)' False | u'contains(started)' False | u'contains(is) True
u'contains(violence | False | u'contains(tension)' False | u'contains(focus)' False
)
u'contains(suspects | False, | u'contains($)' False | u'contains(images)’ False,
y:
u'contains(driver)’ | False | u'contains(feature) False | u'contains(knew)' False,
u'contains(off)' True u'contains(fiction)' False | u'contains(drawn)' False,
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u'contains(helen)' False, | u'contains(road) False, | u'contains(fi)' False
u'contains(films)' True u'contains(troopers)' False | u'contains(comedic) False
u'contains(mediocr | False, | u'contains(players)’ . False | u'contains(attention)’ False
€)

Tabela A.1: caracteristicas extraidadas

Mixima Entropia

import nitk.classify.util
Jfrom nltk.classify import MaxentClassifier
from nltk.corpus import movie_reviews

defword_feats(words):

return dict([(word, True) for word in words])

negids = movie_reviews.fileids('neg’)
posids = movie_reviews.fileids('pos’)

negfeats = [(word_feats(movie_reviews.words(fileids=[f])), 'neg’) for fin negids]
posfeats = [(word_feats(movie_reviews.words(fileids=[f])), 'pos’) for fin posids]
negcutoff = len(negfeats)*1/2
poscutoff = len(posfeats)*1/2

trainfeats = negfeats[:negcutoff] + posfeats|:poscutoff]

classifier = MaxentClassifier.train(trainfeats)

Trecho de cddigo A.3: Maxima Entropia

Resultados de testes

Interacio Probabilidade Precisdo
18 -0.11611 0.890
19 -0.11869 0.887
20 -0.12086 0.885
21 -0.12272 0.884
22 -0.12436 0.881
23 -0.12587 0.881
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24 -0.12735 0.881
25 -0.12877 0.880
26 -0.12996 0.880
27 -0.13097 0.878
28 -0.13190 0.878
29 -0.13282 0.877
30 -0.13373 0.876
31 -0.13465 0.875
32 -0.13555 0.873
33 -0.13642 0.873
34 -0.13724 0.871
35 -0.13799 0.869
36 -0.13868 0.868
37 -0.13929 0.868
38 -0.13984 0.868
39 -0.14034 0.868
40 -0.14080 0.868
41 -0.14124 0.868
42 -0.14166 0.868
43 -0.14206 0.867
44 -0.14245 0.867
45 -0.14283 0.867
46 -0.14321 0.867
47 -0.14357 0.867
48 -0.14393 0.866




Estudo Sobre Andlise de Sentimentos em textos Pédgina |113

49  -0.14427 0.865
50  -0.14460 0.864
51 -0.14490 0.864
52 -0.14519 0.864
53 -0.14545 0.864
54 -0.14569 0.864
55 -0.14592 0.865
56 -0.14613 - 0.865
57 -0.14634 0.866
58 -0.14654 0.865
50  -0.14673 0.864
60  -0.14691 0.864
61 -0.14709 0.864
62 -0.14726 0.864
63 -0.14742 0.864
64  -0.14758 0.864
65  -0.14774 0.864
66 -0.14789 0.864
67  -0.14803 0.863
68  -0.14817 0.863
69  -0.14830 0.863
70 -0.14844 0.863
71 -0.14856 0.863
72 0.14869 0.863
73 -0.14881 0.863
74 0.14893 0.863
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75 -0.14904 0.862
76 -0.14916 0.862
77 -0.14928 © 0.862
78 -0.14940 0.861
79 -0.14951 0.861
80 -0.14963 0.861
81 -0.14975 0.861
82 -0.14988 0.861
83 -0.15000 0.861
84 -0.15013 0.861
85 -0.15026 0.860
86 -0.15040 0.860
87 -0.15054 0.860I
88 -0.15068 0.860
89 -0.15082 0.860
90 -0.15096 0.860
91 -0.15111 0.860
92 -0.15125 0.860
93 -0.15140 ’ 0.859
94 -0.15154 0.859
95 -0.15169 0.859
96 -0.15183 0.859
97 -0.15198 0.859
98 -0.15212 0.858
99 -0.15226 0.858
100  -0.15240 0.858
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Tabela A.2: Resultado de teste e treinamento

A tabela mostra os resultados de testes e treinamento do classificador Maxima Entropia
com 50 interagdes.

Treinamento do Nives com dados Review Movie

import nitk.classify.util

from nltk.classify import NaiveBayesClassifier

from nltk.corpus import movie_reviews

def word_feats(words):

return dict([(word, True) for word in words])

negids = movie_reviews.fileids('neg’)

.| posids = movie_reviews.fileids('pos’)

negfeats = [(word_feats(movie_reviews.words(fileids=[f])), 'neg') for f in negids]
posfeats = [(word_feats(movie_reviews.words(fileids= [f])), ‘pos’) for fin posids]
negcutoff = len(negfeats)*2/4

poscutoff = len(posfeats)*2/4

trainfeats = negfeats[:negcutoff] + posfeats|:poscutoff]

testfeats = negfeats[negcutoff:] + posfeats[poscutoff:]

print 'train on %d instances, test on %d instances' % (len(trainfeats), len(testfeats))

Trecho de codigo A.4: Méaxima Entropia

Resultados
Instdncias Quantidade Relagéo
Treinamento 1000
Teste 1000 0.811
Caracteristicas Valor | Classe Relagdo
whatsoever true neg : pos 143:1.0
inept true neg : pos 13.7: 1.0
stupidity true neg : pos 11.7:1.0
ludicrous true neg : pos 11.7: 1.0
nomination true pos : neg 11.7: 1.0
vulnerable true pos : neg 10.3:1.0
Views true pos : neg 10.3:1.0
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fictional true pos : neg 9.7:1.0
Exceptional true pos : neg 9.7:1.0
abilities true neg : pos 9.7:1.0

Tabela A.5; Treinamento com 2/4 de dados de treinamento e teste

Analogamente com % temos a mesma quantidade de instincias de treinamento e testes,
10 caracteristicas sdo mostradas

Caracteristicas Valor | Classe Relac¢io
whatsoever true neg : pos 143:1.0
inept true neg : pos 13.7: 1.0
stupidity true neg : pos 11.7:1.0
ludicrous true neg : pos 11.7: 1.0
nomination true pos : neg 11.7: 1.0
vulnerable true pos : neg 10.3:1.0
Views true pos : neg 10.3:1.0
fictional true pos : neg 9.7:1.0
Exceptional true pos : neg 9.7:1.0
abilities true neg : pos 9.7:1.0

Tabela A.6: Treinamento com 1/3 de dados de treinamento e 1/7 teste

Resulta em 475 instancias de treinamento e 1525 instancias de teste, cuja precisdo ¢é de
88 porcentos

import collections

import nitk.classify.util, nitk.metrics

from nltk.classify import NaiveBayesClassifier
from nlitk.corpus import movie_reviews

def evaluate_classifier(featx):

negids = movie_reviews.fileids('neg’)

posids = movie_reviews.fileids('pos’)

negfeats = [(featx(movie_reviews.words(fileids=[f])), 'neg’) for f in negids]

posfeats = [(featx(movie reviews.words(fileids=[f])), ‘pos’) for fin posids]




Estudo Sobre Andlise de Sentimentos em textos Pagina | 117

def evaluate_classifier(featx):
negids = movie_reviews.fileids('neg’)
posids = movie_reviews.fileids('pos’)
negfeats = [(featx(movie_reviews.words(fileids=[f])), neg’) for f in negids]
posfeats = [(featx(movie_reviews.words(fileids=[f])), ‘pos’) for fin posids]
negeutoff = len(megfeats)* 1/2
poscutoff = len(posfeats)* 1/2
trainfeats = negfeats[:negcutoff] + posfeats{:poscutoff]
testfeats = negfeatsfnegcutoff:] + posfeats[poscutoff’]
classifier = NaiveBayesClassifier.train(trainfeats)
refsets = collections.defaultdict(set)
testsets = collections.defaultdici(set)
Jor i, (feats. label) in enumerate(testfeats):

refsets{label].add(i)

observed = classifier.classify(feats)

testsetsf{observed].add(i)
print ‘accuracy:’. nitk.classify.util accuracy(classifier. testfeats)
pri;zt ‘pos precision:’, nltk.metrics.precision(refsets[’pos'], testsets[pos'])
print 'pos cobertura:’, nitk.metrics.cobertura(refsets’pos’], testsets{'pos'])
print 'neg precision:’, nltk.metrics.precision(refsets['neg'], testsets['neg'])
print 'neg cobertura:’. nitk.metrics.cobertura(refsets['neg’], testsets'neg'])
classifier.show_most_informative_features()
defword_feats(words):

return dict([(word, True) for word in words])

Trecho de codigo Balsa de Palavras

import collections

import nltk.classify.util, nltk. metrics

Jrom nlitk.classify import NaiveBayesClassifier
Jrom nltk.corpus import movie_reviews

def evaluate classifier(featx):

negids = movie_reviews.fileids('neg’)

posids = movie_reviews.fileids(‘pos’)

negfeats = [(featx(movie_reviews.words(fileids=[f])), 'neg') for fin negids]
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posfeats = [(featx(movie_reviews.words(fileids=[f])), 'pos’) for f in posids]
def evaluate_classifier(featx):
negids = movie_reviews.fileids('neg’)
posids = movie_reviews fileids(pos’)
negfeats = [(featx(movie_reviews.words(fileids=[f])), 'neg’) for f in negids]
posfeats = [(featx(movie_reviews.words(fileids= [f])), ‘pos’) for f in posids]
negcutoff = len(negfeats)* 1/2
poscutoff = len(posfeats)*1/2
trainfeats = negfeats|:negcutoff] + posfeatsf:poscutoff]
testfeats = negfeatsfnegcutoff:] + posfeats[poscutoff’]
classifier = NaiveBayesClassifier.train(trainfeats)
refsets = collections.defaultdict(set)
testsets = collections.defaultdict(set)
Jor i, (feats, label) in enumerate(testfeats):

refsets{label].add(i)

observed = classifier.classify(feats)

testsets[observed].add(i)
print ‘accuracy:’, nltk.classify.util. accuracy(classifier, testfeats)=
print 'pos precision: ', nltk.metrics.precision(refsets{pos'], testsets['pos’])
print 'pos cobertura:', nitk.metrics.cobertura(refsets['pos’], testsets[pos'])
print 'neg precision:’, nltk.metrics.precision(refsets['neg'], testsets[neg'])
print 'neg cobertura:', nltk.metrics.cobertura(refsets['neg'], testsets{'neg'l)
classifier.show_most_informative_features()
def word_feats(words):

return dict([(word, True) for word in words])

from nitk.corpus import stopwords
stopset = set(stopwords.words(‘english’))

def stopword _filtered word_feats(words):

return dict([(word, True) for word in words if word not in stopset])

Trecho de codigo Aplicagdo de Filtro Stopword

import collections

import nitk.classify.util, nltk.metrics

JSrom nltk.classify import NaiveBayesClassifier
Jfrom nltk.corpus import movie_reviews

def evaluate_classifier(featx):

negids = movie_reviews.fileids('neg')
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posids = movie_reviews.fileids('pos’)
negfeats = [(featx(movie_reviews.words(fileids=[f])), ‘neg’) for f in negids]
posfeats = [(featx(movie_reviews.words(fileids=[f])), 'pos’) for f in posids]
def evaluate_classifier(featx): .
negids = movie_reviews.fileids('neg’)
posids = movie_reviews.fileids(pos’)
negfeats = [(featx(movie_reviews.words(fileids=[f])), ‘neg’) for f in negids]
posfeats = [(featx(movie_reviews.words(fileids=[f])), ‘pos) for fin posids]
negcutoff = len(negfeats)* 1/2
poscutoff = len(posfeats)*1/2
trainfeats = negfeats[:negcutoff] + posfeats[:poscutoff]
testfeats = negfeats[negcutoff’] + posfeats[poscutoff:]
classifier = NaiveBayesClassifier.train(trainfeats)
refsets = collections.defaultdict(set)
testsets = collections.defaultdict(set)
Jor i, (feats, label) in enumerate(testfeats):
refsets{label].add(i)
observed = classifier.classify(feats)
testsetsfobserved].add(i)
print ‘accuracy:’, nith.classify.util.accuracy(classifier, testfeats)
print 'pos precision:', nltk.metrics.precision(refsets[ pos'], testsets[ pos'])
print 'pos coberwura:', nlth.metrics.cobertura(refsets[pos'], testsets['pos'])
print 'neg precision.’, nltk.metrics.precision(refsets['neg'], testsets{'neg’j)
print 'neg cobertura:’, nltk. metrics.cobertura(refsets['neg'], testsets['neg'])
classifier.show_most_informative_features()
def word_feats(words): .
return dict([(word, True) for word in words])
Jrom nltk.corpus import stopwords
stopset = set(stopwords.words('english'))
def stopword_filtered word_feats(words):

return dict([(word, True) for word in words if word not in stopset])

Trecho de codigo Aplicagdo de Filtro Stopword e uso de Bigrama
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