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Sumario

Uma das motivagoes que suporta a nossa constante busca por informagao é a necessidade
de saber “o que os outros pensam?”. Com uma utilizagdo cada vez maior das redes sociais,
essa informacao estd finalmente ao alcance de empresas e outros organismos, permitindo
que estas transformem esse conhecimento numa vantagem competitiva.

Nesta dissertacao é apresentado um modelo para andlise de sentimentos, que faz a detecao
e classificacao de referéncias a entidades em fontes de informagao nao estruturada, seguindo
uma aproximacao normalmente referida como de orientagao semantica. Este recorre a um
conjunto de regras cuja aplicacdo envolve a utilizacao de um léxico de sentimentos, e a
exploragao da relagdo de sinonimia entre palavras. Como resultado é indicado o tipo de
sentimento (positivo, negativo ou neutro) e a entidade sobre a qual este incide.

Finalmente, é realizada uma avaliacao do sistema desenvolvido num corpus em Portugués,
procurando justificar as aproximacoes escolhidas e situar os resultados obtidos no pano-
rama atual.
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Sentiment Detection and Classification in Non Structured

Information Sources

Abstract

One of the motivations that supports our constant search for information is the need
to know “what other people think?”. With the increasing use of social networks that
information is finally within the reach of companies and other entities, allowing them to
turn that knowledge into a competitive advantage.

In this dissertation we present a model for sentiment analysis, to detect and classify
references to entities in non structured information sources, following a commonly named
semantic orientation approach. The system uses a set of rules, which are applied with the
aid of a sentiment lexicon, and explores the synonymity relationship between words. As a
result, it identifies the type of sentiment present in the text (positive, negative or neutral)
and the target to whom it applies.

Finally, we present an evaluation of the proposed system in a Portuguese corpus, looking
to justify the approaches taken and compare the results obtained with the current state
of the art systems.
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Capitulo 1

Introducao

Nesta dissertacao é descrito o trabalho efetuado numa area particular do Processamento
de Linguagem Natural (PLN): a Anélise de Sentimentos (AS). O principal objetivo é o
desenvolvimento de uma ferramenta capaz de identificar sentimento em texto proveniente
de fontes nao estruturadas, relacionando este com o objeto sobre o qual incide. Ao longo
dos capitulos deste documento sao descritas varias metodologias aplicadas atualmente ao
tema, identificada a aproximacao escolhida e apresentados os resultados obtidos.

1.1 Enquadramento e Motivagao

“What other people think” has always been an important piece of informa-
tion for most of us during the decision-making process.

B. Pang and L. Lee [35]

Uma das motivagoes que suporta a nossa constante procura por informacao € a tentativa
de perceber “o que o0s outros pensam?” sobre algo ou alguma coisa. Com a crescente
popularidade de recursos como os sites de opiniao, os blogues pessoais e as redes sociais,
surgem novas oportunidades de obter a resposta para essa pergunta. As pessoas agora
podem e utilizam ativamente as tecnologias de informacao para procurar e perceber a
opinido de outros. A subita explosao de atividade na drea da Mineragao de Opiniao (MO)
e AS, ocorre em parte como resposta ao crescente interesse em aproveitar todo um conjunto
de informagao disponivel sem custos, mas de interpretacao deveras complexa [35].

Muito antes da World Wide Web se tornar parte integrante do quotidiano de cada um,
muitos de nds recorriamos a um amigo que nos recomendasse um mecanico ou nos dissesse
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em quem pensava votar nas proximas eleicoes. Mas a Internet e a web tornaram possivel
descobrir opinides e experiéncias de pessoas que nos sao completamente desconhecidas,
pessoas das quais nunca ouvimos falar e que colocam as suas opiniodes online para serem
consultadas por estranhos [35].

De acordo com duas pesquisas que envolveram 2000 Americanos adultos cada [14, 24]:

e Cerca de 81% dos utilizadores da Internet pesquisaram sobre um produto pelo menos
1 vez;

e 20% fazem-no no dia-a-dia;

e Daqueles que leram anédlises de restaurantes, hotéis e outros servigos, entre 73% e
87% dizem que este facto teve uma importancia significativa na compra;

e Estes consumidores dizem estar dispostos a pagar entre 20% e 99% mais por um
item com avaliacdo de 5 estrelas em vez de 4 (o valor depende do tipo de item
considerado);

e 32% forneceram a sua opiniao sobre um produto, servico ou pessoa através de um
sistema de classificagao online e 30% colocaram um comentério online relativo a um
produto ou servigo.

A grande procura dos utilizadores por conselhos e recomendacdes online que os dados
anteriores revela, é apenas uma das razoes para o aumento de interesse por sistemas que
fagam o tratamento de opinides. No entanto Horrigan [36] chama a atenc@o de que mesmo
com a maioria dos utilizadores americanos a reportarem experiéncias positivas, ao mesmo
tempo 58% dizem nao existir informacgao online, que foi impossivel de encontrar ou que
esta era confusa [35].

Do ponto de vista empresarial, a informagcao é nos dias que correm um bem precioso para
quem se encontra numa posicao de decisor. Uma decisao errada pode ter consequéncias
devastadoras e como tal deve ser evitada a qualquer custo. Assim, a necessidade de ter
acesso a informagao que realmente importa e em tempo til é fundamental para empresas
e outros organismos cujo futuro depende das opgoes tomadas no presente. Dependendo do
ambito da empresa ou instituicdo em causa, a informagao que importa obter podera estar
dispersa por diversos locais. Internamente, registos de vendas e faturacao sao normalmente
considerados, e externamente, indices de bolsa ou estatisticas de acidentes sao bons exem-
plos. Porém, atualmente isto nao é suficiente, é necessario recolher informacao dispersa em
noticias, apresentacoes e paginas web sem formato definido. A Inteligéncia Empresarial
(IE) requer que o maximo de informacao relevante seja recolhida, tratada e relacionada,
para que os factos e resultados significativos cheguem ao decisor. No entanto, muita dessa
informagao provém das fontes ha pouco mencionadas, tornando assim a sua mineracao e
tratamento num problema para as ferramentas tradicionais de IE. Estas foram desenvolvi-
das e aperfeicoadas ao longo do tempo para trabalhar com informacao com formatos bem
definidos, como tal é sem surpresa que se verificam resultados bastante diferentes quando
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se deparam com grandes quantidades de informacao sem estrutura fixa. Uma possivel
aproximacao para alguns destes casos serd aplicar técnicas de Extracao de Informacao
(EI) e/ou PLN com o objetivo de chegar a uma versao estruturada da informacao, esta
podera alimentar entao os sistemas ja existentes [30].

Nos objetivos de qualquer empresa deve sempre constar um cuja importancia é indis-
cutivel, a satisfacao do cliente. Uma empresa que nao trabalhe para melhorar a relagao
com os seus clientes certamente vera o impacto deste fator nos seus resultados. Mas como
saber o que pensam os clientes? Existem alguns métodos atualmente em ampla utilizacao,
questionarios de satisfacao e user groups sendo os mais comuns. Estes permitem a ob-
tencao de informagao relevante para a empresa de um modo estruturado, facilitando a
sua utilizacao posterior. Os questionarios podem ser direcionados e com um dominio bem
definido para que as respostas se enquadrem dentro do previsto. Existem no entanto al-
guns problemas com estes métodos, a dificuldade associada a criacao e manutencao dos
questionarios e no caso dos grupos de utilizadores, a promocao e logistica associada para
que sejam recolhidos resultados significativos possui também um custo considerdvel. Adi-
cionalmente, a rigidez das perguntas impede que o cliente passe a sua opiniao sobre um
aspeto nao abrangido pelo questiondrio ou o faga de um modo incompleto. Existe ainda
o caso de utilizadores que nao participam neste tipo de iniciativas, nao permitindo assim
recolher as suas opinides [19].

O feedback espontaneo fornecido por atuais e possiveis clientes em blogues, via correio
eletrénico, nas redes sociais, ou em sites que permitem a submissao de opinido contém
a informacao que as empresas tanto se esforcam por conseguir. No entanto esta nao se
encontra estruturada, encontra-se em texto livre sem quaisquer restrigcoes o que no limite
significa que pode nem existir uma opiniao. Tendo em conta a quantidade disponivel e o seu
crescimento constante, os custos associados ao seu tratamento manual sao exorbitantes,
tornando a tarefa manual possivel apenas com uma escolha cuidadosa das amostras a
tratar [19].

Neste enquadramento é notéria a necessidade de criar ferramentas capazes de extrair,
estruturar e utilizar estas fontes de informacao em crescimento. A investigacdo em areas
como o PLN, EI e finalmente a AS possui um papel fundamental na construgao das bases
necessarias para o aparecimento dessas ferramentas. Este trabalho surge neste ambito
procurando dar resposta a esta necessidade crescente e incontornéavel.

1.2 Objetivos e Contribuicgoes

Esta dissertacao procura definir uma solucao capaz de responder as necessidades atuais de
classificacdo de sentimento em texto. A solucdo desenhada deve ser capaz de identificar
a presenca de sentimento, o caracter desse sentimento e o alvo sobre o qual este incide.
Como principais contribuictes, este trabalho:
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e Define uma arquitetura modular para um sistema extensivel, capaz de classificar
sentimento em texto escrito em linguagem natural.

e Propoe uma implementacao desse sistema da qual fazem parte as seguintes técnicas:

— Enriquecimento morfossintatico prévio do texto.

— Identificacao de entidades mencionadas recorrendo ao reconhecimento de padroes,
morfologia e utilizagdo de um catdlogo de mengoes.

— Classificacao de sentimento utilizando regras de sintaxe, 1éxicos de sentimento
e morfologia.

e Implementa e avalia a solugdo proposta, identificando as suas vantagens e desvanta-
gens, propondo diregoes futuras.

O estudo realizado incidiu principalmente sobre a andlise de pequenos comentarios, maiori-
tariamente de foro politico por conveniéncia, no entanto as técnicas empregues sao validas
para outros dominios.

1.3 Organizagao da Dissertacao

Esta dissertacao estende-se ao longo de seis capitulos que devem ser abordados de forma
sequencial e que se passam a descrever. O presente capitulo, Capitulo 1, contém uma
introdugao a temdatica abordada por este trabalho e a respetiva motivagao para a sua
realizagao. O Capitulo 2 descreve um conjunto de ferramentas e conceitos chave funda-
mentais para a compreensao das abordagens tidas na criagdo da solucao proposta. O
Capitulo 3 apresenta uma visdo geral do estado atual dos sistemas de AS, procurando
estabelecer o foco nas abordagens consideradas mais comuns. O Capitulo 4 apresenta
a solugao proposta, que foi alvo de implementacgao, e que resultou da investigacao reali-
zada. Os resultados obtidos pelo protétipo implementado sao apresentados e discutidos
no Capitulo 5. Finalmente, o Capitulo 6 apresenta as conclusoes deste trabalho e futuras
diregoes a considerar.



Capitulo 2

Conceltos e Ferramentas

2.1 Conceitos

A AS surge da aplicagdo do PLN, Linguistica e EI para identificar e extrair a subjetividade
presente em textos e outros recursos. Tendo em conta que o foco desta dissertacao é
precisamente a AS, torna-se importante para a sua compreensao conhecer alguns conceitos
chave inerentes as metodologias e aproximagcoes escolhidas.

2.1.1 Redes Sociais e Microblogging

O termo “rede social” é hoje vulgarmente utilizado para referenciar um tipo de servigo
que tem atraido cada vez mais adeptos desde a sua aparicao. Redes como o conhecido
Facebook!, o MySpace? ou o Google+?, entre outros, foram sendo gradualmente incluidos
no quotidiano do cidadao comum. Embora tecnologicamente os varios servigos sejam
relativamente semelhantes, as comunidades que se juntam em torno de cada um podem
ser diversificadas. Estas podem crescer baseadas nos interesses comuns entre individuos,
na nacionalidade, crengas religiosas ou nao estabelecer um foco em nenhum grupo em
particular procurando cativar um ptblico maior. Define-se o conceito de servico de rede

social como um sistema que permite realizar as seguintes agoes [16].

1. Construir um perfil publico ou parcialmente publico dentro de um sistema fechado;

2. Gerir uma lista de outros utilizadores com quem partilha uma ligacao;

'Rede social generalista em https://www.facebook.com.
2Rede social vocacionada para o entretenimento. Acessivel em http: //www.myspace.com.
3Rede social da Google. Acessivel em https://plus.google.com.
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3. Visualizar e navegar a sua lista de ligacoes e as de outros dentro do sistema.

Paralelamente ao crescimento dos servicos de rede social, um outro tipo de sistema emer-
giu garantindo a sua posicao e a sua prépria comunidade de utilizadores neste mercado,
o microblogging. Este tipo de servico permite aos utilizadores publicar pequenas mensa-
gens (normalmente até 200 caracteres) descrevendo o seu estado atual. A simplicidade
do conceito permite que estas sejam partilhadas com amigos ou interessados através de
mensagens instantaneas, teleméveis, email ou através da Internet. Um dos mais populares
servicos de microblogging é o Twitter*, permitido seguir as tweets® de alguém e partilhar
as nossas com quem nos segue [25].

2.1.2 Processamento de Linguagem Natural

O PLN tem como principal objetivo o estudo computacional da linguagem humana, e
através deste, analisar e desenhar agentes computacionais que a utilizam para adquirir
informacao de outros agentes, humanos ou nao, permitindo-lhes assim a interagir e alterar
o estado do mundo [21].

Desde o aparecimento da Inteligéncia Artificial (IA) que um dos seus principais objetivos
foi o desenvolvimento de métodos para compreender a lingua natural [8]. Nas décadas
de 50 e 60 a investigacao incidiu principalmente sobre a Traducao Automética (TA). Os
primeiros resultados transpareceram imediatamente a dificuldade da tarefa, mesmo em
pequenos exemplos uma palavra poderia ser traduzida incorretamente se o contexto em
que ocorre nao fosse considerado [23]. Chegou-se assim rapidamente a conclusao de que
a compreensao da linguagem iria requerer mais do que informagao lexical e gramatical.
Seria necesséario ter informagao semantica e possuir um conhecimento geral do mundo.

text

NLP
System
/\ ‘,

Figura 2.1: Método racional ou légico. [§]

1Servico de microblogging acessivel em https://twitter.com.
5Nome dado a uma mensagem enviada através do Twitter.
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(corpus’
Learning NLP
System | System

Y

Figura 2.2: Método empirico ou prético. [8]

Nos anos 70 a vertente que mereceu maior atencao foi a IA, a investigagao focou-se prin-
cipalmente no conhecimento sobre o mundo e o seu papel na construcao e manipulagao
de representacoes de significado. Mesmo com os problemas que persistiram da década
anterior surgiram sistemas de IA que demonstraram aspetos interessantes de compreensao
da linguagem em dominios restritos [52, 53, 50]. Na década de 80 era ja consensual o facto
de que construir sistemas de PLN fidveis e extensiveis era uma tarefa muito mais com-
plicada do que o inicialmente previsto, mesmo para aplicacoes com um dominio bastante
restrito. Como consequéncia dos resultados poucos satisfatérios obtidos por sistemas que
assentavam numa abordagem empirica (figura 2.2), e respondendo ao estimulo fornecido
pelo desenvolvimento da teoria gramatical na Linguistica, deu-se um progresso continuo
na criacao de sistemas de lingua natural recorrendo a gramaticas simbdlicas criadas ma-
nualmente e a bases de conhecimento légicas (figura 2.1) [3]. No entanto, o desenvolvi-
mento destes sistemas continuava a ser dificil, requerendo um enorme conhecimento dos
dominios a que se aplicavam. Adicionalmente, eram propicios a falhas e nao funcionavam
adequadamente fora das tarefas especificas para que eram desenhados. Como resposta a
estes problemas, e recebendo o impulso das aproximagoes estatisticas utilizadas para re-
solver tarefas de EI e da crescente disponibilidade de poder de processamento, deu-se uma
alteracao de paradigma. Sistemas de PLN que seguiam metodologias orientadas para a
informacao ou baseadas em Aprendizagem Automética (AA) utilizando corpus, agora bas-
tante mais acessiveis, tornaram-se novamente o grande foco nos anos 90 [8, 27]. Atualmente
existe um grande movimento em torno de técnicas de aprendizagem nao supervisionada
ou parcialmente supervisionada. Esta aproximacao permite nao sé tirar partido de corpus
revistos como também do vasto contetido espalhado pela Internet para alimentar modelos
estatisticos e aplicacoes baseadas em AA [42, 2, 15].

2.1.3 Corpus Linguistico

Um corpus pode ser definido como uma colecao de textos escritos ou falados que se assume
serem representativos de uma linguagem e que foram recolhidos para serem utilizados para
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analise. Normalmente assume-se que o contetido do corpus ocorreu naturalmente, que foi
recolhido de acordo com critérios e propositos bem definidos e que este é representativo
de blocos maiores da linguagem, selecionados de acordo com uma tipologia [45].

Um corpus pode ser utilizado com varios fins, como por exemplo:

e Andlise estatistica e teste de hipdteses;
e Validagao de regras da lingua;

e Verificacao de ocorréncias de palavras, expressoes ou pontuagao.

Alguns corpus incluem informacao adicional com o objetivo de facilitar o seu estudo e
acrescentando valor ao mesmo. Para incluir esta informacao adicional estes podem ser
submetidos a um processo a que se da o nome de anotacao. Sao comuns anotacoes relativas
a morfologia, & sintaxe e a semantica. A existéncia destas anotagOes gera no entanto
algumas limitagoes no que diz respeito a criacdo e manutencao do corpus. Assegurar a
consisténcia e completude de um corpus anotado requer bastante trabalho, o que leva a
que estes tenham em geral menor dimensao, tornando menos significativas as conclusoes
retiradas para o dominio que representam.

2.1.4 Léxico e Léxico de Sentimentos

Na Linguistica, um léxico é o conjunto aberto de todas as palavras e elementos morfolégicos
com significado possiveis numa Lingua [1]. Pode ser descrito como uma das componentes
de uma linguagem, sendo a outra a componente a gramatica onde se encontram descritas
todas as regras para uma correta construcao frasica. O léxico contém todos os simbolos que
podem ser utilizados na linguagem, vulgarmente referido como vocabulério neste contexto.
Dependendo um pouco do ambito, é mutavel, encontrando-se normalmente sujeito a um
processo evolutivo que acompanha a lingua.

Um léxico de sentimentos é, no contexto da Linguistica e do PLN, um 1éxico no qual foi
incluida informagao sobre a polaridade (positiva, negativa, neutra e possivelmente outras)
estimada para cada elemento constituinte. Pode incluir também indicagoes adicionais para
casos em que a polaridade de um elemento varia em fungao do contexto em que surge.
Sao exemplos de 1éxicos de sentimentos o Sentilex-PT [43] e o SentiWordNet [17] (figuras
2.3 e 2.4).

2.1.5 Anadlise Morfossintatica

O termo sintaxe deriva do Grego Antigo “syntazis”, um nome verbal que literalmente
significa “combinacao” ou “disposi¢ao”. Tradicionalmente refere-se ao ramo da gramética
que lida com o modo como as palavras, corretamente flexionadas ou nao, sao dispostas
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<€— PN polarity =——J»

Positive Subjective Negative

\ _7 Term Sense
O Position

<& 50 polarity —p»

Objective

Figura 2.3: Representacao grafica adotada pelo SentiWordNet para representar a opiniao
do sentido de um termo. [17]

Iesiimeble Saarch ward I & show posiion

Adjective

3 senses found.

estimable(1)
deserving of respect or kigh regard

honarable(5) good(d) respectable(2) eshrmable(2)

deserving af esteem and respect; "all
\\0 / respectabiz companies @ve guarantzes”;
' "ruined the family's good naww "

'VAVAVAVAY
OO0

P - 0625, N =0235,0 =
0.125

VAV:eAVAV computable(1) estimazblz(3)

\ may be computed or estimaied; "« calcuiable

\0/ riskc"; "computabis odds"; "estimable assets"
P=0,N=0,0=1
main page

(c) Andrea Esuli 2005 - andrea.esuli@isi. cnr.it

Figura 2.4: Visualizacdo da opinido sobre o termo “estimavel” (estimable) no SentiWord-
Net. [17]

ao ao longo da frase para obter um significado [29]. A sintaxe define assim o modo como
devem ser construidas e estruturadas as frases de uma determinada linguagem. Esta pode
variar consoante a lingua em fatores por vezes 6bvios mas significativos, como a ordem
dos elementos principais - verbo, sujeito e complementos [49].

O termo morfologia é geralmente atribuido ao poeta, romancista, dramaturgo e filésofo
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Alemao Johann Wolfgang von Goethe (1749-1832) que o utilizou no inicio do século XIX
no ambito da biologia. A palavra tem origem do Grego morph- cujo significado é “forma”,
a morfologia é precisamente o estudo da forma ou formas. Na Linguistica a morfologia
refere-se ao processo de formacgao de palavras e a sua estrutura, flexao e classe gramatical
[4].

O conceito de morfossintaxe surge assim englobando os anteriores. A analise morfos-
sintatica consiste em apreciar conjuntamente a sintaxe - disposi¢ao na frase - e morfologia
- flexao e classe gramatical - das palavras de uma frase.

2.1.6 Reconhecimento de Entidades Mencionadas

O termo “Entidade Mencionada”, hoje em dia bastante utilizado no ambito do PLN, foi
inicialmente introduzido na 6* Message Understanding Conference® (MUC-6) que ocor-
reu em Novembro de 1996. O grande foco da MUC foi na altura a EI, onde informacao
estruturada relativa a atividades de empresas e atividades de defesa é extraida de fontes
textuais. Ao definir esta tarefa chegou-se a conclusdo que é fundamental reconhecer uni-
dades de informagao como os nomes, incluindo nomes de pessoas, organizagoes e locais
e expressoes numéricas como a hora, data, dinheiro e percentagens. Reconheceu-se que
identificar referencias a estas entidades é uma das tarefas importantes da EI, e foi entao
baptizada de “Reconhecimento de Entidades Mencionadas” (REM) [34].

O idioma é um dos fatores de influéncia no REM, sendo que grande parte da investigagao
é feita na Lingua Inglesa, existe paralelamente um grande interesse para com a inde-
pendéncia de linguagem e multilingua. O género dos textos (noticias, cientifico informal,
etc.) e o dominio (jardinagem, desporto, negdcios, etc.) sdo também fatores com impacto
nos sistemas de REM. No entanto, estes tém recebido menos atencao tendo em conta que
sao muito poucos os estudos realizados que abordam estas condicionantes. O trabalho
inicial formulou o problema de REM como o reconhecimento de nomes proprios de um
modo geral. Os tipos mais estudados sdo normalmente as trés especializacoes dos nomes
préprios: nomes de pessoas, locais e organizacoes. Estes sao colectivamente conhecidos
como “enamez” desde a MUC-6 e sao por vezes divididos em varias subcategorias. O tipo
“miscellaneous” é usado para referenciar entidades que saem fora dos enamez. “Timex”
é o termo por vezes utilizado para aglomerar os grupos de tempo, data e “numez” para
dinheiro e percentagens. Trabalhos mais recentes procuram nao limitar os tipos possiveis
e sao referenciados como sendo de dominio livre e tentam utilizar a maioria dos tipos de
nomes mais frequentes. A habilidade de reconhecer entidades previamente desconhecidas
é uma parte essencial dos sistemas de REM. Esta capacidade assenta sobre o reconheci-
mento e regras de classificagao acionadas pelas caracteristicas distintas associadas a exem-
plos corretos e incorretos. Enquanto estudos anteriores eram maioritariamente baseados
em regras definidas manualmente, os mais recentes utilizam aprendizagem supervisionada
como método de induzir automaticamente sistemas baseados em regras ou algoritmos se-

Shttp://www.cs.nyu.edu/cs/faculty /grishman /muc6.html
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quenciais tomando como base alguns exemplos de treino. Tipicamente a aprendizagem
supervisionada consiste num sistema que consome um corpus anotado, memoriza listas de
entidades e gera regras de desambiguacao baseadas nas caracteristicas mais dominantes.
Quando exemplos de treino nao estao disponiveis, os sistemas baseados em regras manu-
ais continuam a ser a técnica preferencial. Os sistemas parcialmente supervisionados sao
relativamente recentes e assentam numa técnica a que se da o nome de bootstrapping. Esta
técnica envolve um pequeno grau de supervisao, por exemplo um conjunto de seeds ou “se-
mentes” para iniciar o processo. Neste contexto, uma semente podera ser uma regra base
fornecida ao sistema. Este utiliza esse conjunto de regras base, as sementes, para encon-
trar os primeiros resultados. Destes resultados sao inferidas novas regras e adicionadas ao
conjunto ja existente. O processo é repetido iterativamente com um nimero de sementes
cada vez maior permitindo assim aumentar progressivamente os resultados obtidos. Nos
métodos nao supervisionados o processo é completamente automatizado. Tipicamente as
técnicas sao baseadas na utilizacao de recursos lexicais, como por exemplo o WordNet [31],
padroes lexicais e estatisticas obtidas a partir de grandes corpus nao anotados [34].

2.2 Ferramentas

Durante o periodo de investigacao, e posteriormente durante a construcao do protétipo
que fundamenta a escrita desta dissertacao, foram estudadas e utilizadas algumas ferra-
mentas importantes. Neste ponto descrevem-se essas ferramentas procurando facilitar a
compreensao das referéncias as mesmas nos capitulos que se seguem.

2.2.1 LX-Tagger

O LX-Tagger é uma ferramenta desenvolvida pelo NLX-Group’ na Universidade de Lisboa.
Esta ferramenta desempenha as fungoes de analisador morfossintatico, ja referidas no
ponto 2.1.5, atribuindo a cada palavra a etiqueta correspondente a sua classe. No seu
desenvolvimento foi utilizada uma outra ferramenta, o MXPOST[37], e um corpus anotado
manualmente composto por cerca de 600.000 termos [7].

1 0/DA Socrates/PNM tem/VAUX estado/PPT horrivel/ADJ .*//PNT
Listagem 1: Resultado de processamento do LX-Tagger.
A listagem 1 mostra um exemplo de uma frase processada pelo LX-Tagger. A ferramenta é

disponibilizada para descarga ou utilizacao via servico®. No entanto a versdo descarregada
nao possui toda a funcionalidade da sua versao servigo.

"Grupo de Fala e Linguagem Natural do Departamento de Informética da Universidade de Lisboa,
Faculdade de Ciéncias.
8Mais informagao em http://Ixcenter.di.fc.ul.pt/tools/pt/LX TaggerPT.html.
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2.2.2 PALAVRAS

O PALAVRAS é um analisador morfossintdtico para Portugués desenvolvido por Eckhard
Bick no ambito de um projeto de doutoramento (1994-200) na Universidade de Aarhus
na Dinamarca. Este baseia-se num léxico de cerca de 50.000 lemas e milhares de regras
gramaticais para fornecer uma andlise sintactica e morfolégica de qualquer texto. Seguindo
uma metodologia de Constraint Grammar® e utilizando um conjunto de etiquetas bastante
diversificadas, a ferramenta atinge niveis de correcao de 99% na classificacao morfoldgica
e de 97-98% na sintaxe [6].

1 EXC:fcl

2 =SUBJ:np

s ==>N:art(’o’ <artd> M S) O

4+ ==H:prop(’Socrates’ M/F S) Socrates
5 =P:vp

6 ==AUX:v-fin(’ter’ PR 3S IND) tem

7 ==MV:v-pcp(’estar’ M S) estado

s =SC:adj(’horrivel’ M/F S) horrivel

9 =.

Listagem 2: Resultado de processamento do PALAVRAS.

A listagem 2 mostra um exemplo do processamento realizado pelo PALAVRAS. Atual-
mente é possivel fazer uso deste analisador através do projeto VISL!Y.

2.2.3 Weka

O Weka consiste numa colecao de algoritmos implementados na linguagem de programacao
JAVA, com o propdésito de serem utilizados em tarefas de mineracao de dados. A sua uti-
lizacao pode ser feita através da interface prépria ou embebendo as suas funcionalidades
na nossa aplicacdo. A ferramenta possui a capacidade de realizar pré-processamento,
classificacao, regressao, clustering, associacao e visualizacao de dados. E especialmente
adequado para tarefas de AA, incluindo uma quantidade considerdvel de algoritmos im-
plementados para o efeito [22].

O Weka é software livre e encontra-se disponivel para utilizacao sobre a licenga GNU

General Public Licensel!.

9Paradigma metédico de PLN introduzido por Fred Karlsson (Universidade de Helsinquia, Finlandia)
em 1992.

1%Visual Interactive Language Learning, http://visl.sdu.dk.

"http://www.gnu.org/licenses/gpl.html
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Figura 2.5: Interface grafica do Weka.

2.3 Conclusoes

Ao longo deste capitulo foram apresentados alguns conceitos valiosos para a compreensao
do assunto que trata esta dissertacao. Adicionalmente, foram também descritas ferramen-
tas externas, que contribuiram de alguma forma na investigacdao e no desenvolvimento
deste projeto. O seu propoésito ficard mais claro ao longo dos restantes capitulos, a medida

que vao sendo mencionadas no contexto da sua utilizagao.






Capitulo 3

Estado da Arte

Com este capitulo pretende-se ilustrar o estado atual dos sistemas de AS. E realizado
um pequeno resumo das origens do tema, apontando algumas das razdes pelas quais tem
captado a atencao da comunidade cientifica. Finalmente sdo apresentados e analisados
alguns projetos que exploram as metodologias tidas como mais comuns.

3.1 Trabalhos Iniciais

Na ultima década a importancia atribuida & AS cresceu significativamente. Porém, néao se
pode dizer que a ideia seja algo assim tao recente. No final dos anos 70 Carbonell elaborou
ja um trabalho abordando a temética da detegao de subjetividade [9]. Nas décadas de 80 e
90 a investigacao continuou, principalmente incidindo sobre temas como a interpretagao de
metaforas, compreensao da narrativa, dete¢do de ponto de vista e mais uma vez, detecao
de subjetividade. O ano de 2001 parece ser o ano em que se consolidou finalmente a
importancia da AS [35].

O crescimento da World Wide Web e a facilidade de partilha de conteidos online, ra-
pidamente torna evidente a necessidade de explorar este novo recurso. A evolugdo da
capacidade de processamento do hardware e crescente disponibilidade de corpus leva ao
surgimento de novos algoritmos de AA, outrora impossiveis de implementar ou sem a
capacidade de produzir os resultados necessdrios. O enorme desafio intelectual que a
area representa atrai investigadores, sendo que nos iltimos anos centenas de artigos fo-
ram publicados diretamente relacionados com o tema. Ao mesmo tempo, as pressoes da
industria, principalmente de areas ligada a IE, tornam-se cada vez mais fortes exprimindo
a necessidade de ferramentas que permitam saber “o que outros pensam” [35].

15
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3.2 Aprendizagem Automatica

A AA é caracterizada por um conjunto de técnicas cuja base passa geralmente por uma
fase obrigatoria de treino, sendo necessario facultar dados de natureza empirica ao clas-
sificador. O objetivo passa entao por utilizar o conhecimento adquirido no treino para
tomar decisoes inteligentes em situagoes nao encontradas previamente. Os algoritmos po-
dem ser categorizados relativamente ao nivel de interacdo manual necessdrio na fase de

aprendizagem.

A aprendizagem supervisionada consiste, neste contexto, em fornecer ao classificador toda
informacao necessaria ao seu treino devidamente catalogada e revista manualmente. No
caso de uma aprendizagem nao supervisionada, a informagao de treino nao sofre qualquer
revisao manual, o classificador terd de inferir quais as caracteristicas relevantes e agrupar
a informacao de acordo com estas, tentando obter resultados significativos. Finalmente,
alguns algoritmos surgem como uma aproximagao intermédia, os parcialmente supervi-
sionados, utilizando como input nao sé informagdo revista como também nao revista.
Normalmente a informagao nao revista é em maior quantidade. A aproximacao pode pas-
sar por inferir a revisdo da informacao nao revista com base na ja revista, aumentado
assim a base de treino de forma automética [41].

3.2.1 Sentiment140

O atual Sentiment140!, previamente denominado de Twitter Sentiment, consiste num
sistema de classificacdo de mensagens oriundas do servigo de microblogging Twitter. O
objetivo deste sistema é classificar tweets como positivas ou negativas em relacdo a um
termo, sobre o qual se realiza uma pesquisa. Como resultado sao disponibilizados gréficos
indicando o sentimento predominante e exemplos de mensagens coloridas de acordo com a
classificacao atribuida. A figura 3.1 ilustra uma pesquisa realizada no sistema. Atualmente
é possivel utilizar o sistema em duas linguas, Inglés e Espanhol.

O Sentiment140 foi desenvolvido por Alec Go, Richa Bhayani e Lei Huang, trés estudantes
de pos-graduacao na Universidade de Stanford. O seu trabalho surge numa altura em que
a investigacao relacionada com a classificacao de mensagens provenientes de microblogs
praticamente ainda n&o existia. A motivacdo para desenvolvimento do sistema residiu
principalmente na variedade de dominio, em oposicao a outras fontes onde se trata ape-
nas um conteudo especifico, na rede Twitter qualquer assunto é valido. A facilidade na
obtencao de mensagens da rede foi também um fator apelativo, através da API disponi-
bilizada pelo Twitter é possivel recolher milhoes de tweets sem dificuldade [20].

Na construgao do sistema foi utilizado um corpus de cerca de 1.800.000 tweets automa-

!Disponivel em http://www.sentiment140.com.
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Sentiment140 W Tweet | 509 K Like |- 298 1;{+1 99
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Figura 3.1: Resultado de pesquisa realizada no Sentiment140 pelo termo “Linux”.

ticamente classificadas utilizando Supervisao Distante?, recorrendo a emoticons® para o
efeito. Apenas foram consideradas duas classes na classificacao, positivo e negativo. Esta
limitagao é justificada pelo facto de que a maioria das mensagens sao efetivamente neutras,
nao adicionando significancia aos resultados [20].

Caracteristicas ‘ Keyword Naive Bayes MaxEnt SVM
Unigram 65.2 81.3 80.5 82.2
Bigram N/A 81.6 79.1 78.8
Unigram—+Bigram N/A 82.7 83.0 81.6
Unigram+POS N/A 79.9 79.9 81.9

Tabela 3.1: Avaliagao do Sentiment140, medidas para a Precisao [20].

Os métodos de classificacio escolhidos na avaliacdo foram Keyword*, Naive Bayes®, Ma-
ximum Entropy® (MaxEnt), e Support Vector Machines” (SVM). As caracteristicas uti-

lizadas na aprendizagem foram unigrams, bigrams, unigrams e bigrams e unigrams®

com
informacao morfolégica. Na fase de treino foram removidos os emoticons devido ao im-
pacto negativo que representaram. Com excecao do método de Naive Bayes, os outros
algoritmos foram negativamente influenciados pela presenca destes elementos. Esta si-
tuagdo sucede devido aos modelos mateméticos que suportam o MaxEnt e o SVM. Foi
ainda realizado um pré-processamento onde foram removidos links, nomes de utilizador e

repeticoes de letras, elementos comuns a maioria das mensagens do género. Os resultados

2Um algoritmo de Supervisdo Distante é um algoritmo semi-supervisionado que recorre a uma ou mais
caracteristicas dos dados, assumidas como identificadoras da classe, para realizar a classificagdo de forma
automatica.

3Representacio de uma expressio facial utilizando sinais de pontuacio, nimeros e letras.

4Conjuntos de palavras chave representativas de cada uma das classes em classificacéo.

5Método de classificacdo baseado no teorema de Bayes.

5Método estatistico de classificacio baseado no principio da maximizacéo da entropia.

"Método de aprendizagem supervisionada que dado um input atribui uma classificacio bindria.

8Um n-gram é uma sequéncia continua de n elementos numa frase ou texto. Sdo casos particulares os
unigrams, bigrams e trigrams que correspondem a n-grams de tamanho 1, 2 e 3 respectivamente.
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obtidos durante o desenvolvimento do sistema sao listados na tabela 3.1.

No momento da escrita desta dissertacdo a documentacao disponibilizada no site oficial”
do sistema indica que o classificador utilizado é o MaxEnt. No mesmo local sdo também
indicados alguns dos problemas ainda nao abordados pela ferramenta, dos quais se desta-
cam:

Detecao de Subjetividade Nao é realizada uma detecao de subjetividade por forma a
evitar a classificacdo de tweets isentas de sentimento.

Negacao A detecao de negacao é algo complexa tendo em conta a abordagem escolhida

para o sistema.

Comparagao Nao sao detetados casos em que ocorre comparacao entre termos, resul-

tando numa avaliacao semelhante para ambos.
Sarcasmo Identificagdo de sarcasmo é uma das problematicas atuais da AS.

Classificacao Morfolégica A utilizacdo de um analisador morfossintatico treinado em
corpus de um dominio completamente diferente gera erros frequentes de classificacao.

3.2.2 Target-dependent Twitter Sentiment Classification

Target-dependent Twitter Sentiment Classification tem origem no trabalho realizado por
Jiang et al. [26]. Este sistema foi criado com a ambicao de colmatar algumas das fa-
lhas existentes nas aproximagoes atuais, de entre as quais consta o Sentiment140 ja aqui

apresentado.

Tal como o Sentiment140, o objetivo é analisar texto proveniente do servico de microblog-
ging Twitter, classificando-o de acordo com o sentimento direcionado ao termo pesqui-
sado. Ao analisar os resultados do Sentiment140, procurando identificar as suas falhas,
identificou-se que grande parte dos erros de classificagdo ocorriam em duas situagoes [26].

1. People everywhere love Windows & vista. Bill Gates

2. Windows 7 is much better than Vista!

Na primeira situacao, o sentimento seria atribuido ao alvo “Bill Gates”, sendo que na
realidade nao existe qualquer opiniao sobre esse alvo no texto. No segundo caso, a clas-
sificagao é positiva para qualquer um dos alvos (“Windows 7” e “Vista”), o que também
nao esta de todo correto. Através dos testes realizados, Jiang et al. identificaram que
cerca de 40% dos erros de classificacao cometidos pelo Sentiment140 eram devido a pro-
blemas semelhantes aos dois aqui apresentados. Procurando solucionar esta situacao o seu
sistema procura explorar dois conceitos:

“http://help.sentiment140.com
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Dependéncia de Alvo Estabelecer uma ligagao entre o sentimento na frase e o seu alvo.

Nocao de Contexto Utilizar as relacoes entre tweets para estabelecer um contexto.

A semelhanca da maioria dos sistemas atuais com o mesmo propésito, a aproximacao
escolhida é baseada em AA. Porém, tipicamente nestes sistemas as caracteristicas de clas-
sificacao sao completamente independentes do alvo, levando assim a um dos problemas ja
mencionados. Procurando contornar esta situacao os autores recorreram aquilo a que de-
ram o nome de target-dependent features'’. Estas caracteristicas sao geradas recorrendo a
informacao obtida através da analise sintatica do texto, permitindo fazer a aprendizagem
levando em conta o posicionamento do alvo em relacao ao sentimento [26].

Por defini¢do, as mensagens num servico de microblogging sao bastante pequenas. Este fa-
tor complica a percecao do tipo de sentimento que incide sobre o alvo. De forma a melhorar
a performance nestes casos, foi introduzida uma nocgao de contexto procurando estabele-
cer uma relagao entre mensagens. Para definir este contexto, recorrendo a informacao
disponibilizada pelo Twitter, sao consideradas tweets colocadas pelo mesmo utilizador, na
mesma conversacao, em resposta ou que respondem a tweet em analise.

Em termos de metodologia, a classificagdo de uma tweet pelo sistema passa por trés fases
distintas:

1. Detegao de Subjetividade Por forma a eliminar a priori tweets objetivas é realizada
uma andlise de subjetividade, atribuindo a classe neutra a mensagens identificadas
como objetivas. Aquelas que sdo identificadas como subjetivas passam para a fase
seguinte do processo.

2. Detecao de Polaridade Nesta fase é atribuida uma das restantes classes a mensa-
gem, classificando o sentimento para com o alvo como positivo ou negativo.

3. Detecao de Contexto E realizada uma detecao do contexto da mensagem, recor-
rendo a uma aproximacao baseada em grafos. Aqui sao exploradas as relagoes entre
tweets e utilizado o sentimento atribuido ao alvo nessas relagoes, considerando essa
informagao na avaliagao final.

Para os pontos 1 e 2 foram construidos classificadores SVM. Como caracteristicas do
classificador de polaridade foram utilizadas as palavras, pontuacio, emoticons, hashtags'!
e informacao sobre polaridade. Esta ultima consiste numa contagem de quantas palavras
positivas ou negativas constam na mensagem, utilizando um léxico pré definido para o
efeito. Em adicao a estas sdo consideradas também as caracteristicas definidas como

target-dependent, ja mencionadas.

Y Caracteristicas dependentes do alvo.
UPpalavra ou frase que contém como prefixo o simbolo “#”.
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Medida-F1 (%)
Precisao (%) | pos neu neg
68.3 | 63.5 71.0 68.5

Tabela 3.2: Avaliacao do Target-dependent Twitter Sentiment Classification, Precisao e
Medida-F1 por classe [26].

Para o ponto 3, para além das relagoes entre tweets, foi considerada uma aproximagao a que
os autores deram o nome de extended targets'?. Esta explora a existéncia de relacdes entre
entidades, permitindo que o sentimento expresso sobre uma entidade relacionada com o
alvo principal influencie a classificagao deste. Foram consideradas extensoes coisas como
os produtos de uma companhia, sendo a companhia o alvo principal, ou as caracteristicas
de determinado produto tendo o produto como alvo.

Existe também um pré-processamento realizado as mensagens onde ¢é feita uma norma-
lizacdo, uma andlise morfossintética e stemming'®. A tabela 3.2 contém os resultados finais
obtidos pelo sistema. Estes resultados referem-se a identificacao correta do sentimento e
respetiva associacao ao alvo, razao pela qual os resultados podem parecer inferiores aos
do Sentiment140.

3.3 Orientacao Seméantica

A Orientagao Semantica (OS) é uma metodologia bastante popular na solugao de proble-
mas de EI e PLN. Por vezes denominados de sistemas de regras ou baseados em regras, o
seu funcionamento apoia-se no reconhecimento de padroes ou na utilizagao de algum tipo
de indicadores previamente definidos. Este tipo de aproximacao é considerada como nao
supervisionada, visto nao ser necessaria a categorizagao manual de conteido para treino,
nao se aplicando inclusivamente o conceito de treino [35].

Em alguns casos, os sistemas que seguem esta metodologia fazem uso de recursos auxiliares,
sendo comum a utilizacao de léxicos de sentimento ou dicionarios de sinénimos. O processo
de classificagao consiste geralmente na aplicagao de um algoritmo, que utiliza os recursos
ja mencionados, e recorre a um conjunto de regras pré-definidas para atribuicao da classe.

3.3.1 SentiCorr: Multilingual Sentiment Analysis of Personal Corres-
pondence

O SentiCorr é um sistema de anélise automatica de sentimento desenhado para classificar
texto proveniente de redes sociais e e-mail. O objetivo do sistema, segundo os autores, é
dar uma percecgao aos utilizadores da quantidade de texto com carécter positivo e negativo
que estes escrevem e léem no seu dia-a-dia.

12Extensdo de alvo.
3Processo de reducio de uma palavra & sua forma base ou stem.
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Para facilitar a utilizacao do sistema na classificacao de e-mails foi criado um plugin para o
Microsoft Outlook, que destaca quais as mensagens positivas e negativas. As classificagoes
efetuadas pelo SentiCorr sao armazenadas numa Base de Dados, permitindo uma posterior
andlise ao longo de dimensoes como o tempo, emissores, recetores e outras semelhantes
[48].

O sistema foi desenhado de forma modular, sendo que uma das suas propriedades é ser
multilingue, suportando atualmente Inglés e Holandés. Na classificagao é atribuida uma
de trés classes possiveis: positiva, negativa e objetiva. O processo compreende quatro
fases ilustradas na figura 3.2 e descritas de seguida.

Language L
- Short text @7 l’OS—TaJ;S
- Natural language -
= Uns truciured Opacive
Language . Subjectivity Polarity
@_' Identification POS Tagging Detection Detection

Language L Language L Language L
POSTags POS-Tags POS-Tags
Subjecive Subgective
Polarity P

Figura 3.2: Processo de classificacao do SentiCorr [48].

1. Identificagao da Lingua A detecdo de lingua é levada a cabo recorrendo ao algo-
ritmo LIGA [47].

2. Anilise Morfossintatica Neste passo é utilizado o analisador TreeTagger [40] que
possui modelos para varias linguas disponiveis publicamente.

3. Detecao de Subjetividade Para proceder a uma selecao das mensagens subjetivas
recorreu-se & ferramenta AdaBoost [18].

4. Detecao de Polaridade Finalmente é detetada a polaridade dos elementos identi-
ficados como subjetivos no ponto anterior. Neste passo foi introduzido um algo-
ritmo de detecao de polaridade a que se deu o nome de Rule Based Emission Model
(RBEM).

O RBEM baseia-se na premissa de que qualquer elemento de uma mensagem pode emitir
sentimento positivo ou negativo. Para identificar esse sentimento foram criadas regras
definidas através de oito padroes: positivo, negativo, amplificador, atenuador, inversor,
continuador e stop. A detecao de polaridade resulta da identificacdo de que padroes se
encaixam no texto a classificar, calculando posteriormente o valor final que dita qual a
classe a atribuir [46, 48].
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O sistema realiza uma classificagdo ao nivel da frase. Esta granularidade é justificada pela
suposicao de que uma frase retirada de uma rede social possui apenas um sentimento,
principalmente devido ao seu tamanho reduzido. E que no caso de existir mais que um
sentimento na mesma frase, existe sempre um que se pode considerar o predominante.

O sistema foi avaliando com textos retirados do Twitter, Facebook e Hyves'? ficando a
performance deste bastante perto dos 70%, na classificacao das trés classes [48].

3.3.2 PIRPO: An Algorithm to deal with Polarity in Portuguese Online
Reviews from the Accommodation Sector

Existem varios sites que permitem aos seus utilizadores deixar opinioes sobre hotéis, res-
taurantes e servicos semelhantes dos quais usufruiram. A utilidade desta informagao para
as empresas ligadas ao ramo é reconhecida, no entanto os custos associados ao seu tra-
tamento manual sdo deveras elevados. E neste alinhamento que surge o projeto PIRPO,
com o objetivo de criar uma ferramenta capaz de analisar automaticamente o sentimento
contido nos comentarios deixados pelos utilizadores.

cntology List of
Concepts Adjectives

1

Semantic Orientation l

Recogniser

WI Preprocessing

Sentence w Polanly

Recognised

Y

| Senti Knowledge Base |

Figura 3.3: Arquitetura geral do PIRPO [11].

Em termos de funcionamento, os comentérios a analisar sao alvo de um pré-processamento
inicial. Nesta fase sao divididos em frases e detetados aqueles que foram inseridos como
positivos e negativos. Esta ultima operacao resulta do facto de alguns sites de partilha de
opinido forcarem esta separacdo durante o processo de submissao. O sistema faz uso de
dois recursos auxiliares para realizar a classificacao, descritos de seguida [11].

Hontology Ontologia multilingue de conceitos para o dominio da hotelaria descrita por
Chaves et al. [12].

MRede social holandesa.
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Léxico de Sentimento Lista de adjetivos categorizados como positivos (1), negativos
(-1) ou neutros (0) descrita por Souza et al. [44].

O modulo principal, designado por Semantic Orientation Recognizer, procura reconhe-
cer em cada frase, sinais de sentimento para com os conceitos presentes no Hontology.
Para cada um dos conceitos encontrados, é realizada uma busca numa janela de palavras
definida em torno do conceito, procurando encontrar palavras presentes no léxico de sen-
timento. A soma dos varios indicadores de polaridade encontrados é entao normalizada,
representando o sentimento que incide sobre o conceito. O resultado da classificagao efe-
tuada é armazenado numa base de conhecimento, permitindo posterior consulta e analise.
A arquitetura do sistema ¢ ilustrada na figura 3.3.

Prec Cob F1
Conceitos P N M P N M P N M
Hotel 0.20 0.00 1.00 | 0.33 0.00 0.22|0.25 0.00 0.36
Localizacao | 0.00 0.00 0.89 | 0.00 0.00 0.24 | 0.00 0.00 0.37
Quarto 0.11  0.00 1.00 | 1.00 0.00 0.19 | 0.20 0.00 0.32
Staff 0.08 0.00 1.00|1.00 0.00 0.12|0.15 0.00 0.21
Meédia 0.10 0.00 0.97 | 0.58 0.00 0.19|0.15 0.00 0.32

Tabela 3.3: Resultados da avaliacao preliminar do PIRPO. Valores para a Precisao, Co-
bertura e Medida-F1 por classe e por conceito [11].

Na avaliacdo do sistema foram utilizadas opinides retiradas do Tripadvisor!® e do Boo-
king'®, perfazendo um total de 180 comentérios em Portugués. Este conjunto foi sujeito
a um processo de classificagdo manual que categorizou as varias opiniGes em trés classes:
positiva, negativa e mista [11]. Estas sdo as mesmas classes atribuidas pelo sistema como
resultado do seu processamento. A tabela 3.3 apresenta os resultados preliminares obtidos.

3.4 Conclusoes

A AS é uma tematica algo recente, embora os primeiros passos tenham sido dados no inicio
da década de 80, s6 nos ultimos anos esta tem merecido uma maior atencao. O crescente
interesse pela matéria surge como resultado da pressao de dois mundos: da comunidade
cientifica, pelo enorme desafio intelectual que proporciona, e do mundo empresarial, pelo
valor de saber o que os clientes realmente querem. Em paralelo, a tecnologia possui final-
mente a capacidade de concretizar ideias que ha alguns anos eram tidas como impossiveis,
promovendo o aparecimento de novos métodos.

Atualmente existem duas abordagens, consideradas como mais comuns, no desenho de
sistemas de AS: os sistemas baseados em métodos de AA e os sistemas que recorrem a
regras ou de orientagao seméantica. Foram apresentados alguns projetos que exploram

Bhttp://www.tripadvisor.com
http://www.booking.com/
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ambos os paradigmas, e que ilustram o estado atual da area.



Capitulo 4

Solucao Proposta

Neste capitulo é descrita a abordagem seguida no desenvolvimento do protétipo que per-
mitiu a recolha de resultados. E realizada uma descricao geral do funcionamento de todo
o sistema e, mais aprofundadamente, de cada um dos moédulos que o constitui.

4.1 Arquitetura Geral

O protétipo desenvolvido é composto por trés médulos principais. Cada um destes mddulos
procura responder a uma problematica do PLN de forma a atingir os resultados a que esta

dissertacao se propoe.

Analisador Morfossintatico Este moédulo é responsavel por classificar morfolégica e
sintaticamente o texto. O seu processamento é fundamental para o funcionamento
das restantes componentes.

Reconhecedor de Entidades Mencionadas Neste médulo sdo identificadas as entida-
des sobre as quais incide o sentimento. Sem esta informagao nao é possivel identificar
o objeto da opiniao.

Analisador de Sentimentos O moédulo final é responsavel por atribuir a classificacao
de sentimento, utilizando para o efeito informacao recebida dos mdédulos anteriores.

A figura 4.1 mostra uma perspectiva superficial da interagdo entre os véarios médulos que
compoem o sistema. De forma a manter uma estrutura modular e a independéncia tec-
nolégica entre as varias componentes, foi necessario escolher uma forma de comunicacao.

25
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Texto em
Lingua Analisador Reconhecedor de
Natural Morfossintatico Entidades Mencionadas

L

Classificagéo de

sentimento sobre as Analisador de
entidades Sentimento
mencionadas

Figura 4.1: Arquitetura geral do sistema.

A opcao escolhida foi a troca de mensagens no formato XML!. Nos préximos pontos sao
descritos cada um dos moédulos em detalhe e fornecidos exemplos das mensagens trocadas.

Sentiment Classification

0 Socrates tem estado horrivel, mas o Louca esta em
grande!

Classify

Socrates : negative
O [[Socrates]] tem estado homivel(-1.0)

Lougd : positive
0 [[Lougd]] esta em grande{0.10129032)

Figura 4.2: Interface simples do sistema.

Por forma a visualizar resultados de forma simples, foi criada uma pequena interface web.
Esta permite questionar o sistema de um modo mais amigédvel relativamente ao sentimento
de um texto. A figura 4.2 ilustra esta interface.

! Acrénimo para eXtensible Markup Language.
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4.2 Analisador Morfossintatico

Este componente foi tido como necessario para o desenvolvimento do sistema por se com-
preender serem relevantes as propriedades resultantes do seu processamento. Os conceitos
inerentes ao seu funcionamento ja foram enunciados no ponto 2.1.5. Descreve-se aqui o seu
propdésito no protétipo desenvolvido e a forma como opera com as restantes componentes.

4.2.1 Finalidade

A informacao recolhida por este médulo é utilizada pelos restantes componentes de varias
formas. Enumeram-se as principais de que o sistema beneficiou.

e Os substantivos sao a classe gramatical associada aos nomes. Estes podem ser co-
muns ou préprios, fornecendo uma boa indicagao de onde se encontra o sujeito de
uma frase. Estes factos s@o tidos em conta pelo médulo de REM para detetar o
objeto de opiniao.

e A existéncia de adjetivos no texto é uma forte indicacao da existéncia de subjeti-
vidade. E feito uso desta caracteristica em conjunto com a conjugacao dos verbos
para categorizar o tipo de opiniao presente.

e A sintaxe de uma frase indica-nos como estao dispostas as suas varias componentes,
permitindo assim estabelecer algumas regras relativamente & abrangéncia. A oracdo
foi uma das componentes sintaticas exploradas para isolar a influéncia de elementos
com polaridade, evitando assim a propagacao incorreta de um sentimento.

e Os advérbios, tém a capacidade de alterar ou inverter o sentimento através da sua
influéncia sobre o verbo. Esta propriedade ¢é tida em conta no médulo de AS.

De acordo com fluxo do sistema ilustrado na figura 4.1, o resultado do processamento
deste modulo alimenta o médulo de REM. Como tal, o formato de saida corresponde ao
formato de entrada do médulo seguinte.

4.2.2 Evolucao

A componente de AM passou por duas versoes distintas durante o desenvolvimento do
sistema. Para além de alteragoes no formato das mensagens a passar ao modulo seguinte,
a utilizacao de ferramentas foi também uma variante. Neste ponto descreve-se a sua
evolugao.
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AM v1.0

A primeira versao desta componente utilizou como ferramenta base o LX-Tagger, j& des-
crito no ponto 2.2.1. Esta ferramenta, na forma em que é disponibilizada, apenas realiza
uma andlise morfolégica do texto. Esta versao do componente restringe-se assim apenas
a este tipo de anélise.

1 0 Socrates tem estado horrivel, mas o Lougd estd em grande!

Listagem 3: Frase de exemplo.

1 <F ID="1">

2 <VALUE>

3 0 Socrates tem estado horrivel, mas o Lougd
4 estad em grande!

5 </VALUE>

6 <TOKENS>

7 <TOKEN TYPE="DA">0</TOKEN>

8 <TOKEN TYPE="PNM">Socrates</TOKEN>
9 <TOKEN TYPE="VAUX">tem</TOKEN>

10 <TOKEN TYPE="PPT">estado</TOKEN>
11 <TOKEN TYPE="ADJ">horrivel</TOKEN>
12 <TOKEN TYPE="PNT">,</TOKEN>

13 <TOKEN TYPE="CJ">mas</TOKEN>

14 <TOKEN TYPE="DA">o0</TOKEN>

15 <TOKEN TYPE="PNM">Loug&</TOKEN>

16 <TOKEN TYPE="V">esta</TOKEN>

17 <TOKEN TYPE="PREP">em</TOKEN>

18 <TOKEN TYPE="ADJ">grande</TOKEN>
19 <TOKEN TYPE="PNT">!</TOKEN>

20 </TOKENS>

21 </F>

Listagem 4: Resultado do processamento realizado pelo médulo de AM v1.0.

A listagem 3 representa um exemplo de uma frase a processar. O resultado do proces-
samento desta pela versao 1.0 do mdédulo encontra-se na listagem 4. Para facilitar a
compreensao torna-se necessaria uma breve descricao da estrutura resultante.

TOKENS Lista de elementos que compée a frase.

TOKEN TYPE="xx" O elemento TOKEN contém um termo da frase. Este pode conter uma
palavra ou um sinal de pontuacao. O atributo TYPE neste elemento indica qual a
classe morfoldgica da palavra de acordo com o analisador sintatico utilizado.

F ID="xx" As frases sdo delimitadas pelas etiquetas <F> e </F>. O ID da frase identifica
esta univocamente.
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VALUE Este elemento contém o texto original da frase.

AM v2.0

A segunda versdo do médulo fez uso de uma ferramenta um pouco mais complexa, o
PALAVRAS, descrito no ponto 2.2.2. Utilizando as capacidades desta ferramenta foi
possivel realizar a analise morfolégica e sintatica dos textos.

1 <F ID="1">

2 <VALUE>

3 0 Socrates tem estado horrivel, mas o Lougd
4 estad em grande!

5 </VALUE>

6 <CLAUSES>

7 <CLAUSE TYPE="FCL">

8 <GROUP_FORM TYPE="NP">

9 <TOKEN TYPE="ART">0</TOKEN>

10 <TOKEN TYPE="PROP">Socrates</TOKEN>
11 </GROUP_FORM>

12 <TOKEN TYPE="V-FIN" INFINITIVE="achar"
13 CONJUGATION="0/1/3S">tem</TOKEN>
14 <TOKEN TYPE="V-PCP">estado</TOKEN>

15 <TOKEN TYPE="ADJ">horrivel</TOKEN>

16 </CLAUSE>

17 <CLAUSE TYPE="FCL">

18 <GROUP_FORM TYPE="NP">

19 <TOKEN TYPE="ART">o0</TOKEN>

20 <TOKEN TYPE="PROP">Loug&a</TOKEN>

21 </GROUP_FORM>

22 <TOKEN TYPE="V-FIN" INFINITIVE="estar"
23 CONJUGATION="PR 3S IND">est&a</TOKEN>
24 <TOKEN TYPE="PRP">em</TOKEN>

25 <TOKEN TYPE="ADJ">grande</TOKEN>

26 </CLAUSE>

27 </CLAUSES>

28 </F>

Listagem 5: Resultado do processamento realizado pelo médulo de AM v2.0.

A listagem 5 mostra o resultado do processamento da frase contida na listagem 3 por
esta versao do médulo. Para facilitar a compreensdo sdo descritos os novos elementos
relativamente a versao anterior.

CLAUSES O elemento CLAUSES contém uma lista das oracOes encontradas na frase.

CLAUSE TYPE="FCL" O elemento CLAUSE corresponde a uma orac¢ao da frase, composta por
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sintagmas e/ou tokens. O atributo TYPE identifica o tipo da cldusula, que apenas
pode tomar o valor de FCL que corresponde & oracao finita. Existem outros tipos de
oracao que nao foram tidos em conta na implementacao do protétipo.

GROUP_FORM TYPE="NP" A etiqueta GROUP_FORM representa um sintagma. O atributo TYPE
apenas pode tomar o valor de NP. Existem outros sintagmas que nao foram tidos em
conta na implementacao, foi no entanto deixada em aberto a possibilidade da sua
inclusao no futuro.

4.3 Reconhecedor de Entidades Mencionadas

Neste ponto descreve-se uma das componentes principais do sistema desenvolvido, o médulo
de REM. Adicionalmente é mostrado o seu propésito e justificada a sua utilizacao.

4.3.1 Finalidade

Este modulo desempenha um papel de elevada importancia na AS, permitindo identificar
o objeto alvo do sentimento. Existem classificadores bastante atuais, principalmente os
orientados para microblogs, que escolhnem nao abordar a temética da detecao de entidades
[5, 20]. Ter em conta o REM, mesmo em fontes fracamente estruturadas, traz valor
acrescentado a classificacdo, permitindo inclusive corrigir erros de contextualizagao [26].

Vamos considerar como exemplo a frase contida na listagem 6. Analisando a frase sem
muito detalhe, é facil perceber que existe uma entidade (Cristiano Ronaldo) e que o sen-
timento para com esta entidade é claramente negativo (Odeio). No entanto, suponhamos
que nao era efetuado o reconhecimento da entidade, e que o autor da frase coloca esta
no contexto de um jornal desportivo. Facilmente o classificador reconhece a frase como
negativa, no entanto ird associar incorretamente este sentimento ao jornal ao invés da
entidade presente na frase.

1 Odeio o Cristiano Ronaldo!
Listagem 6: Exemplo de tweet.
Efetivamente, a identificacao de entidades em algo como os tweets nao é trivial, no entanto

é consideravel o valor acrescentado ao processo de classificagao.

4.3.2 Recursos

Durante o desenvolvimento da componente de REM foi criado um recurso adicional digno
de nota. Neste ponto é feita a descricao desse recurso e qual o propdsito da sua utilizacao.
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Catalogo de Entidades

O Catélogo de Entidades foi um recurso utilizado pelo protétipo no médulo de REM. A
sua finalidade foi simplesmente agrupar um conjunto de formas distintas de mencionar
determinada entidade. O recurso foi gerado manualmente através de uma observagao das
mencoes ja identificadas no corpus em estudo.

Evidentemente, este recurso tem uma dependéncia elevada de dominio, serve no entanto
como prova de conceito para o principal corpus analisado. A utilizacdo de um recurso
deste tipo de uma forma mais abrangente implicaria um maior nivel de completude. Seria
necessario incluir mais entidades de tipos distintos, informagao temporal que assegurasse
a validade da referéncia em determinado momento, e claro, um maior niimero de mengoes
para as entidades. A inspiracao para esta aproximacao surgiu principalmente do recurso
POWER-PT [32]. Este consiste numa ontologia que retine informagao sobre politicos,
organizagoes politicas e eleicbes mencionados nos meios de comunicacao. A simplicidade
do recurso aqui apresentado nao permite que lhe seja atribuida a categoria de ontologia,
no entanto, a finalidade pretendida é algo semelhante: Reconhecer uma entidade através
de uma mencao, seja esta uma alcunha ou apenas parte de um nome.

1 <Entity NAME="Manuela Ferreira Leite">

2 <ALVO TIPO="NOME">Manuela Ferreira Leite</ALVO>
3 <ALVO TIPO="CARGOD">Dr® Ferreira Leite</ALVO>

4 <ALVO TIPO="NOME">MFleite</ALVO>

5 <ALVO TIPO="NOME">Manuela FL</ALVO>

6 <ALVO TIPO="NOME">Ferreira Leite</ALV0>

7 <ALVO TIPO="NOME">FL</ALVO>

8 <ALVO TIPO="NOME">MFL</ALVO>

9 <ALVO TIPO="CARGO">Dr®* Manuela</ALVO>

10 <ALVO TIPO="NOME">Ministra da Educagdo</ALVO>
1 <ALVO TIPO="CARGO">Ministra das Finangas</ALVO>
12 </Entity>

Listagem 7: Exemplo extraido do SentiCorpus-PT-Entities.

A listagem 7 ilustra a informacao relativamente & entidade “Manuela Ferreira Leite”,
descrita de seguida.

Entity NAME="xx" Cada entidade tem a sua informacao contida no elemento Entity,
identificado pelas etiquetas <Entity> e </Entity>. O atributo NAME tem o valor
correspondente ao nome real da entidade.

ALVO O elemento ALVO, identificado pelas etiquetas <ALVO> e </ALVO> tem como valor
uma possivel mencao a entidade.

TIPO="xx" O atributo TIPO do elemento ALVO, identifica o tipo de mencao. Estas podem
ser NOME, CARGO, ORG, ALCUNHA, PRON ou GN_livre. Os varios tipos s@o 0s mesmos
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definidos para o SentiCorpus-PT. Este serd descrito no ponto 5.1.1.

4.3.3 Funcionamento
O funcionamento do médulo pode ser descrito em trés passos simples:

1. Receber informacao processada pelo analisador morfossintatico;

2. Identificar mencoes a entidades;

3. Retornar entidade identificada e respetivas mengoes de forma estruturada.
O processamento realizado procura adicionar o maximo de informacao 1til ao texto ori-
ginal, de forma a facilitar a classificagdo posterior realizada pelo médulo de AS. A quan-

tidade e a forma como esta informacao é adicionada evolui ao longo das varias versoes

desenvolvidas, como descrito no ponto 4.3.4.

O funcionamento geral do médulo é ilustrado pela figura 4.3.

Texto
enriquecido com . e ~
informagéo |:> |dent|f|car IS ] &) Catélogo de
Morfossintatica entidades Entidades

s

Texto com
identificacdo
das entidades

Figura 4.3: Funcionamento do médulo de REM.

4.3.4 Evolugao

O desenvolvimento da componente de REM passou por vérias etapas, fruto de uma
sequéncia de aproximagoes com o objetivo de melhorar os resultados. Neste ponto sao
descritas e justificadas as escolhas efetuadas e o modo como foram implementadas em

cada versao.

REM v1.0

A primeira versao deste médulo foi implementada tendo como principal objetivo a sim-
plicidade. Esta abordagem permitiu visualizar os primeiros resultados e perceber, através
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da sua anilise, a direcao a tomar nas versoes seguintes.

Esta primeira versao do médulo fez ja uso do recurso criado para auxiliar o processo, o
SentiCorpus-PT-Entities® descrito no ponto 4.3.2. O método compreende dois passos.

1. Para cada entidade do SentiCorpus-PT-FEntities, identificam-se ocorréncias das res-

petivas mencoes no texto.

2. Para cada entidade encontrada, a frase é duplicada com informacao relativa a enti-
dade e ao modo como é mencionada.

1 <F ID="1" ALV0="José Sécrates">

2 <ALVOS><ALVO TIPO="NOME">Socrates</ALV0O></ALV0OS>
3 <VALUE>

4 0 Socrates tem estado horrivel, mas o Lougd
5 estad em grande!

6 </VALUE>

7 <TOKENS>. . .</TOKENS>

8 </F>

9 <F ID="1" ALVO="Francisco Lougd">

10 <ALVOS><ALVO TIPO="NOME">Loug&</ALVO></ALVOS>
11 <VALUE>

12 0 Socrates tem estado horrivel, mas o Lougd
13 estd em grande!

14 </VALUE>

15 <TOKENS>. . .</TOKENS>

16 </F>

Listagem 8: Frase exemplo processada pelo médulo de REM v1.0.

A listagem 8 mostra o resultado do processamento da frase contida na listagem 4 pelo
modulo de REM v1.0. Foi omitida alguma informagao irrelevante para este ponto com o
objetivo de nao tornar a listagem demasiado extensa. Descrevem-se os novos elementos
resultantes do processamento.

ALV0="José Sécrates" O atributo ALVO da frase (F) indica qual a entidade identificada
na frase.

ALVOS O elemento ALVOS contém a lista de mengoes encontradas que levaram & identi-
ficagao da entidade na frase.

ALVO TIPO="NOME" O elemento ALVO identifica uma mencao encontrada na frase. Indica
adicionalmente o tipo de mencao através do atributo TIPO. Este assume valores de
acordo com o definido no catalogo de entidades.

2Vers#o especifica do Catélogo de Entidades utilizada para o dominio analisado nos testes.
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REM v2.0

A motivacdo para esta versdo surge duma primeira tentativa de explorar as regras de
construcao frasica para melhorar os resultados. Nesta versao foi dado o primeiro passo para
3

tentar tirar partido de duas componentes sintéticas: as oraces®, e o sintagma nominal?.

Através da utilizacao destas estruturas gramaticais tentou-se nao sé6 melhorar o REM,
como também passar a primeira nogao de contexto para o mddulo de AS. A titulo de
exemplo na listagem 9 sdo identificadas duas oracoes finitas®.

1 0 Socrates tem estado horrivel , mas o Lougd estd em grande !
2 | I = |

3 snl sn2

4 | |

5 ofl of2

Listagem 9: Frase exemplo processada pelo médulo de REM v1.0.

Em ambas as oragoes, of1 e 0of2, é possivel encontrar sintagmas nominais, snl e sn2, que
contém referéncia a uma entidade cada. Este facto é efetivamente benéfico para o que
este modulo se propoe fazer. Adicionalmente, dentro da oracdo verifica-se a existéncia
de verbos, “ter” e “estar”, que fazem a ligacao entre os sintagmas nominais e os adjeti-
vos, “horrivel” e “grande”. Esta informacao é posteriormente tida em consideracao pelo

modulo de AS.

A listagem 10 mostra o resultado do processamento realizado por esta versao.

REM v3.0

A versao 3.0 surge da necessidade de melhorar os resultados da versdao 2.0. Ao contrario
do previsto, a versdo 2.0 ndo obteve o melhor desempenho. As razdes do sucedido sao
analisadas no capitulo 5.

Nesta versao, mantendo um pouco a dire¢cdo da anterior, o foco continua a ser a estrutura
sintdtica das frases. A alteracdo passa por deixar de fora o sintagma nominal e utilizar
apenas as oragoes. Esta aproximacao é bastante mais abrangente, permitindo encontrar
entidades fora dos sintagmas nominais, que de outra forma seriam descartadas. Ainda
assim, continua a permitir relacionar de forma direta a entidade com uma possivel polari-
dade. Tendo em conta que a andlise sera feita ao nivel da oracao, a probabilidade de um
sentimento identificado ser direcionado a entidade identificada espera-se alta.

3Uma oracdo consiste em todo o conjunto linguistico que se estrutura em torno de um verbo, contendo
sujeito e predicado.

40 sintagma nominal é um grupo de palavras cujo ntcleo é constituido por um substantivo ou pronome.

5Uma oracio finita é uma oracio que contém informacdo de tempo, podendo ocorrer isolada, como
oracao principal ou subordinada. Ex: O Jodo é simpético.
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<F ID="1" ALV0="José Sécrates">
<ALVOS><ALVO TIPO="NOME">Socrates</ALV0></ALVOS>
<VALUE>
0 Socrates tem estado horrivel, mas o Lougd
estd em grande!
</VALUE>
<CLAUSES>
<CLAUSE TYPE="FCL">
<GROUP_FORM TYPE="NP" ALV0="José Sécrates">
<TOKEN TYPE="ART">0</TOKEN>
<TOKEN TYPE="PROP">Socrates</TOKEN>
</GROUP_FORM>
<TOKEN TYPE="V-FIN">tem</TOKEN>
<TOKEN TYPE="V-PCP">estado</TOKEN>
<TOKEN TYPE="ADJ">horrivel</TOKEN>
</CLAUSE>
</CLAUSES>
</F>
<F ID="1" ALVO="Francisco Lougd">
<ALVOS><ALVO TIPO="NOME">Loug&</ALVO></ALVOS>
<VALUE>
0 Socrates tem estado horrivel, mas o Lougd
estd em grande!
</VALUE>
<CLAUSES>
<CLAUSE TYPE="FCL">
<GROUP_FORM TYPE="NP" ALVO="Francisco Loug¢&d">
<TOKEN TYPE="ART">o0</TOKEN>
<TOKEN TYPE="PROP">Loug&</TOKEN>
</GROUP_FORM>
<TOKEN TYPE="V-FIN">est&</TOKEN>
<TOKEN TYPE="PRP">em</TOKEN>
<TOKEN TYPE="ADJ">grande</TOKEN>
</CLAUSE>
</CLAUSES>
</F>

Listagem 10: Frase exemplo processada pelo médulo de REM v2.0.

A listagem 11 ilustra o resultado do processamento da frase com esta versao do mdédulo
de REM.

REM v4.0

Na 1ltima versao implementada para este moédulo procurou-se melhorar os resultados

indo de encontro as funcionalidades do analisador sintatico utilizado, o PALAVRAS, ja
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<F ID="1" ALV0="José Sécrates">
<ALVOS><ALVO TIPO="NOME">Socrates</ALV0></ALVOS>
<VALUE>
0 Socrates tem estado horrivel, mas o Lougd
estd em grande!
</VALUE>
<CLAUSES>
<CLAUSE TYPE="FCL">
<TOKEN TYPE="ART">0</TOKEN>
<TOKEN TYPE="PROP">Socrates</TOKEN>
<TOKEN TYPE="V-FIN">tem</TOKEN>
<TOKEN TYPE="V-PCP">estado</TOKEN>
<TOKEN TYPE="ADJ">horrivel</TOKEN>
</CLAUSE>
</CLAUSES>
</F>
<F ID="1" ALVO="Francisco Lougd">
<ALVOS><ALVO TIPO="NOME">Loug&</ALV0O></ALVOS>
<VALUE>
0 Socrates tem estado horrivel, mas o Lougd
estd em grande!
</VALUE>
<CLAUSES>
<CLAUSE TYPE="FCL">
<TOKEN TYPE="ART">o0</TOKEN>
<TOKEN TYPE="PROP">Loug&</TOKEN>
<TOKEN TYPE="V-FIN">est&</TOKEN>
<TOKEN TYPE="PRP">em</TOKEN>
<TOKEN TYPE="ADJ">grande</TOKEN>
</CLAUSE>
</CLAUSES>
</F>

Listagem 11: Frase exemplo processada pelo médulo de REM v3.0.

mencionado no ponto 2.2.2.

Foi realizado um pré-processamento dos tweets, substituindo as mencoes a entidades iden-

tificadas pelo seu nome completo. Este passo inicial teve como objetivo facilitar a anélise

morfoldgica, permitindo um reconhecimento dos nomes proprios mais direto por parte do

PALAVRAS. Através deste método esperou-se recolher oragoes até entao nao identificadas.

A listagem 12 mostra o resultado do pré-processamento efetuado. O valor do elemento

VALUE-NER-REPLACED ¢ desta feita passado ao analisador sintatico ao invés da frase original

como anteriormente.
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1 <F ID="1">

2 <VALUE>

3 0 Socrates tem estado horrivel, mas o Lougd

4 estad em grande!

5 </VALUE>

6 <VALUE-NER-REPLACED>

7 0 José Socrates tem estado horrivel, mas o Francisco
8 Lougd esta em grande!

9 </VALUE-NER-REPLACED>

10 </F>

Listagem 12: Frase de exemplo, depois de aplicado o pré-processamento do REM v4.0.

4.4 Analisador de Sentimento

A componente de AS é efetivamente a componente mais importante de todo o modelo,
nao retirando o protagonismo das restantes, é aqui que se define qual o resultado final de
todo o sistema.

4.4.1 Finalidade

A finalidade deste mddulo consiste na identificacdo do tipo de opinidao presente relati-
vamente a entidade mencionada previamente encontrada. Para atingir o seu objetivo é

necessario que sejam satisfeitas duas premissas fundamentais:

o Existéncia de alvo

Apenas sao classificadas expressoes nas quais foram identificados alvos. Este compo-
nente utiliza assim o trabalho realizado pelo médulo de REM, procurando associar
as entidades mencionadas o sentimento respetivo.

e Subjetividade

Expressoes objectivas encontram-se regularmente isentas de sentimento ou opiniao,
este modulo procura detetar e classificar apenas conteido subjetivo.

Caso estes requisitos sejam cumpridos, procura-se atribuir uma de trés classes ao texto
em analise: positivo, negativo ou neutro.

4.4.2 Recursos

Para criar a componente de AS foram utilizados alguns recursos adicionais. Nesta seccao
sao descritos esses mesmos recursos no formato em que sdo disponibilizados, sendo também

descrito o proposito da sua utilizagao.
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SentiLex-PT

O SentiLex-PT% [43] é um léxico de sentimentos desenvolvido no ambito do projeto RE-
ACTIONT. Este j4 foi referido anteriormente, a titulo de exemplo no ponto 2.1.4, e foi o
escolhido para fazer parte do médulo de AS do protétipo desenvolvido.

O SentiLex-PT é composto por 7.014 lemas e 82.347 formas flexionadas. De forma mais
concreta é consiste em:

o 4.779 (16.863) adjetivos;

e 1.081 (1.280) nomes;

e 489 (29.504) verbos;

e 666 (34.700) expressoes idiomaticas.

As entradas que compdem o léxico foram reunidas a partir de varios léxicos e corpora®

disponiveis publicamente.

Para cada entrada os atributos relevantes sao:

e O alvo do sentimento;
e A polaridade atribuida;

e O método de atribuicao da polaridade.

A informagao de polaridade foi maioritariamente atribuida de forma manual, no entanto
alguns adjetivos tiveram a sua polaridade atribuida por uma ferramenta desenvolvida para
o efeito.

O léxico é disponibilizado em dois ficheiros no formato TXT?, o SentiLex-lem-PT02 e o
SentiLex-flex-PT02. Exemplos do conteiido de ambos os documentos sao incluidos nas
listagens 13 e 14.

SentiLex-lem-PT02 Contém informacao de polaridade sobre os lemas, sendo que cada
linha inclui:

e Lema: normalmente a forma masculina do singular para os adjetivos, a forma
singular para os nomes que flexionam em nimero e a forma infinitiva para os
verbos e expressoes idiomaticas.

Informagio disponivel em http://dmir.inesc-id.pt/project/SentiLex-PT_02_in_English.

" Retrieval, Extraction and Aggregation Computing Technology for Integrating and Organizing News.
Informacao disponivel em http://dmir.inesc-id.pt/project/Reaction.

8Plural de “corpus”.

9Ficheiro de texto.
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e Categoria gramatical: indicado através da chave PoS podendo ser-lhe atribuido
o valor de adjetivo (ADJ), nome (N), verbo (V) ou expressao idiomética (IDIOM).

e Atributos de sentimento:
— Polaridade: designada por POL e podendo ser positiva, negativa ou neutra
e assumindo os valores numéricos 1, -1 e 0, respetivamente.

— Alvo da polaridade: designado por TG a qual corresponde um nome de tipo
humano a que se atribui o valor de HUM. Adicionalmente sdo indicadas as
possiveis fungoes do alvo, funcao de sujeito (NO) e/ou complemento (N1).

— Classificacao de polaridade: referenciada pela chave ANOT, indica se a pola-
ridade foi atribuida de forma manual (MAN) ou de forma automatica (JALC).

SentiLex-flex-PT02 Para cada entrada flexionada inclui a informagao relativa ao lema

presente no SentiLex-lem-PT02. Adicionalmente, quando a categoria gramatical é
adjetivo, é dada informacao sobre o género (masculino (m) ou feminino (£)) e niimero
(singular (s) ou plural(p)). No caso em que a categoria gramatical é verbo, é incluida
informagao sobre o tempo, pessoa e nimero.

aberrag&o.PoS=N; TG=HUM:NO;POL:NO=-1; ANOT=MAN
bonito.PoS=Adj;TG=HUM:NO;POL:NO=1; ANOT=MAN
castigado;PoS=Adj; TG=HUM:NO;POL:NO=-1; ANOT=JALC
estimado.PoS=Adj; TG=HUM:NO;POL:NO=1; ANOT=JALC;REV=AMB
enganar .PoS=V; TG=HUM:NO:N1;POL:NO=-1;POL:N1=0; ANOT=MAN
engolir em seco.PoS=IDIOM;TG=HUM:NO;POL:NO=-1;ANOT=MAN

Listagem 13: Exemplo extraido do SentiLex-lem-PT02.

aberragdo,aberragdo.PoS=N;FLEX=fs; TG=HUM:NO;POL:NO=-1; ANOT=MAN
bonita,bonito.PoS=Adj;FLEX=fs; TG=HUM:NO;POL:NO=1; ANOT=MAN
bonitas,bonito.PoS=Adj;FLEX=fp; TG=HUM:NO;POL:NO=1; ANOT=MAN
bonito,bonito.PoS=Adj;FLEX=ms; TG=HUM:NO;POL:NO=1; ANOT=MAN
bonitos,bonito.PoS=Adj;FLEX=mp; TG=HUM:NO;POL:NO=1; ANOT=MAN

Listagem 14: Exemplo extraido do SentiLex-flex-PT02.

No momento da escrita desta dissertacao o léxico encontra-se na sua versao 2 e estd

disponivel mediante pedido.

O SentiLex-PT foi utilizado pelo médulo de AS desde o inicio do seu desenvolvimento,

fazendo parte integrante da estratégia escolhida para o funcionamento da componente. A

sua funcao consistiu em permitir, de uma forma simples, identificar a polaridade de uma

palavra isoladamente.

Admite-se a existéncia de algumas limitagOes na utilizacao deste recurso. Aquela que é

possivelmente a mais 6bvia, é a inexisténcia de um grau de confianca. O valor absoluto da

polaridade poderia ser substituido por um valor entre 0 e 1 para cada umas das trés classes
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utilizadas. Esta aproximacao é utilizada por outros léxicos e recursos semelhantes, como
por exemplo o SentiWordNet [17], j& mencionado anteriormente no ponto 2.1.4. Uma
outra limitacao percetivel aquando da sua utilizacdo é o reduzido nimero de entradas
que compoe, sendo bastante ficil encontrar elementos comuns para os quais nao existe
classificacao.

Dicionario de Sinénimos

Para determinar se dois termos sao ou nao sinénimos, o sistema recorre a uma rede
semantica [38, 33] externa, consultada através de um servico REST!Y que os autores dis-
ponibilizaram para este trabalho. Esta rede semantica possui aproximadamente 200.000
relagoes de sinonimia, para além de outras informagoes semanticas, como hiperonimia.
Com a utilizacao deste recurso procurou-se classificar elementos que nao encontrados no
léxico de sentimentos, minimizando uma das suas fragilidades.

4.4.3 Funcionamento

O médulo foi desenhado tendo como um dos objetivos a simplicidade, procurando amenizar
o trabalho necessario em futuras otimizagcoes.

O moédulo € alimentado com informacao processada pela componente de REM, desta forma
garantindo a existéncia de alvos para a opinidao a ser agora encontrada. Dependendo da
versao do moédulo de REM o formato varia ligeiramente, fator compreensivel tendo em
conta que o enriquecimento aumenta a medida que o médulo evoluiu. De uma forma geral
a informacao recebida é composta por 3 elementos fundamentais:

e Alvo identificado;
e Contexto que o alvo é mencionado;

e Classificagdo morfolégica dos elementos do contexto.

O contexto em que o alvo é mencionado é analisado, identificando elementos candidatos a
passar pelo processo de polarizacao. Para realizar a escolha destes elementos ¢é utilizada a
sua classificagao morfolégica previamente realizada. Os critérios utilizados nesta decisao
foram alterados ao longo das varias versoes desta componente, as alteragoes sao descritas
ao longo do ponto 4.4.4.

Depois de apurados os elementos a polarizar é iniciado o processo de atribuicao da classe
a cada um destes. Como referido anteriormente, sao utilizadas trés classes: positivo,
negativo e neutro. Numericamente, cada uma destas classes é identificada pelo valor 1,

Do acrénimo Representational State Transfer, refere-se a uma arquitetura normalmente utilizada em
sistemas distribuidos.
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-1 e 0, respetivamente. Para atribuir o valor numérico a cada elemento é utilizado um
dos recursos ja referidos, o SentiLex-PT. A cada elemento classificavel é atribuido o valor
definido no 1éxico de sentimento, preparando a fase final do processo. Devido ao facto do
léxico nao possuir classificacao para todos os elementos definidos como polarizaveis pelo
modulo, tornou-se necesséria a utilizacao de um outro recurso adicional, um dicionario de
sinénimos. Este é descrito no ponto 4.4.2 e utilizado para colmatar esta fragilidade do
SentiLex-PT.

Definidos os valores numéricos da polaridade para cada elemento polarizavel, é calculado o
valor global para polaridade do contexto. Este valor determina qual a classe a atribuir ao
conteudo e, consequentemente, o tipo de opinido que incide sobre a entidade identificada.
Na eventualidade de néo ter sido possivel identificar a polaridade de um elemento, atribui-
se a classificagdo de neutro ao mesmo. A férmula de célculo sofreu alteragoes ao longo da
evolucao do médulo, sendo que algumas tiveram um impacto fundamental na performance
de todo o sistema. Os varios métodos de cdlculo sao descritos na secgao 4.4.4 para as varias
versoes do sistema.

O funcionamento desta componente é graficamente ilustrado pela figura 4.4.

Lista de elementos do

texto e respectiva Identificagéo dos elementos
morfologia

a polarizar

Elemento no
Léxico?

Dlcionario de Recolher lista de
Sinénimos sinénimos

Identificar polaridade do elemento = Léxico de

Sentimentos

Lista de elementos
com informagéo de
polaridade

Figura 4.4: Funcionamento do médulo de AS.
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4.4.4 Evolucao

Tendo em conta tratar-se da componente que efetivamente estabelece qual veredicto no
que diz respeito a polaridade do input recebido, mereceu o maior foco em desenvolvimento
e investigacao. Nesta seccao expressam-se as varias iteragoes evolutivas pelas quais passou
o prototipo, procurando demonstrar as razoes e motivacoes que definiram o rumo tomado.

AS v1.0

A primeira versao do médulo de sentimento foi também a sua aproximagao mais simples.
Procurou-se utilizar a componente morfolégica da lingua que mais naturalmente se asso-
cia a expressao de opinidao, o adjetivo. Nao foram consideradas quaisquer propriedades
sintaticas do texto e o contetido fornecido foi abordado como atémico. Este fator criou
problemas logo a partida quando na mesma frase se encontravam varias entidades. A
listagem 15 contém um exemplo de uma frase que alimenta esta versao da componente.

1 <F ID="1" ALVO="Francisco Lougd">

2 <ALVOS><ALVO TIPO="NOME">Louga</ALVO></ALVOS>
3 <VALUE>

4 0 Socrates tem estado horrivel, mas o Lougd
5 estd em grande!

6 </VALUE>

7 <TOKENS>

8 <TOKEN TYPE="ADJ">horrivel</TOKEN>

9 <TOKEN TYPE="ADJ">grande</TOKEN>

10 </TOKENS>

11 </F>

Listagem 15: Frase de exemplo, versao 1.0 do médulo de AS.

Como ja mencionado, a aproximagcao escolhida nesta versao leva a que caso se verifique
a existéncia de varias entidades na mesma frase, a probabilidade de acerto seja minima.
Na frase contida na listagem 15 existem efetivamente duas entidades mas serd impossivel
associar a qual destas se refere o adjetivo.

Como resultado desta aproximacao o resultado da classificacdo da frase da listagem 15
serd o apresentado na listagem 16. A polaridade 0%, ou seja classificagdo de neutro,
estd incorreta resultando diretamente da inabilidade de associar um contexto em torno da
entidade por parte da versao atual do mddulo.

AS v2.0

No seguimento das falhas detetadas pela versao anterior, nomeadamente a incapacidade de
identificar o alvo a que se aplica o elemento de opinido, esta iteracao procurou solucionar
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1 <F ID="1" ALVO="Francisco Lougid" POL="0">

2 <ALVOS><ALVO TIPO="NOME">Loug&</ALVO></ALVOS>

3 <VALUE>

4 0 Socrates tem estado horrivel, mas o Lougd

5 estd em grande!

6 </VALUE>

7 <TOKENS>

8 <TOKEN TYPE="ADJ" POL="-1">horrivel</TOKEN>
9 <TOKEN TYPE="ADJ" POL="1">grande</TOKEN>

10 </TOKENS>

11 </F>

Listagem 16: Frase de exemplo, versao 1.0 do médulo de AS.

o problema recorrendo as funcoes sintaticas da lingua.

Utilizando a informagao ja recolhida no médulo de REM na sua versao 2.0, descrita no
ponto 4.3.4, foi considerado como contexto do alvo a oragdo em que este se insere.

1 <F ID="1" ALVO="Francisco Lougada">

2 <ALVOS><ALVO TIPO="NOME">Lougi</ALVO></ALVOS>
3 <VALUE>

4 0 Socrates tem estado horrivel, mas o Lougd
5 estd em grande!

6 </VALUE>

7 <CLAUSES>

8 <CLAUSE TYPE="FCL">

9 <TOKEN TYPE="ADJ">grande</TOKEN>

10 </CLAUSE>

11 </CLAUSES>

12 </F>

Listagem 17: Frase de exemplo antes de processada, versao 2.0 do médulo de AS.

Como ¢ visivel na listagem 17, esta aproximacao permitiu associar ao alvo o adjetivo que
o influéncia.

Como resultado do isolamento do contexto do alvo, o exemplo da listagem 17 é correta-
mente classificado. O resultado é visivel na listagem 18.

AS v3.0 e v4.0

As versoes 3.0 e 4.0 da componente de AS resultaram da tentativa de classificacao de frases
que nao contivessem adjetivos. Para atingir este fim procurou-se utilizar outras classes
gramaticais das quais fosse possivel extrair algum nivel de opinido. As classes eleitas foram
os nomes e os verbos.
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1 <F ID="1" ALVO="Francisco Loug&" POL="1">

2 <ALVOS><ALVO TIPO="NOME">Loug&</ALVO></ALVOS>
3 <VALUE>

4 0 Socrates tem estado horrivel, mas o Lougd
5 estd em grande!

6 </VALUE>

7 <CLAUSES>

8 <CLAUSE TYPE="FCL">

9 <TOKEN TYPE="ADJ" POL="1">grande</TOKEN>

10 </CLAUSE>

11 </CLAUSES>

12 </F>

Listagem 18: Frase de exemplo depois de processada, versao 2.0 do médulo de AS.

A capacidade de transmissdo de opinido da classe gramatical dos verbos é ja& um dado
adquirido, desta forma nao é algo de novo a sua utilizacdo na detecdo de polaridade
[28, 13]. A escolha da classe nome entendeu-se como natural, sendo do senso comum a
existéncia de nomes com conotacao negativa ou positiva.

A listagem 19 mostra alguns exemplos das classes escolhidas que fazem parte do Sentil.ex-
PT.

1 aberragdo,aberragdo.PoS=N;FLEX=fs; TG=HUM:NO;POL:NO=-1; ANOT=MAN

2 adultério,adultério.PoS=N;FLEX=ms; TG=HUM:NO;POL:NO=-1; ANOT=MAN

3 afundas,afundar-se.PoS=V;Flex=P:2s;TG=HUM:NO;POL:NO=-1; ANOT=MAN

4+ agredido,agredir.PoS=V;Flex=K;TG=HUM:NO:N1;POL:NO=-1;POL:N1=0; ANOT=MAN

Listagem 19: Exemplo extraido do SentiLex-flex-PT02.

AS v5.0

Com o objetivo de explorar mais propriedades linguisticas, na versao 5.0 procurou-se fazer
uso da negacao. A negacao é uma construcao da lingua regularmente utilizada pela sua
capacidade de alterar o sentido de uma oracao. Esta caracteristica torna-a bastante rele-
vante na classificagao de opinides [51]. Por exemplo, é percetivel que a frase 5.1 representa

uma opiniao positiva.

5.1 Eu [gosto]™ de viajar.

O elemento ” gosto “, conjugacao do verbo gostar, possui uma conotagao positiva que é facil
de identificar. No entanto se for adicionado um elemento de negacao o cenario inverte-se
como se pode verificar pela frase 5.2.
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5.2 Eu [ndo gosto]™ de viajar.

A inser¢ao do advérbio de negacao "ndo* inverte a polaridade previamente identificada
do verbo ” gosto“, tornando o sentimento do sujeito para com a objeto ”vigjar“ negativo.

Seguindo o mesmo raciocinio da inclusao dos advérbios de negagao, procurou-se utilizar
outros elementos da lingua que tenham a capacidade de alterar de alguma forma a inten-
sidade da opiniao presente na frase. Para o efeito foram utilizados alguns advérbios de
intensidade. A frase 5.3 mostra um exemplo da aplicacao deste tipo de modificadores de
polaridade.

5.3 Viajar é [bom]™ mas [muito cansativo]™~.

Aquando da detecao de um destes elementos, aplica-se uma alteragao a polaridade dos
elementos polarizaveis subsequentes dentro duma janela definida. Dependendo do tipo de
advérbio a polaridade pode ser aumentada, diminuida ou invertida. De seguida enumeram-
se os varios elementos considerados no médulo.

Advérbios de negagao
e Nao
e Nunca

e Negativamente
Locugoes adverbiais de negacgao

e De modo algum
e De jeito nenhum

e De forma nenhuma
Advérbios de intensidade

e Bastante
e Demais

e Mais

e Menos

e Muito

e Quase

e Pouco

e Demasiado

e Imenso
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Locucgoes adverbiais de intensidade ou quantidade

e Em excesso
e De todo

De muito

Por completo

Por demais

O peso que o modificador aplica foi definido sem a aplicagao de nenhum critério especial,
pelo que se admite a necessidade de alguma investigacdo adicional para identificar quais
os valores 6timos. A excecao podera ser atribuida aos elementos pertencentes ao grupo
dos advérbios de negacao, sendo aceitavel que estes realizem uma inversao de polaridade
completa.

A janela até onde a influéncia do modificador se estende é algo que também merece al-
gum estudo adicional. Nos testes efetuados foram testados vérios valores, inclusive uma

aproximacao em que esta era dinamica, mantendo-se até ao sinal de pontuacao seguinte.

AS v6.0

A evolugao para esta versao da componente nao foi muito significativa, tratando-se apenas
de uma constatacgao da influéncia das alteragoes efetuadas ao médulo de REM v4.0 descrito
no ponto 4.3.4. As melhorias resultam da maior capacidade de satisfazer as condic¢oes
necessarias para a classificacdo por parte do médulo, nomeadamente no que diz respeito
a identificacao de alvos.

AS v7.0

Nesta versao procurou-se efetuar uma distingao da importancia atribuida as varias clas-
ses gramaticais tidas como polarizaveis até ao momento - nomes, verbos e adjetivos. A
oracao 7.1 mostra um dos exemplos incorretamente classificados que fundamentam esta

aproximagao.

+
adj

7.1 Socrates [errou), ., o [necessdrio]
Os elementos relevantes para a classificacao nesta oracao sao ”errou® - conjugacao do
verbo ”errar® - e o adjetivo " necessdrio“, sendo que estes possuem polaridades inversas
de acordo com o SentiLex-PT. Considerando uma classificacdo em que a cada elemento é
atribuida a mesma importancia obtemos:

P; 1 = P(errou) + P(necessario) =0
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Em que P7; representa a polaridade da oracao 7.1 e P(z) representa a polaridade do
elemento z, sendo que = toma o valore de ” errou“ e ” necessdrio “ neste exemplo. A versao
6.0 do classificador atribui a esta oracao, incorretamente, uma polaridade com o valor
numérico de 0, que corresponde a classe neutro. Face a este cendrio procurou-se atribuir
uma importancia diferenciada aos elementos polarizaveis. Os valores numeéricos inerentes
a esta categorizacao foram alterados ao longo dos testes, nao se considerando que tenham
sido encontrados valores definitivos para o peso de cada classe. No entanto teve-se como
correta a seguinte ordem decrescente de relevancia das trés classes gramaticais utilizadas:

1. Adjetivos
2. Nomes

3. Verbos

No seguimento desta alteracao, a classificagao atribuida a oracao 7.1 pela presente versao
do classificador assume um valor diferente.

P; 1 = P(errou) + P(necessario) ~ P(necessario)

O que significa que o valor numérico que representa a polaridade da oragao é agora seme-
lhante ao da polaridade do adjetivo ” necessdrio“. Isto implica que a classe atribuida pela
nova versao do classificador é positivo, o que esté correto.

AS v8.0

A 1ltima versao implementada da componente de AS procurou amenizar as limitacoes do
léxico de sentimentos utilizado, o SentiLex-PT. Para o efeito recorreu-se a utilizacao do
recurso descrito no ponto 4.4.2. Este método permitiu polarizar elementos que nao faziam
parte do 1éxico, aumentando assim a capacidade de todo o sistema.

Para exemplificar o conceito vamos tomar como exemplo a oragao 8.1.

8.1 Socrates esteve [indiferente],
Da composicao desta oracao faz parte o adjetivo ”indiferente cuja polaridade no con-
texto é negativa. No entanto o SentilLex-PT nao inclui este elemento, tornando assim
impossivel efetuar uma classificacao correta. Numa tentativa de contornar esta situagao
recorreu-se a relacao de sinonimia entre as palavras. Através desta relagao existe a possibi-
lidade de serem encontrados novos elementos polarizados pelo 1éxico e que, pela definicao
desta relacao seméantica, mantenham uma semelhanga minima de significado. Da lista de
sinénimos classificados é atribuida ao elemento original a polaridade em maioria.
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e Desapaixonado™
e Frio™

Indolente™

Apaético™

Neste exemplo, todos os sinénimos encontrados estao presentes no léxico de sentimentos, e
todos estes se encontram classificados como negativos. Posto isto, ao adjetivo " indiferente
seria atribuida polaridade numérica de -1 e consequentemente atribuida de forma correta
a classe negativo a oragao.

Existe uma probabilidade de erro a considerar, no entanto a utilizacao deste método esta
diretamente relacionada com as limitacoes do léxico de sentimentos. O aumento de com-
pletude deste implicaria uma diminuicao da necessidade de recorrer a esta aproximacao,
diminuindo as hipotese de erro. A exploracao das relagoes seméanticas entre palavras para
construcao e enriquecimento de léxicos tem sido alvo de alguns trabalhos recentes, mos-
trando a sua viabilidade [39, 44].

4.5 Conclusoes

Em suma, a solucao desenvolvida é composta por trés moédulos independentes no seu
funcionamento, mas complementares nas suas fungoes. Isto significa que cada mdédulo
pode ser executado de forma independente sem a necessidade de conhecer o estado dos
restantes. A comunicacao entre os componentes é realizada através da troca de mensagens
no formato XML, assegurando a independéncia tecnoldgica dos interlocutores caso seja

necessario.

Existem varias questoes deixadas em aberto pela solugao apresentada, consequéncias da
complexidade da matéria abordada e do compromisso temporal assumido na realizagao
desta dissertagao. Algumas destas questoes sdo abordadas no capitulo 6, abrindo as portas

a possiveis desenvolvimentos futuros.



Capitulo 5

Avaliacao

Neste capitulo descrevem-se as varias experiéncias efetuadas durante o processo de cons-
trucao do protoétipo que ilustra esta dissertacdo. Sao enumerados os resultados obtidos
e analisados de acordo com o seu impacto no médulo em que foram introduzidos e no
sistema final.

5.1 Corpus Utilizados

Para realizar o teste e avaliacao do sistema desenvolvido foram utilizados dois corpus

anotados.

5.1.1 SentiCorpus-PT

O SentiCorpus-PT! é um corpus desenvolvido no ambito do projecto REACTION?, cons-
tituido por comentarios a noticias de foro politico. Estd totalmente em Portugués e
encontra-se anotado com informagao de sentimento e de entidades mencionadas.

O corpus resulta da compilacao de comentarios efetuados por leitores do jornal “Piblico”,
no ambito de 10 artigos noticiosos que cobriram os debates politicos que antecederam as
eleigoes legislativas de 2009, em Portugal. Os debates tiveram lugar entre o dia 2 e o dia
12 de Setembro de 2009, onde participaram os candidatos a primeiro-ministro dos cinco
partidos portugueses com maior representatividade no Parlamento [10].

nformagao disponivel em http://dmir.inesc-id.pt/project/SentiCorpus-PT_01_in_English.
?Retrieval, Extraction and Aggregation Computing Technology for Integrating and Organizing News.
Informagao disponivel em http://dmir.inesc-id.pt/project /Reaction.

49
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A colegao completa é composta por cerca de 8000 frases agrupadas em 2.795 comentarios.
Os comentérios encontram-se associados aos respetivos artigos de noticia.

A anotagao encontra-se num formato concebido especificamente para o efeito. A anotacao
de sentimento inclui varias dimensoes, tais como a polaridade do sentimento, o alvo da

opiniao, a mencao do alvo e a presenca eventual de ironia verbal.

O corpus manualmente anotado é composto por 3.888 frases com opinido, estas foram
retiradas de 1.082 comentérios dos leitores.

A listagem 20 inclui um pequeno extrato constituido por um comentario com duas frases,
adicionalmente inclui-se uma descricao do formato apresentado.

1 <COMENT ID="1398874::1">

2 <F ID="1" ALVO="José Sécrates" POL="1" INT="Literal">

3 Continuo a achar que temos <ALVO TIPO=\GN_livre">Homem</ALVO> e
4 <ALVO TIPO="CARGO">1° Ministro</ALVO>.

5 </F>

6 <F ID="2" ALVO="Paulo Portas" POL="-1" INT="Literal">

7 0 <ALVO TIPO="ALCUNHA">Paulinho das Feiras</ALVO> , como

8 sempre demagogo.

9 </F>

10 </COMENT>

Listagem 20: Exemplo extraido do SentiCorpus-PT.

COMMENT ID="xxx::xx" Cada comentério estd contido entre as etiquetas <COMMENT> e
</COMMENT>. O ID de cada comentéario consiste na identificacao do artigo noticioso
a que se refere e no identificador do utilizador. Estes sao separados pelo simbolo

)

F ID="xx" Os comentarios englobam um conjunto de uma ou mais frases. As frases sao
delimitadas pelas etiquetas <F> e </F>. O ID da frase identifica esta dentro do
comentério através da sua posicao no mesmo.

ALV0="José Sécrates" Este é um atributo da frase (F) e indica qual a entidade menci-
onada. E relativamente a esta entidade que se manifesta a opinido identificada pela
polaridade atribuida a frase. Uma frase com opiniao pode conter varios alvos. Maio-
ritariamente os alvos mencionados correspondem aos politicos que participaram nos
debates televisivos, podem no entanto ser referenciadas outras entidades medidticas

relevantes para o contexto.

POL="1" O atributo POL define a polaridade da frase (F) relativamente ao alvo menci-
onado e identificado pelo atributo ALVO. A polaridade e intensidade da opiniao é
representada através de um valor numérico, que pode ir desde -2 (o valor nega-
tivo mais intenso) até ao 2 (o valor positivo mais intenso). As opinides neutras sao
classificadas com 0.
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INT="Literal" O atributo INT identifica qual a interpretagdo da frase (F), esta pode
ser literal (Literal), ou irénica (Irénico), sempre que apresente um significado
diferente daquele que deriva da interpretacao literal do texto.

ALVO TIPO="ALCUNHA" O elemento alvo identifica a menc¢ao a uma entidade na frase (F).
As categorias sintatico-semanticas identificadas sao:

e NOME: Nome proprio ou acrénimo, estes podem ser precedidos de um nome de
titulo ou de cargo;

e CARGO: Um nome ou expressao que remeta para um cargo ou posicao profissio-
nal;

e ORG: O nome de uma organizagao;
e ALCUNHA: Uma alcunha;
e PRON: Um pronome;

e GN_livre: Um grupo nominal livre cuja referéncia pode ser interpretada ao
nivel da frase ou do comentario, apds resolucao anaférica e de correferéncia.

Adaptacao

Para adaptar o SentiCorpus-PT ao modelo pretendido e facilitar o processo de avaliagao
dos resultados, foram realizadas algumas adaptacoes ao formato original do corpus.

O mesmo excerto apresentado na listagem 20 referente ao ponto 5.1.1 assume agora a nova
forma apresentada na listagem 21. A este novo formato deu-se o nome de SentiCorpus-
PT-gold.

As principais alteracoes realizadas foram:

CORPUS Todo o corpus é delimitado pelo elemento CORPUS através das suas respetivas
etiquetas, <CORPUS> e </CORPUS>.

COMENT ID O identificador dos comentarios (COMMENT) foi alterado para uma numeragao
sequencial. Esta alteracao facilita a identificagao dos elementos enquanto continua
a identificar univocamente um comentario.

ALVOS Foi incluido um novo elemento, ALVOS, este utiliza as etiquetas <ALVOS> e </ALV0S>.
O seu propésito é agregar as mengoes a uma entidade ocorridas na frase (F).

ALVO O elemento ALVO, delimitado pelas etiquetas <ALVOS> e </ALVOS>, tem como propésito
identificar uma mencao a uma entidade ocorrida na frase (F).

VALUE O texto original da frase encontra-se rodeado pelas etiquetas <VALUE> e </VALUE>
dentro do elemento da frase (F).
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1 <CORPUS>

2 <COMENT ID="1">

3 <F ID="1" ALVO="José Sécrates" POL="1" INT="Literal">

4 <ALVOS>

5 <ALVO TIPO="GN_livre">Homem</ALV0O>

6 <ALVO TIPO="CARGO">1° Ministro</ALVO>

7 </ALVOS>

8 <VALUE>Continuo a achar que temos Homem e 1° Ministro.</VALUE>
9 </F>

10 <F ID="2" ALVO="Paulo Portas" POL="-1" INT="Literal">

11 <ALVOS>

12 <ALVO TIPO="ALCUNHA">Paulinho das Feiras</ALVO>

13 </ALVOS>

14 <VALUE>0 Paulinho das Feiras, como sempre demagogo.</VALUE>
15 </F>

16 </COMENT>
17 </CORPUS>

Listagem 21: Exemplo extraido do SentiCorpus-PT-gold.

Foi também criado um recurso que derivou do SentiCorpus-PT-gold. Este consiste numa
versao nao classificada do corpus a que se deu o nome de SentiCorpus-PT-clean. Este
recurso ¢ ilustrado pela listagem 22.

1 <CORPUS>

2 <COMENT ID="1">

3 <F ID="1" POL="0">

4 <VALUE>Continuo a achar que temos Homem e 1° Ministro.</VALUE>
5 </F>

6 <F ID="2" POL="0">

7 <VALUE>0 Paulinho das Feiras, como sempre demagogo.</VALUE>

8 </F>

9 </COMENT>

10 </CORPUS>

Listagem 22: Exemplo extraido do SentiCorpus-PT-clean.

O SentiCorpus-PT-clean foi utilizado como input para o protétipo do classificador de-
senvolvido. A avaliagdo da classificacao foi efetuada recorrendo a comparacdo com o
SentiCorpus-PT-gold.
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5.1.2 SentiTuites-PT

O SentiTuites-PT? foi, a semelhanca do SentiCorpus-PT, um recurso desenvolvido no
ambito do projecto REACTION?. O corpus é composto por 30.470 tweets colocadas por
utilizadores portugueses durante campanha para as elei¢coes legislativas portuguesas de
2011. A criagao deste corpus teve como objetivo recolher opinides sobre os lideres politicos
dos principais partidos durante as elei¢oes:

e Pedro Passos Coelho (ppcoelho)

e José Sécrates (jsocrates)

Paulo Portas (pportas)

Jerénimo Sousa (jsousa)

Francisco Louca (flouca)

Os tweets foram recolhidos entre 29 de Abril de 2011 e 3 de Junho de 2011. Um subcon-
junto destas foi manualmente anotado relativamente ao sentimento para com o candidato
mencionado. Os restantes tweets foram classificados automaticamente recorrendo a regras
lexicais e sintaticas, utilizando um léxico de sentimentos e pistas para identificacao de iro-
nia e sarcasmo. A escala de polaridade compreende os valores 1, -1 e 0 que correspondem
a sentimento positivo, negativo e neutro, respetivamente.

O corpus ¢ disponibilizado em trés ficheiros no formato CSV®, utilizando como separador
o simbolo “|”. As listagens 23, 24 e 25 ilustram o formato desde recurso.

SentiTuites-tweets-01 Conjunto de tweets sem anotacao de polaridade.

1 2011-04-29\2011-04-30|64369891096010752|20884910|floucal|francisco lougd
> 2011-06-02\2011-06-03|76370335771009024 | 34091495 | ppcoelho|passos coelho

Listagem 23: Exemplo extraido do SentiTuites-PT. Ficheiro SentiTuites-tweets-01.csv

2011-04-29\2011-04-30: Data em que foi recolhida;
64369891096010752: Identificador do tweet;
20884910: Identificador do utilizador que submeteu;

flouca: Alvo do sentimento;

e francisco lougd: Modo como é mencionado;

SentiTuites-sentiment-01 Conjunto de tweets com anotacao de polaridade atribuida

automaticamente.

3Informacdo disponivel em http://dmir.inesc-id.pt/project/SentiCorpus-PT_01_in_English.

“Retrieval, Extraction and Aggregation Computing Technology for Integrating and Organizing News.
Informacao disponivel em http://dmir.inesc-id.pt/project/Reaction.

5Do Inglés Comma-Separated Values, valores separados por virgulas.
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1 2011-04-29\2011-04-30|64369891096010752|0
> 2011-04-29\2011-04-30164063070917492736| -1

Listagem 24: Exemplo extraido do SentiTuites-PT. Ficheiro SentiTuites-sentiment-01.csv

e Data em que foi recolhida;
e Identificador do tweet;

e Polaridade atribuida automaticamente;

SentiTuites-goldstandard-01 Conjunto de tweets com anotagao de polaridade atribuida
manualmente.

1 2011-05-17\2011-05-18|70601086792245249 | -1
> 2011-05-17\2011-05-18|70600777852403712|1

Listagem 25: Exemplo extraido do SentiTuites-PT. Ficheiro SentiTuites-goldstandard-
0l.csv

e Data em que foi recolhida;
e Identificador do tweet;

e Polaridade atribuida manualmente;

Adaptacao

De forma a tornar possivel a utilizacao do SentiTuites-PT foi necessério proceder a algumas
alteracgoes do seu formato original. Para além das alteracoes a nivel de formato, foi também
cruzada informacao dos varios recursos que compoem O COrpus.

Foi criado o recurso SentiTuites-PT-gold ilustrado pela listagem 26. O formato deste é
semelhante ao formato do SentiCorpus-PT-gold previamente abordado no ponto 5.1.1 e
ilustrado na Listagem 21.

Para obter o SentiTuites-gold foi necessario assumir alguns compromissos. Inicialmente
foi necessario recolher o texto dos tweets que compunham o SentiTuites-goldstandard-01,
sendo que alguns destes j4 nao se encontravam disponiveis. Dos tweets recolhidos foram
utilizados todos aqueles que se encontravam referenciadas no SentiTuites-tweets-01. Deste
modo foi possivel obter informacao relativamente as entidades mencionadas. De todos os
tweets nestas condigoes foi utilizado um subconjunto, com os casos que possuiam apenas
uma entidade mencionada identificada. A razao para esta limitacao deve-se ao facto de ndo
existir referéncia a que excerto da frase se refere a cada entidade. Este fator dificultaria o
processo de avaliagao e como tal optou-se por limitar a priori.

Tal como sucedeu com o SentiCorpus-PT, foi também criado um recurso a partir do
SentiTuites-PT-gold, o SentiTuites-PT-clean ilustrado na listagem 27.
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CORPUS UTILIZADOS

<CORPUS>
<COMENT ID="1">
<F ID="1" ALVO="Francisco Lougd" POL="1">
<VALUE>Pode dizer-se tudo sobre Loucd mas ndo foi ele que levou
o pais a bancarrota.</VALUE>
</F>
<F ID="2" ALVO="Francisco Loug¢d" POL="-1">
<VALUE>Eu votaria em Loucd se s6 o ouvisse 20 segundos em cada 3
minutos.</VALUE>
</F>
</COMENT>
</CORPUS>

Listagem 26: Exemplo extraido do SentiTuites-PT-gold.

<CORPUS>
<COMENT ID="1">
<F ID="1" POL="0">
<VALUE>Pode dizer-se tudo sobre Loucd mas ndo foi ele que levou
o pais a bancarrota.</VALUE>
</F>
<F ID="2" POL="0">
<VALUE>Eu votaria em Loucd se s6 o ouvisse 20 segundos em cada 3
minutos.</VALUE>
</F>
</COMENT>
</CORPUS>

Listagem 27: Exemplo extraido do SentiTuites-PT-clean.
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O SentiTuites-PT-clean foi fornecido como input ao protétipo do classificador desenvol-
vido. O resultado da classificagao foi avaliado através da comparacao com o SentiTuites-
PT-gold.

5.2 Meétricas

Para proceder a uma avaliacao de desempenho do modelo implementado foi necessario
selecionar algumas métricas para o efeito. De forma a facilitar a comparagao com outros
estudos, foram escolhidas as métricas consideradas mais comuns na avaliacao de tarefas
de classificagao. Os resultados sao assim apresentados recorrendo a Tabelas de Confusao
e através do calculo dos valores referentes a Precisdao, Cobertura e Medida-F ©.

5.2.1 Tabelas de Confusao

A Tabela de Confusio é uma tabela 2 x 2, que permite ilustrar de uma forma simples os
resultados de um algoritmo ou sistema numa classificacado a duas classes. Neste cenério,
com a existéncia de duas classes, a tabela de confusao pode também ser denominada
de tabela de contingéncia. As duas classes podem ser abordadas como apenas uma, a
classe e a sua negacdo. A utilizagdo desta tabela permite nao s6 quantificar elementos
incorretamente classificados como também dar uma perspetiva de qual poderd ser a origem
do erro.

‘ Correto Nao Correto
Selecionado VP FP
Nao Selecionado FN VN

Tabela 5.1: Tabela de Confusao.

Uma Tabela de Confusao, como a ilustrada pela Tabela 5.1, permite-nos observar os valores
relativos aos Verdadeiros Positivos (VP), Falsos Positivos (FP), Falsos Negativos (FN) e
Verdadeiros Negativos (VN). Estes valores tém o seguinte significado:

Verdadeiros Positivos O nimero de elementos da classe analisada que foram correta-
mente identificados;

Falsos Positivos O nuimero de elementos identificados incorretamente como pertencente

a classe analisada;

Falsos Negativos O nimero de elementos nao identificados como pertencentes a classe
analisada mas que pertencem efetivamente a esta;

Verdadeiros Negativos O ntmero de elementos que foram corretamente identificados
como nao pertencentes a classe analisada.

5Do Inglés F-measure.
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Estes valores permitem avaliar superficialmente a precisao da classificacao, podem adicio-
nalmente servir de base para o cédlculo de outras métricas qualitativas.

5.2.2 Precisao

A Precisao é uma das métricas que classifica a qualidade da classificacao efetuada. Esta
métrica representa o balanco entre a quantidade de elementos corretamente identificados
e todos os elementos identificados como pertencentes a uma classe. O seu calculo pode ser
efetuado através dos valores que compoem a Tabela de Confusao.

VP

precis&o = m

Ao avaliar um sistema apenas pela sua Precisdo é possivel ser-se iludido quanto ao seu
desempenho. Um valor de 1.0 (100%) nesta métrica significa que todos os elementos
classificados como pertencentes a uma classe pertencem efetivamente a esta. No entanto
nada nos indica relativamente aos elementos que deveriam ter sido identificados e nao o
foram.

5.2.3 Cobertura

A Cobertura é uma métrica que permite, tal como a Precisdo, avaliar a qualidade de um
classificador. O objetivo da Cobertura é quantificar os elementos que deveriam ter sido
identificados como pertencentes a uma classe e nao o foram. Deste modo a Cobertura
permite reconhecer informacgao que foi perdida pelo classificador, esta informacao é com-
pletamente invisivel para a Precisao, o que leva a que normalmente sejam utilizadas em
conjunto, como complementares.

VP
VP+ FN

cobertura =

5.2.4 Medida-F

A Medida-F surge da necessidade de obter um valor inico representativo da qualidade do
sistema analisado. Esta métrica resulta assim na combinacao das duas métricas anterior-
mente mencionadas, a Precisao e a Cobertura, de modo a obter um valor médio.

precisao x cobertura

Fz=(1 2y x
p=(1+5) (B2 x precisao) + cobertura

O parametro 3 presente na férmula permite atribuir um peso maior a Precisdo ou & Co-
bertura. O valor deste deve ser escolhido de acordo com a finalidade do sistema analisado,
tendo em conta qual das métricas é mais importante na avaliacao.
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Com valores de § entre 0 < 8 < 1 é atribuido um maior peso a Precisao, sendo que esse
peso acentua-se quao mais proximo de 0 é o valor de 5. Se for atribuido a § o valor de 0
entdo a importancia da Cobertura serd nula e o valor da Medida-F serd baseado apenas
na Precisao.

Fy = precisao

Para valores de 8 > 1, a Cobertura tera maior peso, sendo que quando o valor atribuido
a [ tender para +o0o o valor da Medida-F sera influenciada apenas pela Cobertura.

Blim Fg = cobertura
— 400

Se 8 =1, as medidas da Precisdo e Cobertura tém o mesmo peso. A este caso particular
dé-se o nome de Medida-F17 e o seu calculo torna-se semelhante ao da Média Harménica®
entre dois valores. Este é o valor de 3 utilizado na avaliacao de resultados nesta dissertacao.

A férmula da Medida-F neste cendrio assume um aspeto simplificado.

9 precisao X cobertura
1=2X —
precisao + cobertura

5.3 Resultados

Nesta seccao sao apresentados os resultados obtidos pelo sistema no processamento dos
corpus descritos no ponto 5.1. Cada componente é analisada em separado, terminando
com uma avaliacao global do sistema. Os resultados sao incluidos recorrendo a tabelas
devidamente contextualizadas ao longo do texto.

5.3.1 Reconhecimento de Entidades Mencionadas

O REM nao foi o principal foco desta dissertagao, ainda assim, as alteragoes feitas a este
modulo tiveram um impacto significativo no sistema de AS.

Foram realizados testes com as varias versoes deste componente descritas no ponto 4.3.4 em
dois corpus distintos. Para cada uma das versoes sao indicados e analisados os resultados.

SentiCorpus-PT

Os recursos SentiCorpus-PT-gold e SentiCorpus-PT-clean, ja mencionados no ponto 5.1.1,
foram utilizados na avaliacao das varias versoes deste modulo. O SentiCorpus-PT-gold é
constituido por um total de 2416 frases, onde se encontram identificadas 3867 entidades.

"Do Inglés F1-measure.
8Um tipo de média apropriada quando o pretendido é uma média entre percentagens.
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A avaliacao foi efetuada através da comparacao do SentiCorpus-PT-gold com o resultado
do processamento do SentiCorpus-PT-clean pelo médulo de REM. Foram recolhidos os
valores referentes as métricas mencionadas no ponto 5.2, podendo ser consultadas na tabela

=

5.2.

REM v1.0 A aproximacao mais simples deste médulo permitiu reconhecer 1512 enti-
dades em 1005 frases. Uma das limitagdes mais 6bvias deste método é de facto a sua
dependéncia do catdlogo de mencoes a entidades. A falta de qualquer tipo de inferéncia
relativamente a pronomes pessoais leva a que nao sejam identificadas entidades num con-
texto composto por varias frases.

Com esta abordagem obteve-se uma Medida-F1 de 0.514. Salienta-se ainda assim a alta
Precisao de 0.914, de onde se pode concluir que das entidades identificadas a esmagadora
maioria destas estava correta.

REM v2.0 Ao contrario do inicialmente expectado, a utilizacdo do sintagma nominal
devolveu resultados algo desanimadores. Foram identificadas 473 entidades em 335 frases.
A Medida-F foi de 0.207, embora se tenha verificado um aumento da Precisao a Cobertura
desceu drasticamente com esta aproximacao.

1 SOCRATES 20 - PORTAS 0.
Listagem 28: Exemplo de frase extraida do SentiCorpus-PT-clean.

As razoes que levaram aos resultados obtidos estao principalmente relacionadas com a na-
tureza do corpus. A estrutura gramatical apresentada pelo texto desrespeita regularmente
as regras sintaticas inerentes a lingua, complicando a andlise. Mesmo quando a estrutura
se encontra sintaticamente correta, é extremamente simplista, nao sendo composta por
oracoes. A listagem 28 ilustra um exemplo de uma frase do corpus na qual nao é possivel
identificar uma oracgao.

Devido aos fracos resultados e por se considerar que uma correcao sintatica automatizada
do texto seria demasiado dispendiosa, esta aproximacao foi deixada de lado, nao chegando
a ser utilizada pelo médulo de AS.

‘ VP FP FN | Prec Cob F1
REM v1.0 | 1382 130 2485 | 0.914 0.357 0.514
REM v2.0 | 450 23 3417 | 0.951 0.116 0.207
REM v3.0 | 1057 66 2810 | 0.941 0.273 0.424
REM v4.0 | 1095 69 2772 | 0.941 0.283 0.435

Tabela 5.2: Avaliacdo das varias versoes do modulo de REM aplicado ao SentiCorpus-
PT-clean. Valores para a Tabela de Confusao (VP, FP e FN) e valores para a Precisao,
Cobertura e Medida-F1.
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REM v3.0 Nesta versao foram identificadas 1123 entidades em 1005 frases. Um resul-
tado melhor do que o obtido ao recorrer especificamente ao sintagma nominal. A maior
abrangéncia, fornecida pelo facto de toda a oracao ser considerada para a procura de
entidades, permitiu duplicar o niimero de entidades encontradas.

Esta versao do médulo de REM obteve uma Medida-F1 de 0.424, a Precisdao aumentou
ligeiramente mas o grande impulso face a versao anterior vem do aumento da Cobertura,
de 0.116 para 0.273. Embora os resultados desta versao tenham melhorado, ainda sao
inferiores aos obtidos na versao inicial do médulo. A principal justificacdo para os FN
continua a ser a estrutura sintatica simples e por vezes deficiente das frases do corpus.

REM v4.0 A dltima versdo implementada do médulo de REM obteve uma Medida-F1
de 0.435 no SentiCorpus-PT. O pré-processamento aplicado permitiu subir para 761 o
numero de frases identificadas com entidade, nas quais foram assinaladas 1164 entidades.
A Precisao manteve-se inalterada em relacdo a versao anterior. A subida ocorreu na
Cobertura, passando de 0.273 para 0.283.

Esperava-se uma melhoria mais significativa nos resultados. Ainda assim foram recupera-
das entidades até agora nao identificadas, fundamentando a aproximacao tomada.

Conclusoes Os resultados finais do médulo no SentiCorpus-PT ficaram um pouco aquém
do inicialmente esperado devido a alguns fatores chave. Em primeiro lugar, a limitacao
ja assumida do catalogo de entidades. A quantidade reduzida de informacao que compoe
este recurso condicionou bastante a evolucao do moédulo. Por outro lado, a forma como
as entidades fora do dominio do corpus estao anotadas influencia, de forma bastante ne-
gativa, os resultados. Casos como o ilustrado pela listagem 29 nao puderam ser detetados

através da aproximagao seguida.

1 <F ID="4" ALVO="QOutra Entidade" POL="0O" INT="Literal">
2 <ALVOS>

3 <ALVO TIPO="NOME">Guteres</ALVO>

4 </ALVOS>

5 <VALUE>E a vida, como diria o Guteres.</VALUE>

6 </F>

Listagem 29: Frase do SentiCorpus-PT-gold com entidade anotada como “Outra Enti-
dade”.
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SentiTuites-PT

A inclusdo do SentiTuites-PT na avaliacio foi vista como necessédria de forma a permitir
despistar o possivel overfitting” do protétipo relativamente ao SentiCorpus-PT.

O SentiTuites-PT-gold é composto por um total de 5734 frases e igual nimero de enti-
dades, consequéncia das condic¢oes de criagdo do recurso ja mencionadas ponto 5.1.2. As
restrigoes aplicadas ao corpus para criar o SentiTuites-PT-clean implicam alguma perda
de significancia dos valores obtidos neste corpus para outras versoes, como tal apenas se
verificou util avaliar a 1ltima versao do médulo neste corpus. Tal como aconteceu com o
SentiCorpus-PT, a avaliacao foi efetuada através da comparacao do SentiTuites-PT-gold
com o resultado do processamento do SentiTuites-PT-clean. Os valores obtidos podem ser
consultados na tabela 5.3.

‘VP FP FN ‘Prec Cob F1
REM v4.0 [ 3720 227 2014 | 0.942 0.649 0.769

Tabela 5.3: Avaliagdo da versdo final do médulo de REM aplicado ao SentiTuites-PT-
clean. Valores para a Tabela de Confusao (VP, FP e FN) e valores para a Precisao,
Cobertura e Medida-F1.

REM v4.0 A semelhanga contextual entre o SentiCorpus-PT e o SentiTuites-PT per-
mitiu a utilizacao do catdlogo de entidades sem alteracoes, sendo que os resultados foram
bastante mais elevados neste dltimo.

A ultima versdo implementada do médulo identificou 3947 entidades em 3751 frases. O
valor da Medida-F1 foi de 0.769, bastante superior a obtida no SentiCorpus-PT que se
ficou por 0.435. A principal razao para esta diferenca de valores entre os corpus deve-se as
condicdes de criagao do SentiTuites-PT-clean. Este nao inclui tweets como a identificada
pela listagem 29, presentes no SentiCorpus-PT-clean. O facto de apenas existir mencao a
uma entidade em cada frase simplifica também o processo de identificacao.

Conclusoes As condigoes de criacao do SentiTuites-PT-clean nao permitem uma com-
paracao completamente justa entre os resultados de ambos os corpus. Servem no entanto
para demonstrar que nao foram criados casos especificos com vista a beneficiar os resul-
tados obtidos no SentiCorpus-PT.

5.3.2 Analise de Sentimento

Neste ponto sao analisados os resultados obtidos pelas varias versoes da componente. A
semelhanca do que sucedeu com o médulo de REM, foram recolhidos os resultados em

9 Adaptacio excessiva das regras utilizadas a um corpus de teste, levando a que a performance do sistema
nesse corpus seja inflacionada e ndo se reflita em novas situagoes.
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dois corpus distintos. Estes ja foram descritos no ponto 5.1.

SentiCorpus-PT

De forma a realizar uma avaliacao isolada ao médulo de AS e com o objetivo de quantificar
a evolugao das vérias versoes, foi considerado um conjunto mais restrito do corpus. Este
subconjunto, composto apenas pelas entradas para as quais a entidade foi corretamente
identificada, é analisado pelo médulo de AS e os resultados comparados com os valores
corretos correspondentes.

‘ Versoes AS ‘Frases c/ Entidade Opinices | Pos Neg Neut

REM v1.0 1.0 931 1382 394 796 192
REM v3.0 | 2.0/3.0/4.0/5.0 696 1057 286 612 159
REM v4.0 6.0/7.0/8.0 724 1095 299 625 171

Tabela 5.4: Dados relativos aos subconjuntos do SentiCorpus-PT-clean utilizados no
calculo das métricas de avaliagao para o médulo de AS.

Na tabela 5.4 constam os ntimeros relativos aos subconjuntos do corpus utilizados nesta
avaliacao. Sao indicadas as versdes da componente de REM da qual resultou e as versoes
do médulo de AS em que foram aplicadas. Adicionalmente sao indicados os valores corretos

de frases com entidade e o ntimero de opinices total e por classe.

Pos Neg Neut
v FP FN|VP FP FN|VP FP FN
ASwv1.0| 75 110 319|133 57 663 | 151 856 41
ASv2.0| 60 78 226|102 49 510|122 651 37
ASv3.0| 75 102 211|154 66 458 | 110 556 49
AS v4.0 | 107 130 179 | 166 77 446 | 98 487 61
AS v5.0 | 109 120 177 | 175 77 437 | 98 486 61
AS v6.0 | 104 125 195|176 78 449 | 107 513 64
AS v7.0 | 118 159 181|201 8 424 | 93 445 78
AS v8.0 | 133 256 166 | 332 210 293 | 27 137 144

Tabela 5.5: Avaliagao das vérias versoes do mddulo de classificagdo de sentimento aplicado
ao SentiCorpus-PT-clean. Valores da Tabela de Confusao por classe.

Os valores obtidos na avaliacao, discriminados por classe, podem ser visualizados nas
tabela 5.5 ¢ 5.6. Uma visao mais global do desempenho do médulo é mostrado pela tabela
5.7. Nesta ultima sao incluidos os valores correspondentes a tabela de confusao do acerto
global.

AS v1.0 A primeira versao do médulo de AS classificou corretamente 359 opinioes das
1382 existentes. A simplicidade desta primeira abordagem ficou vulneravel a inexisténcia
de adjetivos no texto analisado, algo que ja era espectavel.
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Pos Neg Neut

Prec  Cob F1 Prec  Cob F1 Prec  Cob F1

AS v1.0 | 0.405 0.190 0.259 | 0.700 0.167 0.270 | 0.150 0.786 0.252
AS v2.0 | 0.435 0.210 0.283 | 0.675 0.167 0.267 | 0.158 0.767 0.262
AS v3.0 | 0.424 0.262 0.324 | 0.700 0.252 0.370 | 0.165 0.692 0.267
AS v4.0 | 0.451 0.374 0.409 | 0.683 0.271 0.388 | 0.168 0.616 0.263
AS v5.0 | 0476 0.381 0.423 | 0.694 0.286 0.405 | 0.168 0.616 0.264
AS v6.0 | 0.454 0.348 0.394 | 0.693 0.282 0.400 | 0.173 0.626 0.271
AS v7.0 | 0.426 0.395 0.410 | 0.703 0.322 0.441 | 0.173 0.544 0.262
AS v8.0 | 0.342 0.445 0.387 | 0.613 0.531 0.569 | 0.165 0.158 0.161

Tabela 5.6: Avaliagdo das vérias versdes do médulo de classificagdo de sentimento aplicado
ao SentiCorpus-PT-clean. Valores por classe para a Precisao, Cobertura e Medida-F1.

VP FP FN | Prec Cob F1

AS v1.0 | 359 1023 1023 | 0.260 0.260 0.260
AS v2.0 | 284 778 773 | 0.267 0.269 0.268
AS v3.0 | 339 724 718 | 0.319 0.321 0.320
AS v4.0 | 371 694 686 | 0.348 0.351 0.350
AS v5.0 | 382 683 675 | 0.359 0.361 0.360
AS v6.0 | 387 716 708 | 0.351 0.353 0.352
AS v7.0 | 412 689 683 | 0.374 0.376 0.375
AS v8.0 | 492 603 603 | 0.449 0.449 0.449

Tabela 5.7: Avaliagao das vérias versoes do médulo de classificagdo de sentimento aplicado
ao SentiCorpus-PT-clean. Valores totais para a Tabela de Confusao, Precisao, Cobertura
e Medida-F1.

A classe negativo foi a que obteve a maior Precisdo, em contraste com a classe neutro
que obteve a pior. E de salientar no entanto a discrepancia entre os valores presentes no
corpus para cada uma das classes. A Medida-F1 para esta versao fixou-se em 0.26.

AS v2.0 Esta versao foi a primeira a fazer uso da versao 3.0 da componente de REM.
Como consequéncia desta alteragao foi introduzida uma maior nocao de contexto na as-
sociacao do sentimento ao respetivo alvo. Recorda-se que no moédulo de REM v3.0 foi
explorado o conceito de oracao. Este fator nao se traduziu no entanto numa melhoria sig-
nificativa dos resultados. Ocorreu um aumento no acerto relativamente as classes positivo
e neutro mas uma descida no que diz respeito a classe negativo.

A recente limitacdo de contexto permitiu efetivamente melhorar a associacdo do senti-
mento ao alvo, mas o facto de apenas se considerarem adjetivos contidos nas oragoes
deixa alguns elementos desta classe gramatical em situagao inclassificavel. Alguma res-
ponsabilidade atribui-se ao facto de ser um corpus composto por tweets, resultando numa
probabilidade elevada de ma construgao frasica e consequente inclusao de adjetivos em
locais sintaticamente incorretos.
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AS v3.0 A versao 3.0 obteve uma melhoria de desempenho consideravel, subindo de
0.268 para 0.320 na Medida-F1 da avaliacao global. Esta subida é uma consequéncia
direta da consideragao de um novo elemento como polarizavel: a classe gramatical nome.
A principal razao desta subida esta relacionada com o aumento geral da cobertura, mais
significativo nas classes positivo e negativo. Esta situacdo era esperada tendo em conta
que esta alteracao tornou possivel classificar frases que até aqui nao possuiam elementos
considerados polarizaveis.

AS v4.0 Um pouco a semelhanca do que aconteceu na versao anterior, a versao 4.0
desta componente considerou a polaridade de uma terceira classe gramatical: o verbo.
Esta alteracao elevou, mais uma vez, a Cobertura de uma forma geral, embora com o
registo de uma pequena descida para a classe neutro. Paralelamente ocorreu um aumento
significativo da Precisao para a classe positivo. Estes resultados elevaram a Medida-F1
global para 0.350, demonstrando efetivamente a existéncia de informacao valida sobre
sentimento associada a esta classe gramatical.

AS v5.0 A versdo 5.0 da componente conseguiu uma pequena melhoria na Medida-F1
global, subindo para 0.360. Embora nao muito expressiva, a alteracao conseguiu ter um
impacto positivo em todas as classes. Este resultado demonstra o efeito corretivo da
alteracao, de certa forma ja esperado, confirmando assim o peso da negacao na lingua. O
impacto dos restantes modificadores de intensidade do sentimento foi positivo, um pouco
menos expressivo que o causado pela inclusao da negagao mas ainda assim claramente
benéfico.

AS v6.0 Nesta versao nao foram realizadas alteragoes diretas ao mdédulo de AS. A
diferenca nos resultados é causada principalmente pelo aumento do niimero de frases con-
sideradas na avaliacao, consequéncia das alteragoes ao médulo de REM. Este crescimento
da amostra considerada na avaliagao levou a inclusao de novos casos, muitos dos quais
nao foram corretamente classificados, refletindo-se num impacto negativo nas métricas de
acerto. Por outro lado, o pré-processamento realizado ao texto inicial levou a que a classe
gramatical identificada pelo médulo de AM se alterasse em alguns casos, modificando a
avaliagao subsequente efetuada pela componente de AS.

AS v7.0 A versao 7.0 do médulo de AS procurou atribuir uma importancia diferente
a cada classe gramatical considerada polarizavel. Esta alteracao permitiu classificar cor-
retamente casos em que, pela inclusao de uma maior quantidade de nomes ou verbos na
frase, a polaridade do sentimento era incorretamente detetada.

Como j4 referido aquando da descricao desta versao do médulo, a relacdo de importancia
entre as trés classes gramaticais que evidenciou melhores resultados, do mais valioso para
o menos, foi:
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1. Adjetivos - 1.0
2. Nomes - 0.6

3. Verbos - 0.2

Os numeros presentes na lista correspondem aos pesos aplicados aos elementos da cor-
respondente classe gramatical. Como ja mencionado, seria necessaria uma investigacao
um pouco mais extensa no sentido de obter os valores 6timos para cada componente
morfolégico. Ainda assim, foram realizados testes com vérias combinagoes em que as pri-
oridades foram parcial e completamente invertidas, sendo que a combinacao que obteve
melhores resultados foi a previamente listada.

E de salientar que os resultados obtidos possuem uma elevada dependéncia do corpus
em andlise. Seria necessario investigar efetivamente qual o impacto desta aproximacao
numa maior colecao de textos, sendo espectavel a necessidade de alteracoes de acordo com
o dominio e origem do conteido a classificar. Fica no entanto demonstrado o valor da
aproximacao, revelando-se algo a ter em conta nas futuras afinacoes do sistema.

Esta alteracao apenas nao melhorou o acerto para a classe neutro, revelando-se positiva
para as restantes. A Medida-F1 global do médulo subiu de 0.352 para 0.375, consequéncia
de uma subida paralela da Precisao e da Cobertura.

AS v8.0 A ultima versao implementada do médulo de AS trouxe os beneficios espe-
rados, mas também alguns problemas. Como ja referido anteriormente no capitulo 4, o
objetivo da utilizacao do diciondrio de sinénimos, descrito no ponto 4.4.2, foi aumentar
a capacidade de classificacdo do sistema. Procurou-se assim contornar as limitagoes do
léxico de sentimentos explorando a relacao de sinonimia entre as palavras.

A primeira consequéncia desta aproximacao é precisamente o esperado: um aumento con-
sideravel da Cobertura global da componente.

‘ Total Elementos Classificados v7.0 Classificados v8.0

Adjetivos 1196 610 788
Verbos 3726 466 1751
Nomes 3402 296 1067

Tabela 5.8: Aumento no nimero de elementos que o médulo de AS conseguiu classificar
com a utilizagdo do Dicionério de Sinénimos.

A tabela 5.8 mostra o aumento da capacidade de classificacao de cada elemento polarizavel.
Este crescimento é especialmente evidente nas classes gramaticais dos nomes e dos verbos,
aumentando em mais de quatro vezes a capacidade de classificacao nestes casos.

Pelo lado negativo, a utilizacao deste método implica inevitavelmente um aumento de
erros na atribuicao de polaridade. Estes erros sao normalmente gerados por relacoes de
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sinonimia incorretamente definidas ou validas para contextos diferentes daquele em que
se insere o elemento original. Como consequéncia é observada uma diminui¢ao geral da
Precisdo em todas as classes. Ainda assim, o efeito positivo nos resultados é notorio,
apoiado principalmente pelo aumento da Cobertura como ja mencionado. Destaca-se a
subida consideravel da Medida-F1 global de 0.375 para 0.449.

Conclusdes E indiscutivel a evolucao positiva, demonstrada pelas consecutivas melho-
rias na avaliagao, mas continuam no entanto evidentes algumas limitacoes ainda por con-
tornar. O exemplo contido na listagem 28, mencionado a propésito da analise do mddulo
de REM, mantém-se inclassificavel através das aproximacgoes tomadas. O dominio do cor-
pus analisado é bastante propicio a existéncia de ironia e expressoes idiomaticas, fraqueza
identificada no sistema e excelente candidata a futuros desenvolvimentos. Estas sao al-
gumas das questoes que impedem um melhor desempenho do sistema. Admite-se que ao
encontrar solucao para estes problemas, em conjunto com a minimizacao das limitagoes
demonstradas pelos recursos utilizados, o sistema atinja resultados bastante mais elevados.

SentiTuites-PT

A semelhanca do que aconteceu com a avaliacdo do mdédulo de REM, a inclusdao do
SentiTuites-PT na avaliagdo foi vista como necessaria de forma a permitir despistar o
possivel overfitting do protdtipo relativamente ao SentiCorpus-PT.

‘ Versoes AS ‘ Frases ¢/ Entidade OpiniGes ‘ Pos Neg Neut
REM v4.0 | 8.0 | 3720 3720 | 358 2348 1014

Tabela 5.9: Dados relativos aos subconjunto do SentiTuites-PT-clean utilizado no célculo
das métricas de avaliagdo para o médulo de AS v8.0.

Tal como sucedeu com a avaliacao no SentiCorpus-PT, apenas foi considerado um subcon-
junto de elementos do SentiTuites-PT-clean. Este subconjunto corresponde ao nimero de
entradas onde o alvo de sentimento foi corretamente identificado pelo médulo de REM. A
tabela 5.9 contém os nimeros relativos a este subconjunto.

Pos Neg Neut
VP FP FN| VP FP FN |VP FP FN
AS v8.0 [ 151 907 207 | 1226 619 1122 | 301 568 713

Tabela 5.10: Avaliacao da v8.0 do mddulo de classificacdo de sentimento aplicado ao
SentiTuites-PT-clean. Valores da Tabela de Confusao por classe.

Dadas as limitacOes inerentes a criagao do corpus, mencionadas no ponto 5.1.2, optou-se
por incluir apenas os resultados da ultima versao do médulo de AS. O resultado da clas-
sificagao realizada no subconjunto do SentiTuites-PT-clean foi comparada face ao mesmo
subconjunto de elementos do SentiTuites-PT-gold. Os resultados podem ser visualizados
nas tabelas 5.10, 5.11 e 5.12.
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Pos Neg Neut
Prec Cob  F1 | Prec Cob F1 | Prec Cob F1
AS v8.0 | 0.143 0.422 0213 | 0.664 0.522 0.585 | 0.346 0.297 0.320

Tabela 5.11: Avaliagdo da v8.0 do médulo de classificagdo de sentimento aplicado ao
SentiTuites-PT-clean. Valores por classe para a Precisao, Cobertura e Medida-F1.

‘ VP FP FN ‘Prec Cob F1
AS v8.0 | 1678 2094 2042 | 0.445 0.451 0.448

Tabela 5.12: Avaliagdo da v8.0 do médulo de classificagao de sentimento aplicado ao
SentiTuites-PT-clean. Valores totais para a Tabela de Confusao, Precisdo, Cobertura e
Medida-F1.

AS v8.0 Demonstrando exatamente o pretendido, a independéncia do corpus, os re-
sultados obtidos pelo mddulo no SentiTuites-PT foram bastante semelhantes. Embora o
SentiTuites-PT seja um corpus constituido por tweets, levantando naturalmente os proble-
mas inerentes a este tipo de fonte, as aproximagoes realizadas pelo sistema mantiveram-se
validas, demonstrando assim o seu valor.

A v8.0 do médulo de AS obteve uma Medida-F1 global de 0.448 no SentiTuites-PT, face
aos 0.449 obtidos no SentiCorpus-PT.

Conclusoes Através da utilizagdo do SentiTuites-PT nas mesmas condi¢oes em que foi
utilizado o SentiCorpus-PT demonstra-se a independéncia das aproximacoes escolhidas
para o médulo de AS.

Aprendizagem Automatica

Torna-se pertinente incluir uma comparacao entre os resultados do protétipo desenvolvido
e os obtidos através de uma aproximagcao completamente diferente. A aproximacao referida
ja foi apresentada no ponto 3.2 e consiste em recorrer a AA para realizar a classificacao
de sentimento.

Embora nao tenham sido realizados testes muito complexos, admitem-se como suficientes
para justificar as razoes pelas quais se optou por um sistema baseado em regras em oposicao

a AA.

O algoritmo escolhido para os testes foi o Naive Bayes Multinomial'® implementado recor-
rendo a ferramenta Weka, ja descrita no ponto 2.2.3. Foram utilizados ambos os corpus,
SentiTuites-PT e SentiCorpus-PT, sem nenhum tratamento adicional especifico para este
efeito. Salienta-se que apenas foi avaliada a classificagao de sentimento, assim para elimi-
nar a influéncia do REM recorreu-se aos mesmos subconjuntos dos corpus ja utilizados na

10 Algoritmo estatistico simples baseado na aplicacdo do teorema de Bayes. Este algoritmo obtém na
maioria dos casos resultados satisfatérios tendo em conta a sua simplicidade.
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avaliacao da ultima versao do moédulo de AS.

Pos Neg Neut
N-Gram | Prec Cob F1 Prec  Cob F1 Prec  Cob F1
1 0.676 0.391 0.495 | 0.702 0.900 0.789 | 0.118 0.036 0.055
le2 0.617 0.453 0.523 | 0.711 0.858 0.777 | 0.091 0.036 0.051

1,2e3 |0.629 0438 0.516 | 0.716 0.858 0.781 | 0.300 0.161 0.209

Tabela 5.13: Avaliagao da classificacao de sentimento no SentiCorpus-PT com Naive Bayes
Multinomial. Valores por classe para a Precisao, Cobertura e Medida-F1 recorrendo a
unigrams, bigrams e trigrams.

N-Gram | Prec Cob F1

1 0.632 0.679 0.636
le2 0.620 0.667 0.635
1,2e3 | 0.649 0.677 0.653

Tabela 5.14: Avaliacao da classificacao de sentimento no SentiCorpus-PT com Naive Bayes
Multinomial. Valores totais para a Precisdo, Cobertura e Medida-F1 recorrendo a umni-
grams, bigrams e trigrams.

As tabelas 5.13 e 5.14 contém os resultados da classificacao do SentiCorpus-PT. Foram
considerados unigrams, bigrams e trigrams na avaliacdo. A divisdo do texto em tokens
e calculo de frequéncias foi realizado recorrendo ao filtro StringToWordVector ja imple-
mentado no Weka. Para definir o particionamento do corpus para treino e avaliacao foi
utilizado o método da Validacdo Cruzada'' 10-fold, tido como comum na avaliacio de
sistemas de classificagao estatisticos com base num conjunto de dados.

Pos Neg Neut
Treino/Class | Prec Cob  F1 | Prec Cob F1 | Prec Cob F1
ST/SC 0.259 0.438 0.326 | 0.667 0.430 0.523 | 0.129 0.196 0.156
SC/ST 0.253 0.083 0.125 | 0.623 0.975 0.760 | 0.400 0.001 0.002

Tabela 5.15: Avaliagao da classificagdo de sentimento com treino no SentiCorpus-PT e clas-
sificacdo no SentiTuites-PT e com treino no SentiTuites-PT; e avaliacdo no SentiCorpus-
PT. Valores por classe para a Precisao, Cobertura e Medida-F1 recorrendo a unigrams
com Naive Bayes Multinomial.

As tabelas 5.15 e 5.16 listam os resultados de uma avaliacdo com caracteristicas ligeira-
mente diferentes. Neste caso todo o treino foi realizado num dos corpus e a classificagao
levada a cabo no outro. Ambos os corpus ocuparam posicoes de treino e de classificado.
Desta vez apenas se utilizaram unigrams sendo as restantes condicoes semelhantes a ava-
liacao anterior.

"Técnica utilizada em que o conjunto de dados é particionado e avaliado iterativamente trocando os
conjuntos de treino e classificagdo. Uma média é posteriormente calculada de forma a normalizar os
resultados das varias rondas.
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Treino/Class ‘ Prec Cob F1
ST/SC 0.507 0.407 0.434
SC/ST 0.524 0.611 0.482

Tabela 5.16: Avaliagao da classificagao de sentimento com treino no SentiCorpus-PT e clas-
sificacao no SentiTuites-PT e com treino no SentiTuites-PT; e avaliacdo no SentiCorpus-
PT. Valores totais para a Precisao, Cobertura e Medida-F1 recorrendo a unigrams com
Naive Bayes Multinomial.

Conclusoes Ao analisar os resultados obtidos através da AA, se nos debrucarmos sobre
a primeira abordagem, é necessario reconhecer a superioridade. A Medida-F1 de 0.653
obtida na classificacdo do SentiCorpus-PT é claramente superior aos 0.449 obtidos pelo
prototipo. Porém, é pertinente relembrar uma das fragilidades da AA: a necessidade de
conteido manualmente anotado para treino. Ao limitar a informagao disponivel para
treino do modelo, a sua incapacidade perante novas situagoes fica imediatamente exposta.
Para de certa forma simular esta fragilidade foi levado a cabo o segundo conjunto de testes.
Ao treinar num corpus ligeiramente diferente, ainda que pertencente ao mesmo dominio,
essa fragilidade revelou-se obtendo resultados bastante mais baixos.

Um sistema baseado em regras como aquele aqui apresentado possui sem divida limitagoes,
algumas das quais ji4 mencionadas ao longo desta avaliacdo, no entanto é totalmente
independente da existéncia de conteido de treino. Acredita-se que com mais investigacao
e afinacdo os resultados obtidos serdo amplamente superiores aos demonstrados pelos
sistemas de AA.

5.3.3 Sistema

Neste ponto sao avaliados os resultados obtidos pelo sistema no corpora em estudo. Tendo
em conta o detalhe presente na avaliacao dos varios médulos, e o facto do processamento
do sistema corresponder diretamente ao trabalho desempenhado pelas suas componentes,
serd apenas realizada uma apreciagao global dos resultados.

Pos Neg Neut
v FP FN | VP FP FN |VP FP FN
v1i.0| 75 123 715|133 66 2398 | 151 964 399
v2.0 | 60 82 730|102 58 2429 | 122 706 428
v3.0 | 75 108 715|154 83 2377 | 110 602 440
v4.0 | 107 144 683 | 166 98 2365 | 98 519 452
v5.0 | 109 134 681 | 175 99 2356 | 98 517 452
v6.0 | 104 139 686 | 176 99 2355 | 107 548 443
v7.0 | 118 178 672 | 201 108 2330 | 93 472 457
v8.0 | 133 287 657 | 332 246 2199 | 27 139 523

Tabela 5.17: Avaliacao das varias versoes do sistema aplicado ao SentiCorpus-PT-clean.
Valores da Tabela de Confusao por classe.
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Pos Neg Neut

Prec  Cob F1 Prec  Cob F1 Prec  Cob F1

AS v1.0 | 0.379 0.095 0.152 | 0.668 0.053 0.097 | 0.135 0.275 0.181
AS v2.0 | 0.423 0.076 0.129 | 0.638 0.040 0.076 | 0.147 0.222 0.177
AS v3.0 | 0.410 0.095 0.154 | 0.650 0.061 0.111 | 0.154 0.200 0.174
AS v4.0 | 0.426 0.135 0.206 | 0.629 0.066 0.119 | 0.159 0.178 0.168
AS v5.0 | 0.449 0.138 0.211 | 0.639 0.069 0.125 | 0.159 0.178 0.168
AS v6.0 | 0.428 0.132 0.201 | 0.640 0.070 0.125 | 0.163 0.195 0.178
AS v7.0 | 0.399 0.149 0.217 | 0.650 0.079 0.142 | 0.165 0.169 0.167
AS v8.0 | 0.317 0.168 0.220 | 0.574 0.131 0.214 | 0.163 0.049 0.075

Tabela 5.18: Avaliacdo das vérias versoes do sistema aplicado ao SentiCorpus-PT-clean.
Valores por classe para a Precisao, Cobertura e Medida-F1.

VP FP FN | Prec Cob F1

v1.0 | 359 1,153 3,512 | 0.237 0.093 0.133
v2.0 | 284 846 3,587 | 0.251 0.073 0.114
v3.0 | 339 793 3,532 | 0.299 0.088 0.136
v4.0 | 371 761 3,500 | 0.328 0.096 0.148
v5.0 | 382 750 3,489 | 0.337 0.099 0.153
v6.0 | 387 786 3,484 | 0.330 0.100 0.153
v7.0 | 412 758 3,459 | 0.352 0.106 0.163
v8.0 | 492 672 3,379 | 0.423 0.127 0.195

Tabela 5.19: Avaliacao das vérias versoes do sistema aplicado ao SentiCorpus-PT-clean.
Valores totais para a Tabela de Confusao, Precisao, Cobertura e Medida-F1.

As tabelas 5.17, 5.18 e 5.19 contém a avaliacao dos resultados obtidos pelo sistema quando
aplicado ao SentiCorpus-PT. Como é natural, a evolugao destes é coerente com a avaliagao
do médulo de AS. Os valores mais baixos na Medida-F1 global, quando comparados com
os obtidos pelo médulo de AS, devem-se & influéncia da componente de REM. Se o alvo do
sentimento estiver incorreto o resultado é considerado imediatamente como errado, facto
que se reflete negativamente na avaliagao.

Pos Neg Neut
VP FP FN| VP FP FN |VP FP FN
v8.0 [ 151 964 401 | 1,226 723 2317 | 301 636 1338

Tabela 5.20: Avaliagdo da versao 8.0 do sistema aplicado ao SentiTuites-PT-clean. Valores
da Tabela de Confusao por classe.

Pos Neg Neut
Prec Cob  F1 | Prec Cob F1 | Prec Cob F1
AS v8.0 [ 0.135 0.274 0.181 | 0.629 0.346 0.446 | 0.321 0.184 0.234

Tabela 5.21: Avaliagao da versao 8.0 do sistema aplicado ao SentiTuites-PT-clean. Valores
por classe para a Precisao, Cobertura e Medida-F1.

As tabelas 5.20, 5.21 e 5.22 apresentam a avaliacao do sistema calculada sobre o processa-
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| VP FP FN |Prec Cob F1
v8.0 | 1,678 2,323 4,056 | 0.419 0.293 0.345

Tabela 5.22: Avaliagao da versao 8.0 do sistema aplicado ao SentiTuites-PT-clean. Valores
totais para a Tabela de Confusao, Precisao, Cobertura e Medida-F1.

mento do SentiTuites-PT. A diferenca de valores face ao processamento realizado sobre o
SentiCorpus-PT justifica-se com as condi¢es de adaptacao do corpus. O facto de apenas
terem sido consideradas frases com uma entidade leva a que o desempenho do médulo de
REM esteja inflacionado, elevando a Medida-F1 global do sistema.

5.4 Conclusoes

A avaliacao realizada sobre o sistema procurou justificar as opcoes tomadas durante a sua
construcao e desenvolvimento. Ficou demonstrado através dos resultados obtidos o valor
acrescentado de cada aproximacao. No entanto, a mesma avaliagao revelou fraquezas em
todo o modelo, merecedoras de atencao e estudo futuro, no sentido de serem atingidos
resultados capazes de rivalizar com os sistemas mais atuais no mercado.

Por entre os principais problemas detetados estao os erros de escrita e construcao frasica,
bastante comuns nas fontes de onde provém os corpus processados. A detecao de ironia e
reconhecimento de expressoes idiomaticas é outro ponto que contribuiu para a taxa de erro
do sistema. A fragilidade dos recursos utilizados, nomeadamente o 1éxico de sentimentos
e o dicionario de sinénimos, tiveram também a sua contribuicao negativa na avaliacao.
Finalmente, a simplicidade da aproximagao utilizada na componente de REM influencia
largamente os resultados globais do sistema. Esta tltima componente merece efetivamente
ser alvo de um extenso trabalho futuro.

Contudo, cré-se ter ficado demonstrada a capacidade da aproximagcao escolhida e justifi-
cada a opgao por um sistema baseado em regras.






Capitulo 6

Conclusoes

O crescimento acentuado das redes sociais online nos ultimos anos é o resultado da
aceitagao global deste tipo de servicos. Atualmente, “twittar”, “postar no face” ou “fazer
like” sdo expressOes que integram o nosso quotidiano e que facilmente encontramos em
campanhas publicitarias bem como média em geral. A sociedade contemporanea apoia-
se cada vez mais nestes servigos como meio de comunicagao, deixando por vezes a sua
utilizacao de ser classificada como entretenimento, passando efetivamente a ser uma fer-
ramenta de trabalho. A comodidade, facilidade e auséncia de custos associadas a estes

torna-os de certa forma incontornéveis, sendo por isso dificil justificar a sua nao utilizagao.

O alarido criado pelas redes sociais nao tem passado despercebido ao mundo empresarial.
Numa realidade econémica atualmente dificil, saber o que os clientes pensam, os seus gostos
e interesses, pode significar estar um passo a frente da concorréncia. Toda esta informagcao
existe e esta disponivel, porém a sua quantidade e formato elevam a complexidade do seu
aproveitamento. Uma aproximagao manual estd cada vez mais fora de questao, sendo
necessaria a criagao de ferramentas capazes de extrair significado de todo este contetido.
Desde a década de 80 que a comunidade cientifica se debruca sobre o problema, no entanto
é a partir de 2001 que a teméatica recebe maior atencao, respondendo assim & pressao do
mercado que anseia por resultados.

6.1 Balanco Final

Nesta dissertacao procura-se, numa fase inicial, ilustrar o estado atual dos sistemas de
AS, descrevendo as abordagens mais comuns ao problema. E realizada uma contextua-
lizacdo ao tema com o objetivo de facilitar a compreensao e dar uma visao do trabalho

73
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realizado até & atualidade. Apresenta-se a arquitetura de um sistema capaz de classificar
automaticamente opinides sobre entidades em texto, sendo posteriormente analisados os
seus resultados e comparados com outras aproximagoes.

O sistema proposto é constituido por trés médulos: Analisador Morfossintatico, Reconhe-
cedor de Entidades Mencionadas e o Analisador de Sentimento.

O Analisador Morfossintatico realiza um pré-processamento do texto a classificar, enri-
quecendo este com informagao relativamente & morfologia e sintaxe dos varios elementos
que o compoem. O Reconhecedor de Entidades Mencionadas procura identificar mencgoes
a entidades no texto, sendo estas os alvos sobre os quais o sentimento poderd incidir. Fi-
nalmente o Analisador de Sentimento realiza uma classificagdo de polaridade da opinidao
sobre a entidade encontrada, seguindo uma aproximacao de OS recorrendo a utilizacao de
um léxico de sentimentos e de um dicionario de sinénimos.

Como ja foi dito anteriormente, o modelo apresentado segue uma metodologia de OS,
tornando-se relevante situar a solucao apresentada no panorama atual apresentado no
capitulo 3.

Os sistemas baseados numa metodologia de OS, como os apresentados no ponto 3.3, re-
correm normalmente a um grupo de regras pré-determinado para realizar a classificacao.
E também bastante comum a utilizacao de léxicos ou outro tipo de catdlogos durante o
processo. A solugao proposta enquadra-se neste cendrio, fazendo uso de ambas as técnicas.

Um pouco mais em particular, é possivel identificar alguns pontos em comum com o
sistema SentiCorr, apresentado no ponto 3.3.1. Tal como no SentiCorr, a solu¢ao proposta
recorre & extragao de informagao morfolégica como forma de enriquecer o texto numa
fase de pré-processamento. A interpretagdo de modificadores de intensidade adotada no
modelo proposto pode também ser encontrada no SentiCorr, sendo no entanto encarada
de uma forma mais simples neste sistema. O projeto PIRPO, apresentado no ponto 3.3.2,
inclui também algumas técnicas em comum com o modelo desta dissertacao. Salienta-se
a utilizacao de um léxico de sentimentos como recurso auxiliar, de forma semelhante ao
sistema apresentado, e uma ontologia de conceitos. O contexto de utilizacao desta ultima
pode considerar-se de certa forma semelhante aquele em que foi inserido o catélogo de
entidades, recurso utilizado no médulo de REM da solugao proposta, sendo o seu proposito
ajudar na identificacao dos alvos do sentimento.

Existe uma caracteristica diferenciadora na abordagem desta dissertacao relativamente
aos sistemas de OS apresentados, a total orientagdo para o alvo sobre o qual incide o
sentimento. Um pouco & semelhanca do sistema baseado num modelo de AA, referido no
ponto 3.2.2, a solugao proposta associa o sentimento a um alvo, considerando irrelevantes
opinides que nao sejam direcionadas para algo ou alguém.

Esta dissertagao propos-se a apresentar uma solucao modular capaz de identificar e classifi-
car mencoes a entidades em texto. Esse objetivo cré-se ter sido atingido através do sistema
apresentado. O seu cardcter modular permite uma evolucao paralela e independente das
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suas varias componentes, enquanto a sua natureza de OS lhe confere uma maior adapta-
bilidade a novos cendrios, sem a necessidade do treino adicional inerente aos sistemas de

AA.

Na avaliacao o sistema obteve uma Medida-F1 final de 0.195, e uma Precisao de 0.423
no corpus utilizado. Este valor refere-se ao acerto no alvo e no respetivo sentimento que
incide sobre este. A andlise dos resultados demonstrou varias fragilidades no modelo,
ainda assim a comparacao realizada com uma aproximacao de AA simples, demonstra a
existéncia de algumas potencialidades no modelo adotado. Como é comum num sistema
de OS, a qualidade das regras utilizadas dita a performance da sua classificacdo. Este é
simultaneamente o ponto forte e fraco desta metodologia. E um ponto forte na medida em
que um bom conjunto de regras confere uma classificacao exata sem ser necessaria uma
fase de treino, como sucede na AA. Analogamente, é um ponto fraco tendo em conta a
dificuldade em definir esse conjunto de regras, podendo ser facilmente superado por um
sistema de AA treinado para o dominio em que é aplicado. O modelo apresentado carece
de mais regras por forma a tornar a sua vertente de OS num ponto forte, sendo que na
implementacao apresentada pode facilmente ser ultrapassado.

A ideia que deu origem a esta dissertacao era um pouco mais ambiciosa do que o que aca-
bou por ser o produto final. Uma das vertentes que ficou bastante aquém do espectado foi
a detecao de entidades, um pouco negligenciada como consequéncia da sua complexidade
e de um compromisso temporal previamente assumido, carecia efetivamente de mais inves-
tigagdo. A classificacdo de sentimento sempre foi tida como a componente prioritaria do
sistema, no entanto também nesta vertente o produto final divergiu um pouco do previsto.
A comparacao entre entidades, a detecdo de ironia e a resolucao de anaforas faziam parte
dos objetivos iniciais que eventualmente tiveram de ser deixados de parte, sendo agora
incluidos no trabalho futuro a realizar sobre o tema.

6.2 Trabalho Futuro

Tendo em conta o conjunto de fragilidades detetadas durante a avaliagao do sistema pro-
posto, e a complexidade inerente ao tema, existem vérias vertentes merecedoras de traba-
lho e investigacao.

O funcionamento da componente que realiza o enriquecimento morfossintatico é bastante
penalizado quando esta se depara com texto incorretamente formado, vulgarmente pre-
sente nas fontes em andlise. A inclusdo de um pré-processamento corretivo, ou a eventual
utilizacao de um classificador morfossintatico especifico para este tipo de texto sao casos
em aberto passiveis de atencao.

O reconhecimento de entidades mencionadas nao mereceu a atencao devida ao longo desta
dissertacao, devendo ser alvo de algum trabalho por forma a melhorar o seu desempenho.
O alargamento do catdlogo de entidades utilizado serd um bom investimento, bem como a
inclusao de mais informacao relevante para cada tipo de mencao. O mecanismo de detecao
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de mencgoes podera também ser melhorado, apoiando-se possivelmente um pouco mais na
sintaxe e nas regras de construgao frasica.

Quanto ao analisador de sentimentos, o principal trabalho a realizar estarda no aumento
da fiabilidade dos recursos utilizados. Uma maior completude do 1éxico de sentimentos,
tanto ao nivel do nimero de palavras classificadas como também ao nivel da informagcao
sobre a polaridade, por forma a permitir uma classificacdo mais precisa. A exploracio
das relagoes de sinonimia é também um ponto passivel de melhoria, aumentando nao sé
a sua capacidade como explorando outras relagoes tais como a antonimia. A detecao de
subjetividade é outro ponto onde é necessario um estudo mais aprofundado, permitindo
melhorar a classificacdo do sistema na classe neutro, onde este possui os piores resultados.
Finalmente, a inclus@ao de novas regras de classificacdo que permitam a detecdo de ironia
através de expressoes idiomaticas e identificacao de sentimento através da comparacao de
entidades.

A adogao de uma aproximagao de AA na associacdo do alvo ao sentimento ou talvez na
detegao de ironia, dando assim um caracter hibrido ao sistema, é efetivamente um possivel
caminho a explorar. A inclusao desta metodologia poderia permitir colmatar algumas das
fragilidades atualmente presentes no sistema, complementando de alguma forma as regras
ja4 empregues.

A sociedade da informacao reconhece finalmente o potencial da AS. Saber como as pessoas
se sentem hoje permitirad ir de encontro as suas necessidades de amanha.
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